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RÉSUMÉ

Dans la quête d'étendre nos connaissances sur des maladies encore très incomprises comme

le glaucome ou la dégénération maculaire liée à l'âge (DMLA), le besoin d'extraire des bio-

marqueurs pertinents se fait ressentir. Parmi les pistes envisagées, l'étude de la biomécanique

de l'÷il est prometteuse. Les travaux de recherche présentés dans ce mémoire traitent, en

particulier, d'un élément clé dans la mesure directe et non invasive de la rigidité oculaire

(propriété biomécanique de l'÷il, dé�nie par l'équation de Friedenwald, notéeOR) : la seg-

mentation de la choroïde sur images par tomographie en cohérence optique (OCT). Grâce à

elle, les variations de l'épaisseur choroïdienne peuvent être analysées au cours du temps.

Alors que les méthodes traditionnelles ont progressivement disparu de la littérature depuis

2017, celles par apprentissage automatique sont aujourd'hui très dominantes. La méthode

présentée dans ce mémoire se distingue par la manière dont les modèles ont été entraînés.

Nous avions en e�et à disposition une base de données de plus de 413 638 images alors qu'elle

dépassait rarement les 1000 images dans les études portant sur le même sujet. L'annotation

de ces données a été fait de manière automatique grâce à une technique traditionnelle par

recherche de chemin dans un graphe, alors qu'elles étaient faites manuellement dans la lit-

térature. Bien que ces annotations automatiques soient imparfaites, une sélection de 41500

d'entre elles avec des garanties sur la qualité de la segmentation a été extraite pour former

l'ensemble d'entraînement.

Au total, 16 modèles ont été entraînés en faisant varier l'architecture (U-Net et DeepLabV3+),

l'encodeur (ResNet-34 et ResNet-101) et le taux d'apprentissage (� 2 f 0:0001; 0:001; 0:01; 0:1g),

mais aussi en ajoutant de l'augmentation de données pour une meilleure résistance au bruit,

du pré-traitement par amélioration de contraste ou par recalage sur les images d'entrée et du

post-traitement sur les masques en sortie pour tenter d'améliorer les performances.

Le test s'est fait sur un ensemble de 29 images annotées à la main. Les résultats de segmenta-

tion ont montré des performances largement comparables à l'état-de-l'art avec les scores mé-

dians suivants : pour l'évaluation des masques,Sensibilit é = 0:96 (std. 0.08), DICE = 0:96

(std. 0.06) et IoU = 0:92 (std. 0.09), et pour l'évaluation de la CSI,ME = � 0:7 pixels (std.

7.4 pixels) etMAE = 3:6 pixels (std. 6.0 pixels).

En appliquant cette segmentation sur des vidéos entières, il était possible de capturer la pul-

sation de la choroïde dans le temps par analyse fréquentielle. Sur les 1174 vidéos exploitables

de notre base de données, on a pu détecter les battements du c÷ur sur 1070 d'entre elles

(soit 91%) avec au moins un modèle. Il faut noter qu'il s'agit de la première fois qu'une telle



v

méthode de capture (basée sur la segmentation de la choroïde) est étudiée.

En jugeant un modèle par sa capacité à mesurer le rythme cardiaque et à performer sur

l'ensemble de test, on a pu mettre en évidence l'intérêt d'éviter un taux d'apprentissage trop

bas et de ne pas utiliser de pré-traitement s'il n'a pas été fait lors de l'apprentissage. Surtout,

les chi�res ont révélé l'importance de l'augmentation de données durant l'apprentissage. Elle

visait à rajouter du bruit de type speckle noisesur 30% des images d'entraînement pour

apprendre le modèle à traiter des images de moins bonne qualité. Une étude complémentaire

via la création d'une vidéo où la déformation de la choroïde était parfaitement contrôlée a

été menée pour prouver qu'un modèle entraîné avec augmentation de données était particu-

lièrement robuste face au bruit. L'algorithme de post-traitement a d'autre part été utile par

sa capacité à nettoyer les masques de la choroïde.

Ensuite, les modèles biomécaniques de l'÷il à disposition ont permis d'obtenir des premières

estimations de la rigidité oculaire. On jugeait les mesures �ables lorsqu'elles étaient associées

à des vidéos où la pulsation était visible. On a regroupé ces mesures par paire lorsqu'elles

provenaient du même patient, du même ÷il et avaient été enregistrées le même jour. L'éva-

luation de la répétabilité de l'OR est excellente (ICC = 0:91). L'analyse de la distribution

de l'OR dans les di�érents groupes de patients montrent une décroissance de cette dernière

lorsque le glaucome se développe, lorsque l'IOP est particulièrement élevée mais qu'aucune

dégradation du nerf optique n'a été observé, et lorsque l'humeur aqueuse est évacuée par

trabéculectomie (patients du groupe "Bleb"). Ceux atteints de DMLA humide ne présentent

pas de changement pariculier par rapport aux patients sains.

En�n, l'utilisation d'une autre fonction de coût et l'exploitation de l'aspect temporel des

vidéos sont encore à être étudiées pour améliorer les performances de segmentation, notam-

ment en limitant la présence d'artefacts sur les prédictions. Cette limitation n'est aujourd'hui

faite que par post-traitement via des opérations morphologiques simples. On estime néan-

moins que les modèles établis ne sont pas les seuls à être mis en cause lorsque la pulsation

de l'épaisseur choroïdienne n'est pas trouvée. Les cartes de probabilité en sortie des réseaux

de neurones donnent d'ailleurs des informations très intéressantes sur leur indécision face à

des images où le contraste est trop faible pour voir une CSI claire. Une solution utilisant ces

cartes de probabilité a donc été proposée pour écarter de notre base de données les images

ne permettant pas une visualisation claire de la choroïde.

En contribuant à l'amélioration de la segmentation de la choroïde sur images OCT et en

proposant des cas d'application nouveaux (mesure de la fréquence cardiaque) et prometteurs

(évaluation des propriétés biomécaniques de l'÷il), ce travail participe à l'élargissement des

connaissances au sujet de certaines pathologies oculaires et en particulier du glaucome.
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ABSTRACT

In view of extending our knowledge about diseases still mysterious like glaucoma and Age-

related Macular Degeneration (AMD), we need to extract relevant biomarkers. The study of

the eye biomechanics is one of the promising explored ways to ful�ll this task. The research

work presented here deal with a key element of the direct and non-invasive measurement

of the ocular rigidity (OR), a biomechanical property of the eye : the segmentation of the

choroid on images by optical coherence tomography (OCT). It allows the analysis of the

changes of the choroid thickness through time.

As traditional methods have slightly disappeared since 2017, a strong interest in deep-learning

approaches raised. In this thesis, we highlighted how di�erent is our training method com-

pared to other studies. Indeed a highly expanded database of 413 638 images was available,

as it was barely over 1000 images in the literature. Nevertheless a smaller database is still

advantageous when manual segmentations are needed. With a huge one like ours, we decided

to automatically annotate the data thanks to a traditional graph-search method. Although

these automatic labels are sometimes untrue, 41500 of them were selected with quality garan-

tees about the segmentation to build a training dataset.

16 models were trained. The change of some parameters like the model architecture (U-

Net and DeepLabV3+), the encoder (ResNet-34 and ResNet-101) and the learning rate

(� 2 f 0:0001; 0:001; 0:01; 0:1g) was tested. We also studied how involved were the data

augmentation for the noise robustness and what was the in�uence of an added preprocessing

(contrast enhancement and registration) and an added postprocessing on the results.

Testing was made on a small dataset of 29 images (manually segmented). The performances

of the segmentation were comparable to the state-of-the-art with the following median scores

: for the masks evaluation,Sensitivity = 0:96 (std. 0.08), DICE = 0:96 (std. 0.06) et

IoU = 0:92 (std. 0.09), and for the CSI boundary evaluation,ME = � 0:7 pixels (std. 7.4

pixels) et MAE = 3:6 pixels (std. 6.0 pixels).

The trained models were then applied on entire OCT videos in order to catch the frequency

of the choroid pulses. For 91% of the 1174 available videos, at least one model out of the

16 trained was able to catch the cardiac rythm. As far as we know, this kind of heart rate

measurement method has never been published before.

The di�erent tests showed that one should avoid a too low learning rate for training and

shouldn't use contrast enhancement preprocessing before inference if it wasn't applied during
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the learning phase. On the other hand, data augmentation proved its e�ectiveness in dealing

with noised data. Speckle noise was added on 30% of the training images for this special

task. A complementary study was made with success with the creation of a video where the

choroid deformation was perfectly controlled. This allowed us to progressively incorporate

some noise to see how the performances evolved. Postprocessing was useful as well thanks to

its ability to clean the masks of the choroid.

Then, biomechanical models of the eye were available to get the �rst estimations of the ocular

rigidity. Measurements were considered as reliable when the choroid pulsation was visible

on the associated videos. Pairs of measurements were made when they came from the same

patient, were taken on the same eye and on the same day. The study of theOR repeatability,

showed an excellent correlation (ICC = 0:91). After analysis of the OR distribution among

the di�erent patients groups, OR seem to decrease when the eye su�ers from glaucoma. The

same observation was made with an elevatedIOP but without any optic nerve deterioration,

and also for the "Bleb" patients who went under trabeculectomy to drain the aqueous humor

outside the eye. No changes compared to healthy patients was revealed for those su�ering

from wet AMD.

Finally, we propose in conclusion to continue some tests by trying another loss function

and by using the temporal aspect of the videos. Results can indeed still be improved if the

presence of artefacts in the predictions is downsized. Even if the current models aren't perfect

yet, we think pulsation can't be caught on more than a certain amount of videos. Contrast

is indeed very low on some of them, making the choroid barely visible event for human eyes.

The probability maps given as output of the models show for instance how confused is the

model when the CSI isn't clear. We then propose to use these probability maps to decide if

a B-Scan should be discarded or not from the database.

By improving the choroid segmentation on OCT images, and by presenting direct, innovative

and promising applications (measurement of the cardiac rythm, assessment of the biomechan-

ical properties of the eye), this work contributes to extend our knowledge on some ocular

diseases, and especially on glaucoma.
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CHAPITRE 1 INTRODUCTION

En ophtalmologie, de nombreux progrès ont été faits. On sait désormais remplacer un cris-

tallin pour soigner la cataracte, opérer un décollement de la rétine, corriger la myopie, l'hy-

permétropie, l'astigmatisme ou encore la presbytie.

Néanmoins, certaines maladies sont moins maîtrisées et leur traitement est limité. Parmi elles

se trouvent le glaucome et la dégénérescence maculaire liée à l'âge (DMLA), deux des causes

principales de cécité dans le monde (respectivement 11% et 5.6% des cas [1]). Dans les deux

cas, on connaît les facteurs de risque mais n'arrivons pas à expliquer complètement l'origine de

la maladie. Pour le glaucome, un des plus grands facteurs de risque est une élévation anormale

de la pression intraoculaire (IOP ) [2]. En l'absence d'autres modes opératoires, le traitement

consiste donc à diminuer cette pression, avec un risque non négligeable que l'opération soit

inutile voire néfaste chez certaines personnes. On sait par ailleurs que la DMLA apparaît

plus fréquemment avec l'âge, la consommation de tabac et certaines dispositions génétiques,

mais les traitements tardent à arriver, en particulier pour la forme sèche, car les causes de

son développement n'ont pas clairement été identi�ées.

Dans cette perspective d'analyse de maladies, l'extraction de descripteurs de ces pathologies

est essentielle pour faciliter les diagnostics et les prises de décision du corps médical. Le

glaucome et la DMLA ont pour point commun d'avoir un lien potentiel avec la biomécanique

de l'÷il, c'est à dire ses propriétés d'élasticité face aux e�orts qui lui sont appliqués (e�orts

de pression). L'étude de la rigidité oculaire (OR) dé�nie par l'équation de Friedenwald (2.1)

permet de caractériser ces propriétés. Elle présente aussi un intérêt pour des maladies comme

la myopie, touchant près d'un quart de la population mondiale aujourd'hui [3] et l'hypotonie

qui correspond à des cas de basses IOP. Récemment la NASA s'y est également intéressée

pour mieux comprendre les troubles de vision apparaissant chez les astronautes après un

séjour dans l'espace.

L'étude de cette biomécanique de l'÷il a réellement commencé à la �n des années 1940

lorsque Friedenwald cherchait à dé�nir une relation entre les changements de pression et

les changements de volume dans l'÷il grâce à des expériencespost-mortem sur des yeux

énucléés. Les investigations faites autour de l'année 1960 ont notamment montré l'importance

des mesuresin vivo pour être le plus �able possible. Ces résultats ont été repris il y a une

vingtaine d'années par Silver et al. [4] et les recherches se sont accélérées dans les années

2000. Des protocoles expérimentaux permettant des mesures directes étaient établis grâce à

l'injection de solutions salées dans l'÷il. Cette méthode, en plus d'être invasive, est sujette à
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des incertitudes non négligeables, en particulier le rejet du produit injecté pendant la mesure.

Le besoin de méthodes plus précises et non invasives s'est donc fait ressentir. Elles ont pu être

développées d'une part par les connaissances acquises sur le lien entre la variation naturelle

de l'IOP et la circulation sanguine, et d'autre part par la maîtrise de technologies comme la

Laser Doppler Flowmetry(LDF) ou l'imagerie médicale de l'÷il (rétinographes et appareils

OCT).

Grâce aux images OCT, il est désormais possible de visualiser des couches au-delà de la rétine

incluant la choroïde (exemple en �gure 1.1). Le système vasculaire choroïdien est le système

d'approvisionnement majoritaire de l'÷il. Quand on connaît l'importance de cet organe pour

l'être humain et les ressources qu'il demande, l'intérêt porté à la segmentation de la choroïde

au cours des dernières années n'a rien d'étonnant. D'autre part, alors qu'on suspecte que des

troubles dans la circulation sanguine soient aussi reliées à des maladies comme le glaucome

ou la DMLA, et que les méthodes couramment utilisées pour la mesurer sont soit limitées au

système vasculaire rétinien (LDF, imagerie Doppler en couleur) soit indirectes (tonographie),

ce genre de segmentation permettrait de visualiser la composante pulsatile de cette circulation

sanguine d'une manière nouvelle.

Figure 1.1 Exemple d'image OCT avec délimitation de la choroïde par la membrane de Bruch
(BM) et l'interface choroïde-sclère (CSI).

À propos de la tâche de segmentation, cette décennie a été marquée par l'essor d'une discipline

désormais incontournable : l'apprentissage automatique, et plus particulièrement l'appren-

tissage profond. Les champs d'application sont nombreux, et les techniques développées sont

très appréciées dans le domaine de la vision par ordinateur auquel appartient notre tâche de

segmentation. Ainsi les méthodes traditionnelles (ou expertes), principalement en cherchant

des chemins dans des graphes, ont progressivement été remplacées par des méthodes utilisant
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des réseaux de neurones convolutionnels (CNNs). Elles sont maintenant préférées pour ap-

porter plus de robustesse face aux di�cultés à aborder (traitement d'images bruitées, faible

contraste, présence de paramètres manuels compliqués à généraliser) malgré leur apparence

de "boîtes noires", les ressources calculatoires qu'elles nécessitent et le manque de données

annotées. À ce propos, il n'existe pas encore de bases de données publiques sur lesquelles se

baser pour l'entraînement et l'évaluation des modèles.

Les chercheurs capturent donc généralement des volumes OCT eux-mêmes pour les segmenter

soit de manière manuelle, soit de manière semi-automatique. Notre étude se distingue par

l'enregistrement de vidéos sur une coupe précise de la rétine au lieu de la capture de volumes.

Grâce à un recrutement conséquent de patients depuis 2014, notre laboratoire a désormais

une base de données volumineuse à exploiter. L'intérêt de prendre des vidéos était d'avoir

accès aux variations d'épaisseur de la choroïde au cours du temps, pour avoir �nalement

deux applications concrètes : une mesure directe et innovante de la rigidité oculaire, et une

méthode de capture du �ux sanguin dans la choroïde qui n'a jamais été faite jusqu'alors (à

notre connaissance aucune étude ne parle d'enregistrement de vidéos). Cette dernière a été

validée en véri�ant que la fréquence cardiaque pouvait être capturée.

Compte tenu de tous ces éléments, l'objectif principal des travaux de recherche présentés

dans ce document était d'exploiter ces données pour obtenir une mesure robuste et �able de

rigidité oculaire et de fréquence cardiaque.

Les objectifs spéci�ques devant être réalisées pour atteindre l'objectif principal sont :

1. Implémenter une méthode d'entraînement supervisée ne nécessitant pas ou peu de

données segmentées manuellement.

2. Mettre en place une méthode de validation de l'algorithme de segmentation pour le

comparer à l'état-de-l'art.

3. Évaluer la pertinence des mesures de rigidités oculaires et de pulsation liée au c÷ur

associées.

La suite du mémoire décrit d'abord la revue de littérature liée au projet en séparant la partie

biologique de la partie technique (chapitre 2). Une fois l'état des connaissances actuel établi la

méthodologie mise en place est décrite, en allant de l'acquisition de données à leur traitement

progressif (chapitre 3). Les résultats dans la partie suivante mettent en évidence l'importance

de certains paramètres par rapport à d'autre et comment se situe notre algorithme vis-à-vis

des autres études. Les mesures de pulsation et de rigidité oculaire y sont aussi présentées

(chapitre 4). En�n, un chapitre est consacré à une discussion présentant les limitations de la

solution proposée (chapitre 5) et des perspectives d'amélioration sont proposées en conclusion

(chapitre 6).
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CHAPITRE 2 REVUE DE LITTÉRATURE

En introduction, il était important de mettre en valeur l'importance du rôle de la segmen-

tation de la choroïde dans l'évaluation des propriétés biomécaniques de l'÷il. Dans la revue

de littérature qui suit, la première partie recense les notions anatomiques importantes dans

le cadre de notre projet, les maladies oculaires concernées, le rôle que peut jouer la bioméca-

nique de l'÷il dans leur développement et la manière dont ont été mesurées ces propriétés de

rigidité jusqu'alors. La seconde présente les techniques actuelles d'imagerie médicale de l'÷il.

La troisième partie est consacrée aux di�érents essais de segmentation de la choroïde depuis

une dizaine d'années. En�n la dernière établi une liste des métriques les plus couramment

utilisées pour l'évaluation des modèles de segmentation.

2.1 Physiologie de l'÷il : anatomie, biomécanique, maladies

2.1.1 Anatomie de l'÷il

L'÷il est un appareil optique sophistiqué ayant pour rôle de convertir des rayons lumineux

en signal électrique interprétable par le cerveau. Cette section a pour objectif de dé�nir les

éléments anatomiques importants pour notre étude : les composants optiques ayant un rôle

direct dans le traitement des rayons lumineux et les systèmes vasculaires approvisionnant en

nutriments les cellules qui traitent le signal.

Structure interne

Parmi les éléments structurels importants on retrouve [5] :

� l'iris : L'iris peut être considéré comme un diaphragme, une ouverture pour laisser

rentrer la lumière dans l'÷il. Elle contient donc en son centre la pupille qui peut être

plus ou moins dilatée suivant les besoins.

� la cornée : Grâce à des couches de �bres de collagène, ce tissu transparent possède un

fort pouvoir de focalisation qui est essentiel pour que les rayons lumineux convergent

correctement sur la rétine.

� le cristallin : Le cristallin apporte un ajustement mineur à cette focalisation puisqu'il

est environ deux fois moins puissant que la cornée dans cette tâche.

� la rétine : Les rayons lumineux sont convertis en signal électrique en passant au

travers de la rétine. Sa zone centrale (la macula ), d'un diamètre de 5mm, est la

zone d'acuité maximale. Elle possède en e�et la plus grosse concentration de photo-
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récepteurs. La macula contient elle-même en son centre la fovéa (1.5mm de diamètre)

que l'on peut observer sur des images grâce à sa forme "creusée". La rétine est délimitée

par des membranes limitantes interne (ILM) et externe (ELM) et est composée de deux

tissus :

1. la rétine sensorielle contenant les photo-récepteurs (cônes et bâtonnets), des cellules

bipolaires et des cellules ganglionnaires.

2. l'épithelium pigmentaire (RPE), mono-couche, dont le rôle majeur est d'absorber

la lumière et de renouveler les disques des photo-récepteurs (ils contiennent les

pigments sensibles à la lumière).

� le nerf optique : Son rôle est d'acheminer le signal électrique produit jusqu'au cerveau

pour qu'il puisse être traité. Les axones des cellules ganglionnaires se rejoignent au

niveau du disque optique pour lui transmettre les informations. Le phénomène de

la tâche aveugle dans notre vision vient du fait qu'il n'existe pas de photo-récepteurs

sur ce disque optique.

� la sclère : C'est une membrane qui peut être vue comme une "coquille" donnant la

forme de notre ÷il. La partie avant de la sclérotique s'appellela cornée .

� la vitrée : Elle remplit la majeure partie du volume oculaire (80%). Sa texture est

comparable a de la gelée qui "s'attache" sur les parois de l'÷il.

La �gure 2.1 permet de visualiser tous ces éléments de structure en plus de certains éléments

vasculaires.

Figure 2.1 Schéma anatomique de l'÷il par Talos, sous licence CC-BY-SA-3.0 autorisant le
partage.

https://commons.wikimedia.org/wiki/File:Sch%C3%A9ma_%C5%93il_humain.svg?uselang=fr
https://commons.wikimedia.org/wiki/User:Falcox
https://creativecommons.org/licenses/by-sa/3.0/


6

Vascularisation de l'÷il

Étant donné la complexité du système visuel et des ressources demandées par la rétine, les

tissus oculaires sont richement vascularisés. L'approvisionnement de l'÷il en nutriments est

également particulier puisqu'il se fait via deux systèmes vasculaires distincts : lesystème ré-

tinien et le système choroïdal [5]. Le premier s'occupe de nourrir les couches super�cielles

de la rétine (interneurones et cellules ganglionnaires du nerf optique) et le second est dédié à

ses couches profondes (photorécepteurs et épithélium pigmentaire rétinien). Il est important

de noter que le système choroïdien participe à plus de 95% de cette vascularisation. Elle

reçoit en e�et 30 à 40 fois plus de �ux sanguin que le système rétinien [6] et est distribuée

dans trois sous-couches composant lastroma (voir aussi �gure 2.2) :

1. Les choriocapillaires qui transmettent les nutriments à la RPE viala membrane de

Bruch (BM) ;

2. La couche de Sattler contenant des vaisseaux de petite taille ;

3. La couche de Haller hébergeant des vaisseaux de grande taille ;

La suprachoroïde fait la transition entre la sclère et la choroïde. Elle contient des éléments

des deux parties (notamment des collagènes, des �broblastes et des mélanocytes) et est non

vasculaire. La frontière séparant la choroïde de la sclère est simplement appeléeInterface

Choroïde-Sclère (CSI) . On considère donc que la choroïde est délimitée par la BM et la

CSI.

En 2017, Mosseiev et al. [7] mettaient en lumière la nécessité d'établir une nomenclature

claire pour la dé�nition de la CSI. En e�et, sa position n'est pas aussi nette que la membrane

de Bruch car la suprachoroïde est un espace de transition avec sa propre épaisseur. Par

ailleurs, cet espace n'est pas toujours visible sur les images OCT, ce qui rend compliqué des

études comparatives sur les mesures d'épaisseur de la choroïde par exemple (comprise entre

la BM et la CSI). La même année Huynh et al. [8] proposaient d'établir que la CSI soit

située juste après les grands vaisseaux, c'est-à-dire ceux de la couche de Haller. Ils sont plus

facilement localisables. La notion d'épaisseur choroïdienne devient alors un abus de langage

et on pourrait parler plutôt d'épaisseur de lastroma.

2.1.2 Biomécanique de l'÷il

Dans la section précédente était mentionné le fait que la forme de l'÷il était déterminée

par la sclère, lui conférant ainsi son volumeV. Elle a pour rôle de supporter la pression

extérieure d'une part et la pression intraoculaire (IOP ) d'autre part, et parvient à s'adapter

(en changeant de forme) aux di�érentes tractions exercées sur elle grâce à l'abondance des
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Figure 2.2 Détails sur les couches choroïdiennes : la membrane de Bruch, les choriocapillaires,
la couche de Saller, la couche de Haller et la suprachoroïde.

�bres élastiques la composant [5]. C'est l'étude conjointe de l'IOP et du volume oculaireV

que l'on appelle biomécanique de l'÷il.

Étudier la biomécanique de l'÷il, c'est donc dé�nir une relation entre les changements de

pression et les changements de volume intraoculaires, et mesurer les propriétés biomécaniques

revient à �xer les paramètres intervenant dans cette relation.

La relation la plus connue et la plus ancienne est celle établie par Friedenwald en 1937 [9]

(équation 2.1). Elle permet notamment d'introduire le concept de rigidité oculaire (OR).

ln(
IOP
IOP0

) = OR:(V � V0) (2.1)

où IOP0 et V0 représentent des mesures de référence. Une des hypothèses les plus importantes

dans cette équation est que la rigidité oculaire est supposée constante.

Les autres grandeurs importantes pour la suite du document sont l'amplitude du pouls ocu-

laire (OPA) qu'on aurait aussi pu appeler� IOP , l'épaisseur choroïdienneCT et son ampli-

tude de variation � CT.

Les méthodes de mesure élaborées jusqu'alors sont présentées en 2.1.5. Dans un premier

temps il est nécessaire de comprendre dans quelles situations cette biomécanique joue un rôle

important.
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2.1.3 Maladies pertinentes

D'après l'Organisation Mondiale de la Santé, au moins 2.2 milliards de personnes dans le

monde sou�rent d'une dé�cience visuelle et plus de la moitié d'entre elles doit vivre avec.

Dans cette section on ne s'attache qu'à décrire les maladies pour lesquelles les propriétés

biomécaniques jouent un rôle non-négligeable voire prépondérant dans leur développement.

Glaucome

Le glaucome est la seconde cause de cécité dans le monde (11% des cas de cécité en 2020 [1]).

Il s'agit d'une maladie particulièrement préoccupante car nous ne connaissons pas exactement

les causes de son apparition. Le glaucome est une maladie a�ectant considérablement le champ

de vision et peut provoquer la cécité du patient. Cela commence par la perte progressive de

la vision périphérique, que le patient ne remarque pas en général et ne peut être diagnostiqué

que par un clinicien.

Il est possible de cibler certaines personnes à risque. En e�et, l'hérédité semble jouer un rôle

important, tout comme d'autres problèmes de vue (cataracte, myopie, uvéite) ou d'autres

maladies (diabète, hypertension, troubles cardiovasculaires, hypothyroïdie non contrôlée, ...)

[2]. Le glaucome est caractérisé par une détérioration des tissus composant le nerf optique

(excavation). On suppose que cette dégradation est souvent liée à une pression élevée dans

l'÷il, cependant il existe des patients sains résistants à des pressions anormelement hautes, et

d'autres développant un glaucome avec uneIOP considérée comme normale (Normal Tension

Glaucoma) [10]. Cette élévation de pression serait due à un problème d'excrétion de l'humeur

aqueuse dans la chambre intérieure. Lorsque son renouvellement est perturbé de manière

progressive on parle de glaucome à angle ouvert (OAG), tandis qu'on parle de glaucome à

angle fermé (ACG) lorsqu'il y a blocage pupillaire [11]. Ce mécanisme ainsi que les e�ets sur

la vision périphérique sont illustrés sur la �gure 2.3. Un troisième type de glaucome existe

si ce blocage intervient dès les premiers mois après la naissance : le glaucome congénital. Le

traitement actuel est le même dans tous les cas, il se consacre à baisser la pression dans l'÷il.

Cette opération n'est pas sans risque puisqu'elle peut provoquer des problèmes d'hypotonie

chez le patient. Une compréhension plus profonde de la maladie permettrait de prescrire ce

type de traitement uniquement aux personnes qui en ont réellement besoin.

Dégénération Maculaire Liée à l'Âge (DMLA)

La DMLA est aussi une des causes majeures de cécité dans le monde (5.6% des cas en

2020 [1]). Elle peut se présenter sous deux formes [12] :
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Figure 2.3 Glaucome issu de d'une mauvaise excrétion de l'humeur aqueuse, par MyUpChar,
sous licence CC-BY-SA 4.0 autorisant le partage.

� La forme atrophique (ou sèche) caractérisée par un rétrécissement anormal de la ma-

cula à cause de la mort progressive des photo-récepteurs et des cellules de la RPE ;

� La forme exsudative (ou humide) est au contraire caractérisée par un développement

de vaisseaux dans la macula, parfois très rapide (quelques semaines).

Dans les deux cas, la maladie provoque une perte progressive de la vision centrale et l'âge joue

un rôle prépondérant dans son apparition. D'autres facteurs de risques comme la consom-

mation de cigarettes, des maladies cardio-vasculaires sont à prendre en considération, tout

comme l'architecture génétique associée [13].

Dans le cas de la forme humide, les causes d'apparition des vaisseaux ne sont pas totalement

connues. On sait que cette néovascularisation commence dans le réseau vasculaire choroïdien

avant de s'étendre en direction de la rétine [14]. Le diagnostic se fait par la visualisation

des vaisseaux par angiographie ou par celle de lésions sur des images OCT. Les techniques

d'angiographie ont notamment évolué pour passer de l'injection de produit de contraste à

l'utilisation d'appareils OCTA [15] (voir section 2.2.2).

Myopie

La myopie touche 22.9% de la population mondiale et atteindrait même 50% en 2050, ce qui

en fait une des maladies oculaires les plus prévalentes dans le monde [3]. Elle est la cause

https://commons.wikimedia.org/wiki/File:Depiction_of_vision_for_a_Glaucoma_patient.png
https://www.myupchar.com/en
https://creativecommons.org/licenses/by-sa/4.0/
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principale des troubles de la vision de loin. Cela arrive lorsque la longueur axiale (AL ) de l'÷il

est trop élevée. En e�et, les images des objets lointains ne se forment plus sur la rétine comme

elles devraient, mais plus en avant (voir �gure 2.4). Trois facteurs semblent déterminants dans

l'apparition de la myopie : la génétique, l'environnement (manque d'exposition à la lumière

naturelle) et les habitudes de vie (temps passé devant les écrans, sollicitations fréquentes de

la vision de près,...) [16].

Figure 2.4 Comparaion entre un ÷il d'un patient sain (à gauche) et celui d'un patient myope
(à droite), modi�ée à partir de l'image de Zappys Technology Solutions, sous licence CC-BY
2.0 autorisant la modi�cation sans restriction et le partage.

Hypotonie et astronautes

L'hypotonie dans le cas de l'÷il apparaît lorsque l'IOP est trop basse. Dans ce cas l'÷il

est "mou" et des troubles visuels peuvent apparaître lorsque la chute de pression est sévère.

Plusieurs causes peuvent l'expliquer [17] :

� Diminution de la production d'humeur aqueuse résultant d'une in�ammation du corps

ciliaire ;

� Cicatrices suite à un traumatisme ;

� Chirurgie de décollement de la rétine ;

� Chirurgie de baisse de la pression pour les patients à risque de glaucome.

Dans des cas d'hypotonie sévère, l'÷il se rétracte et prend une forme similaire à un pruneau.

Des plis importants sur la rétine et la membrane de Bruch peuvent alors être observés sur

des images OCT comme on peut voir sur la �gure 2.5. Ce genre de plis est aussi observé chez

des astronautes revenant de mission dans l'espace. Ils seraient provoqués par un manque de

gravité sur une trop longue durée.

https://www.flickr.com/photos/102642344@N02/10101349604
https://www.flickr.com/photos/102642344@N02/10101349604
https://www.flickr.com/photos/102642344@N02/
https://creativecommons.org/licenses/by/2.0/
https://creativecommons.org/licenses/by/2.0/
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Figure 2.5 Observation sur image OCT de plis sur l'ILM et sur la BM que l'on retrouve chez
des patients atteints d'hypotonie sévère et chez des astronautes.

2.1.4 In�uence des propriétés biomécaniques de l'÷il

Depuis les années 1960, la rigidité oculaire est suspectée d'être étroitement reliée au glaucome

[18]. De nombreuses mesures ont été e�ectuées, en particulier dans les années 2000 (voir 2.1.5),

mais cette relation demeure �oue.

En 2006, Pallikaris et al. [19] ont suggéré que la forme humide de la DMLA était liée à une

augmentation de la rigidité oculaire, au contraire de la forme sèche où il semble que l'OR

soit plus basse que pour le groupe de contrôle. Ces résultats semblent cohérents lorsque l'on

imagine la di�érence de densité des vaisseaux pour les deux formes.

La longueur axiale de l'÷il étant la cause structurelle principale de la myopie, et étant d'autre

part déterminée directement par la forme de la sclère, il était logique d'étudier la bioméca-

nique de l'÷il dans le cadre de cette maladie. En 2009, McBrien et al. [20] ont par exemple

mesuré l'élasticité de la sclère sur des yeux post-mortem pour montrer une corrélation avec

la myopie (l'÷il est dans ce cas plus élastique). Dastiridou et al. [21] ont montré en 2013 que

la longueur axiale était négativement corrélée avec l'OR, l'OPA et la composante pulsatile

du �ux sanguin dans l'÷il. Cette dernière a été con�rmée par Yang et al. [22] en 2015. Ils

estiment en e�et que l'accroissement de la longueur axiale provoque un rétrécissement du

diamètre des vaisseaux. En�n Read et al. (2019) [23] ont mis en évidence le rôle de la cho-

roïde en montrant qu'elle est plus mince dans le cas de la myopie grâce à l'étude d'images

OCT.
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2.1.5 Mesures des propriétés biomécaniques de l'÷il

Les relations changement de pression - changement de volume ont fait l'objet de plusieurs

études durant le siècle dernier. Le concept de rigidité oculaire (OR) est né de la toute première

relation ayant vu le jour, celle donnée par Friedenwald en 1937 [9]. Elle a été construite après

expériences sur des yeux énuclééspost-mortem.

Entre 1958 et 1962, les études de Prijot, Eisenlohr, Langham, Ytteborg et Maumenee [24�30]

la remettent en cause et montrent une di�érence de rigidité entre des yeux morts et vivants.

D'après eux, il est donc important que les mesures de rigidité soit faitesin vivo car la

pulsation du volume oculaire semble jouer un rôle important. Ils ont aussi pu mettre en

évidence une plus faible rigidité pour les cas de myopie, et inversement une plus forte pour

les cas d'hypermétropie. Silver et al. (2000) [4] reprennent ces résultats qui ont été collectés

sur 21 yeux di�érents pour a�ner l'équation et proposer un modèle plus sophistiqué.

En 2005, Pallikaris et al. [31] détaillent leur technique de mesure invasive de l'OR. La variation

de volume est contrôlée par injection d'une solution salée dans l'÷il, et l'IOP est mesurée

avant et après injection. Une corrélation de l'OR a été mise en évidence avec l'âge, mais

pas avec les cas de diabète, de DMLA et d'hypertension oculaire. Alors que Pallikaris et al.

proposaient une relation pression-volume linéaire, Kotliar et al. (2007) [32] et Dastiridou et

al. (2009) [33] réutilisent la technique pour véri�er la pertinence de leur modèle biomécanique

pour le premier, et de leur relation non-linéaire pour l'autre.

L'intérêt pour la rigidité oculaire grandit encore en 2009 avec l'étude d'Ebneter et al. [34]

de l'e�et du changement d'IOP sur la longueur axiale (AL ) de l'oeil. En supposant que

ce changement d'AL soit relié à l'OR, ils ont mis en avant l'intérêt d'une mesure de l'OR

pour certaines maladies dont le glaucome. Il semblerait que le glaucome soit relié à une

plus forte rigidité, car l'AL variait moins après augmentation de la pression (de manière

pharmacologique). Cependant ils estiment qu'un plus grand nombre de patients dans leur

étude serait nécessaire pour con�rmer leurs chi�res.

Des méthodes non invasives sont apparues dès 2008, lorsque Hommer et al. [35] se servent de

la pulsation naturelle du volume oculaire. L'hypothèse est faite que la variation de volume

totale est proportionnelle à l'amplitude de la pulsation du fond d'÷il (FPA). Wang et al.

(2013) [36] ont quant à eux fait une estimation de la variation de volume en mesurant la

circulation sanguine dans la choroïde parLaser Doppler Flowmetry(LDF). L'équation de

Friedenwald 2.1 était toujours utilisée. Notons que ce �ux sanguin était couramment mesuré

de manière indirecte en analysant les variations de l'IOP [37�41], ce qui accentue encore la

pertinence de la relation entre l'IOP et le volume oculaireV.
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Beaton et al. (2015) [42] ont proposé une nouvelle méthode en mesurant la variation de volume

dans la choroïde grâce à des vidéos enregistrées par appareils OCT. Cette technique d'imagerie

est détaillée en section 2.2.2. Il s'agit de la première méthode non invasive permettant une

mesure directe de l'OR. En e�et d'après Langham et al. [26], la variation de volume provient

majoritairement du �ux sanguin pulsé dans la choroïde. Le modèle mathématique permettant

de passer de l'épaisseur choroïdienne mesurée sur les vidéos au volume oculaire total a été

amélioré en 2020 par Sayah et al. [43]. Les preuves de cette amélioration (amélioration de la

répétabilité des mesures notamment) sont données dans l'article. La di�érence entre les deux

modèles est présentée en �gure 2.6. Dans l'ancien modèle la variation d'épaisseur choroïdale

était reliée au déplacement d'une sphère de même taille que le globe oculaire selon l'axe de

l'÷il. Dans le nouveau elle est reliée à la variation de taille de cette sphère avec le sommet

de la cornée pour point �xe.

Figure 2.6 Di�érence entre les modèles mathématiques (à gauche l'ancien, à droite le nouveau)
utilisés dans notre laboratoire.

2.2 Imagerie médicale de l'÷il

Il existe deux grands types d'imagerie de l'÷il : les photographies du fond d'÷il (fundus) et

celles des couches de la rétine. Les deux techniques ont l'avantage d'être non invasives.

2.2.1 Photographies du fond d'÷il

Si on était capable d'observer le fond d'÷il depuis 1851 et l'ophtalmoscope de Hermann von

Helmotz, les premières photographies du fond d'÷il n'ont été réalisées qu'à la �n du XIXème
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siècle (Jackman et Webster en 1986).

Aujourd'hui ces images sont réalisées grâce à des rétinographes. Comme on peut le voir sur

la �gure 2.7, elles permettent de visualiser le disque optique, la fovéa, ainsi que le système

vasculaire rétinien. Une meilleure visualisation de ce système est d'ailleurs faite via la tech-

nique d'angiographie à la �uorescéine, qui consiste à injecter un colorant dans une veine du

patient pour mieux observer les vaisseaux sanguins. Dans le cas de notre étude qui se focalise

sur le système choroïdien, les images du fond d'÷il ne sont utiles qu'au clinicien souhaitant

localiser la fovéa pour en prendre des images OCT. En e�et seule la surface de la rétine est

accessible, rendant impossible toute analyse en profondeur.

Figure 2.7 Exemple d'image du fond d'÷il réalisée avec un rétinographe. Modi�ée à partir
de l'image de Mikael Häggström avec son autorisation, sous licence CC0 1.0.

2.2.2 Images OCT

L'imagerie OCT possède un fonctionnement similaire aux scanners par tomodensitométrie,

à la di�érence qu'ils emploient une lumière infrarouge au lieu de rayons X. L'acquisition

est très rapide et permet de visualiser les di�érentes couches sous la rétine. Cette technique

possède l'avantage d'être non invasive et utilisablein vivo. Les images construites reposent

sur les principes d'interférométrie : une onde ré�échie sur un tissu interfère avec une onde de

référence. L'étude de ces interférences permet de localiser ces tissus.

Les apparails OCT actuels sont reconnus pour leur grande vitesse de balayage. C'est en

balayant suivant plusieurs directions que l'on peut reconstruire des volumes. Les possibilités

de visualisation de ces volumes sont distinguées grâce à trois dénominations issues du domaine

des ultrasons :

https://commons.wikimedia.org/wiki/File:Fundus_photograph_of_normal_left_eye.jpg
https://en.wikipedia.org/wiki/User:Mikael_H%C3%A4ggstr%C3%B6m
https://creativecommons.org/publicdomain/zero/1.0/deed.en
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� A-Scan : Il s'agit d'une représentation unidimensionnelle du signal de type ampli-

tude/temps en un point donné de la rétine que l'on peut convertir en amplitude/profondeur

de di�érentes manières suivant la technologie utilisée (TD-OCT, SD-OCT ou SS-OCT,

voir plus bas).

� B-Scan : Lorsque le balayage est actif selon une dimension on peut obtenir une mul-

titude de A-Scans qui, lorsqu'ils sont placés les uns à côté des autres, permettent

d'obtenir des B-Scans. Il s'agit donc de vues en coupe de la rétine. La résolution spa-

tiale de ces images 2D n'est donc pas la même dans les deux directions : la résolution

spatiale axiale (celle des A-Scans) dépend des caractéristiques de la source lumineuse,

et la résolution transverse dépend des capacités du système optique. Répéter cette

opération en décalant le faisceau selon un axe orthogonal permet d'obtenir plusieurs

B-Scans pour former un volume.

� C-Scan : Les volumes obtenus peuvent être observés avec une "vue de dessus", à la

profondeur souhaitée : ce sont les C-Scans. Les vaisseaux y sont en général plus visibles.

Ces trois types de représentations sont illustrés en �gure 2.8.

Figure 2.8 Visualisation des données acquises par un appareil OCT, par Charles M. Bélanger
Nzakimuena, image a�chée avec son autorisation.

La technologie OCT a largement évolué depuis les années 2000 et il faut en distinguer plu-

sieurs sortes. Les ouvrages de Korobelnik et al. [44] et Aumann et al. [45] décrivent largement

les améliorations apportées depuis deux décennies :

� TD-OCT (Time-Domain) : La formation des A-Scans sur ces OCT de première gé-

nération était possible grâce à un système mécanique (le miroir du bras de référence

était balayé).

https://www.linkedin.com/in/charlesmbelangernzakimuena/
https://www.linkedin.com/in/charlesmbelangernzakimuena/
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� SD-OCT (Spectral-Domain) : L'analyse en profondeur des tissus pour former les A-

Scans ne se fait plus par balayage mécanique mais par l'utilisation d'une source in-

frarouge et l'étude simultanée de ses di�érentes longueurs d'onde (l'utilisation d'un

spectromètre est néanmoins requise). Ces systèmes sont plus performants, à la fois sur

le plan de la vitesse d'acquisition et du rapport signal sur bruit.

� SS-OCT (Swept Source): Les images ont été améliorées par la modulation de la

longueur d'onde de la source dans les SS-OCT. Concrètement, au lieu de séparer les

longueurs d'onde à l'aide d'un spectromètre, la source utilise une bande de fréquence

bien plus �ne pour les émettre chacune leur tour.

Les SD-OCT et SS-OCT sont les plus utilisés aujourd'hui. Si les constructeurs s'appuient

toujours sur leur principe de fonctionnement respectif, leurs capacités ont été étendues par

l'ajout de modules supplémentaires, donnant lieu à de nouvelles appellations :

� EDI-OCT (Enhanced Depth Imaging): Ces appareils permettent d'obtenir des images

de meilleure qualité dans le cadre de l'étude de structures profondes (au-delà de la

RPE qui absorbe beaucoup de lumière). Cette option est donc fort utile pour l'étude

de la choroïde.

� PS-OCT (Polarization Sensitive) : Ces appareils o�rent la possibilité de visualiser la

capacité des di�érents tissus à changer la polarisation de la lumière.

� OCTA (Angiography) : Ils permettent d'analyser le �ux sanguins en répétant no-

tamment l'acquisition de B-Scans au même endroit pour observer des variations. Les

clichés angiographiques ont ainsi la particuliarité de ne pas nécessiter d'injection.

Notre laboratoire possède notamment les appareils Spectralis OCT1 (SD-OCT + EDI) et

Spectralis OCT2 (SD-OCT + EDI/OCTA) de la société Heidelberg Engineering et le PLEX

Elite (SS-OCT + EDI/OCTA) de Carl Zeiss Meditec.

La �gure 2.9 permet d'a�cher les éléments visibles sur une image OCT : la vitrée, les

di�érentes couches de la rétine entre les membranes limitantes interne (ILM) et externe

(ELM), l'épithélium pigmentaire rétinien (RPE) qui est hyper-ré�ectif, la choroïde (et ses

sous-couches) delimitée par la BM (frontière haute) et la CSI (frontière basse) et la sclère.

2.3 Segmentation de la choroïde sur images OCT

Nous avons vu en 2.2.2 comment les images par OCT étaient acquises et à quoi ressemblaient

les frontières de la choroïde (BM et CSI) sur les B-Scans obtenus. Le tracé automatique de

ces frontières fait donc partie du large domaine de la vision par ordinateur (voir annexe A).

La segmentation de la BM est relativement aisée grâce aux propriétés d'absorption de la RPE
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Figure 2.9 Exemple d'image OCT avec délimitations des couches rétiniennes et choroïdales.
La suprachoroïde et la sclère sont di�cilement distinguables sur ces images.

(elle est rendue très brillante). Même s'il y a pu y avoir quelques variantes, sa segmentation

se fait en général par la recherche d'un chemin dans un graphe en prenant en compte les forts

gradients dans l'image. La délimitation de la CSI est beaucoup plus di�cile. Trois causes

principales permettent de l'expliquer :

1. la RPE agit comme un écran empêchant d'avoir un signal de qualité plus en profon-

deur ;

2. l'espace qui sépare la choroïde de la sclère, la supra-choroïde, n'apparaît pas toujours

clairement à l'image ;

3. la texture apparente de la choroïde n'est pas homogène car elle comprend des vaisseaux

de di�érentes tailles.

La segmentation de la CSI sur images OCT est donc un véritable dé� et a été au centre de

nombreuses études, en particulier depuis 2012. La revue de littérature concernant cette tâche

a fait apparaître deux périodes :

� 2012-2016 : Utilisation de méthodes "traditionnelles"

� 2017-Aujourd'hui : Utilisation de modèles d'apprentissage automatique.

Dans cette section sont détaillées les di�érentes techniques qui ont été utilisées jusqu'alors

en respectant la distinction entre ces deux périodes.
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2.3.1 Méthodes "traditionnelles"

Par méthodes "traditionnelles", on entend souvent l'utilisation d'algorithmes experts. Ces

algorithmes sont généralement déterministes et issus d'une compréhension profonde de la

tâche à e�ectuer ("Qu'est-ce qui caractérise les éléments à segmenter ?", "Comment ces ca-

ractérisations se manifestent sur l'image ?", "Comment le formaliser pour automatiser la seg-

mentation ?",...). Parmi les méthodes utilisées, on retrouve l'exploitation des gradients dans

l'image (techniques basées sur l'intensité), la détection de la texture particulière de la cho-

roïde ou encore la reconnaissance du système vasculaire sur des volumes ou directement sur

les B-Scans.

La détection du système vasculaire a d'abord fait l'objet d'une étude en 2012 par Zhang et al.

[46]. Ils ont fait usage des images 3D qu'était capable de leur fournir leur appareil OCT pour

extraire les voxels appartenant aux vaisseaux choroïdiens. En récupérant ces informations

sur une coupe, il était donc possible de localiser ces vaisseaux sur chacun des B-Scans. Les

bornes de la choroïde étaient en�n déterminées en évaluant les surfaces haute et basse via la

méthode deThin Plate Spline présentée par Bookstein et al. en 1989 [47].

Duan et al. (2013) [48] ont utilisé une méthode similaire (détection de vaisseaux sur volumes

et détection de surfaces avec descontours actifs). Il s'agissait de leur deuxième publication

sur le sujet car leur première méthode (Duan et al. 2012 [49]) tirait pro�t des informations de

retard de phase sur des images PS-OCT pour accomplir cette tâche. Torzicky et al. (2012) ont

exploité le même type d'image. En e�et, la sclère est biréfringente (son indice de réfraction

est sensible à la polarisation de la lumière) au contraire de la RPE et de la choroïde, ce qui

induit un retard de phase lors du passage de la choroïde à la sclère qui doit pouvoir être

observé.

Alonso-Caneiro et al. (2013) [50], après avoir appliqué une formule simple d'amélioration de

contraste (voir 3.1.2), ont cherché à faire ressortir la CSI grâce à un gradient-double.

Hu et al. (2013) [51] et Lu et al. (2013) [52] se sont pour leur part orientés vers des méthodes

semi-automatiques en faisant intervenir un utilisateur dans la segmentation. Pour Hu et al., la

détection de la choroïde faisait en fait partie d'une détection multi-surfaces (incluant la BM)

qui était faite par recherche de chemins dans un graphe. Pour Lu et al., la BM était localisée

par contour actif et la CSI était trouvée en combinant la détection de vascularisation et la

recherche d'un plus court chemin avec l'algorithme de Dijkstra, tout en prenant en compte

des n÷uds de passage obligatoire donnés par l'expert.

Lee et al. (2013) [53] ont également segmenté la BM en utilisant son fort contraste. La

CSI était quant à elle le résultat de la recherche d'une surface lisse après avoir détecté des
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vaisseaux sur des volumes (méthodecoupe de graphe).

Tian et al. (2013) [54] proposèrent d'ajuster un polynôme de degré 4 pour trouver la BM

(après avoir détecté les pixels brillants de la RPE) et d'utiliser un algorithme de recherche

de plus court chemin (Dijkstra) pour déterminer la CSI. L'algorithme mis au point par notre

laboratoire en 2015 (Beaton et al. [42]) reposait essentiellement sur ces travaux avant d'être

étendu et partagé publiquement par Mazzaferri et al. en 2017 [55]. La méthode Mazzaferri

et al. est détaillée en annexe E.

Chen et al. (2015) [56] ont aussi segmenté la BM par ajustement d'un polynôme de degré

4. Pour la CSI, une recherche de chemin a été faite avec l'algorithme demin cut - max �ow

après avoir visualisé les vaisseaux grâce à leurs images de "distances d'intensité croissantes".

Vupparaboina et al. (2015) [57] se distinguent par leur idée de séparer la choroïde de la sclère

grâce à leur di�érence de texture. Cette texture est évaluée en calculant un coe�cient SSIM

(équation 2.2). L'analyse d'une matrice hessienne était ensuite e�ectuée pour la segmentation

de la CSI, alors que le vote de tenseurs leur a permis de la lisser.

SSIM (A; B ) =
2� A � B + c1)(2� AB + c2)

(2� 2
A � 2

B + c1)( � 2
A + � 2

B + c2)
(2.2)

avec :

� A; B des fenêtres de mêmes dimensions ;

� � A ; � B les moyennes associées aux deux fenêtres ;

� � 2
A ; � 2

B les variances associées aux deux fenêtres ;

� � AB leur covariance ;

� c1; c2 des constantes pour la stabilisation de l'expression.

Chen et al. (2016) [58] ont élaboré une méthode basée sur l'intensité des pixels de l'image

leur permettant de détecter des vaisseaux sur les B-Scans de manière indépendante au lieu

d'utiliser des volumes entiers. Cette détection a servi à établir une fonction de coût dans le

but de chercher un plus court chemin parmin cut - max �ow.

Wang et al. (2017) [59] ont dé�ni une énergie à minimiser composée de trois termes pour la

CSI : un terme de "région" dont l'apparence est modélisée par un champ aléatoire de Markov,

un terme d'"arête" utilisant descontours actifs et un terme de "régularisation de distance"

pour le lissage.

Après 2017, les méthodes "traditionnelles" n'ont pas complètement disparu. Par exemple

Hussain et al. (2018) [60] continuaient d'utiliser descontours actifspour la détection de vais-

seaux et l'algorithme de Dijkstra pour trouver un plus court chemin représentant la CSI. En

2019, George et al. [61] ont tracé les contours de la choroïde grâce à l'approche d'évolution
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de contours de Chan et Vese. On remarque que les méthodes utilisant les graphes étaient

largement dominantes durant cette période. Cependant elles nécessitent de paramétrer des

poids, et aucun paramétrage n'a été su�samment convaincant pour pouvoir adopter la mé-

thode à une majorité de patients. On se retrouve en e�et souvent confrontés à des problèmes

ressemblant à du surapprentissage, c'est-à-dire qu'un paramétrage peut être excellent sur

certaines images, mais a beaucoup de di�cultés à s'adapter à d'autres. Si les algorithmes

experts ont l'avantage de préserver plus facilement du sens pour expliquer la méthode, au-

cune formule n'a véritablement été trouvée pour être su�samment généralisante. Pour ce

genre de problématique, les méthodes d'apprentissage machine, et en particulier les réseaux

neuronaux, peuvent se révéler très pratiques pour s'en approcher, malgré leur réputation de

"boîtes noires".

2.3.2 Méthodes par apprentissage machine

Toutes les études citées dans cette section ont le point commun d'avoir une composante

d'apprentissage dans leur méthode de segmentation. Pour plus de détails sur l'apprentissage

automatique, voir l'annexe B.

Alors que ces méthodes sont pour la plupart apparues après 2017, Kajic et al. (2012) [62]

avaient déjà proposé un modèle statistique à deux facettes : l'une modélisant la forme, l'autre

la texture. Il s'agissait d'un modèle s'insipirant desActive Appearance Models(AAM). L'idée

est que toutes les choroïdes sont issues d'un modèle de choroïde moyen auquel on va appliquer

des variations pour les générer. Dans ce papier on voit également apparaître des réseaux de

neurones, mais ces derniers ne servent pas à prédire la position de la choroïde directement,

simplement à réduire la dimension des vecteurs descripteurs de l'image (vecteurs de forme et

de texture).

Pour Danesh et al. (2014) [63], les plus forts gradients sont recherchés pour évaluer la position

de la BM. La CSI a pu être tracée grâce à la combinaison de plusieurs techniques : extraction

des informations de texture (DWT), paramétrage d'un modèle de mélange gaussien (GMM)

à partir de segmentations manuelles, algorithme decoupe de graphe(min cut - max �ow )

pour l'obtention d'un tracé lisse.

Les premières utilisations de CNN dans le cadre de la segmentation de la choroïde se font à

partir de 2017. Al-Bander et al. [64] en utilisaient un pour classi�er des superpixels comme

appartenant à la couche choroïdale ou non. Chen et al. [65] ont entraîné deux SegNets, un pour

la BM et un pour la CSI. Les "cartes de probabilités" données en sortie sont traitées par un

algorithme de minimisation d'énergie pour trouver les délimitations �nales. L'entraînement

e�ectué sur un CNN par Sui et al. [66] a pour sa part servi à apprendre les poids des arêtes
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dans un graphe dans le but de chercher un plus court chemin.

Devalla et al. publient deux papiers en 2018. Le premier [67] présente un CNN à 8 couches ca-

pable de classi�er des patchs de l'image, et le second [68] l'adaptation d'un U-Net (DRUNET)

pour une segmentation directe.

Kugelman et al. (2019) [69] ont fait une vaste étude comparative de modèles classi�ant des

patchspour certains (CNN et RNN) et segmentant l'image entière pour d'autres (basés sur

des U-Nets). Les RNN sont un type de réseaux de neurones qui ont été initialement créés

pour traiter des données séquentielles, c'est-à-dire que chaque entrée lui est donnée au fur

et à mesure, au contraire des modèles du typefeed-forwardqui prennent toute l'information

directement en entrée.

George et al. (2019) [70] et Tsuji et al. (2020) [71] ont entraîné des SegNets pour détecter la

choroïde. Pour trouver les frontières �nales, les cartes de probabilités générées étaient traitées

par un �ltre de Sobel et des opérations morphologiques pour le premier, et un algorithme de

coupe de grapheet de lissage pour le second.

Les utilisations d'architectures U-Net ont aussi fait l'objet d'études de la part de Chai et al.

(2020) [72] qui ont par ailleurs entraîné un PatchGAN dans le but d'adapter la segmentation

à des images provenant d'autres machines, de Mao et al. (2020) [73] qui ont ajouté un module

d'attention sur les skip connectionset Zhang et al. (2020) [74] qui s'en sont servis pour créer

le Bio-Net.

Dernièrement, He et al. (2021) [75] ont réutilisé une méthode de typepatch-baseden ajoutant

un algorithme OMP-SG pour obtenir des délimitations lisses, et Hsia et al. (2021) [76] ont

obtenu des masques de la choroïde en adaptant des modèles Mask-RCNN pré-entraînés sur

la base de données COCO.

2.4 Méthodes d'évaluation de segmentations

L'évaluation des performances des di�érents modèles est essentielle pour pouvoir quanti�er ses

points forts et ses points faibles, observer des améliorations par les experts et le comparer à ce

qui se trouve dans la littérature. Pour cela il existe toute une batterie de métriques permettant

de juger si un modèle remplit bien sa tâche ou non. Cette section a pour but de les présenter

en détails, en mettant l'accent sur les plus utilisées. On distinguera les métriques évaluant

la classi�cation des pixels de celles qui étudient la précision de la position des frontières (la

choroïde a en e�et la particularité de se situer entre deux frontières traversant l'image de la

gauche vers la droite).
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2.4.1 Métriques sur la classi�cation des pixels

Comme présenté dans l'annexe A, la segmentation n'est autre que la classi�cation simultanée

de tous les pixels d'une image. Il est donc logique de retrouver des métriques classiques de

classi�cation pour ce type de tâche. Avant de les présenter il est nécessaire de dé�nir les

notions suivantes (pour une classe donnée) :

� Vrais positifs (VP) : Pixels classi�és correctement comme appartenant à la classe ;

� Vrais négatifs (VN) : Pixels classi�és correctement comme n'appartenant pas à la

classe ;

� Faux positifs (FP) : Pixels classi�és comme appartenant à la classe alors qu'ils

n'auraient pas dû ;

� Faux négatifs (FN) : Pixels classi�és comme n'appartenant pas à la classe alors

qu'ils auraient dû.

Les métriques usuelles portant sur la classi�cation des pixels sont donc :

accuracy=
V N

V N + V P + FN + FP
(2.3)

précision =
V P

V P + FP
(2.4)

sensibilit é (ou rappel) =
V P

V P + FN
(2.5)

spécif icit é =
V N

V N + FP
(2.6)

F 1 � score(DICE ) =
V P

V P + 0:5(FP + FN )
= 2:

précision:rappel
précision + rappel

(2.7)

IoU =
V P

V P + FP + FN
(2.8)

Pour évaluer de manière complète les performances d'un modèle, une métrique n'est pas

su�sante. C'est la combinaison de toutes les métriques qui permet de se faire un réel avis.

Les exemples sur la �gure 2.10 permettent de comprendre pourquoi : deux métriques d'une

même segmentation peuvent être diamétralement opposées. L'accuracy(pourcentage de pixels

bien classés) et le F1-score (moyenne harmonique de la précision et du rappel) sont censés
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donner une idée plus globale de la classi�cation, néanmoins ils restent trop pauvres pour

évaluer avec certitude les capacités du modèle à eux seuls, notamment dans des cas de classes

déséquilibrées.

(a) "Vérité terrain"
La classe à prédire est en

bleu.

(b) Prédiction 1
accuracy=95%
précision=N/A
sensibilité=0%

spéci�cité=100%
F1-score=0%

(c) Prédiction 2
accuracy=5%
précision=5%

sensibilité=100%
spéci�cité=0%
F1-score=9.5%

Figure 2.10 Exemples où les métriques ne sont pas satisfaisantes pour évaluer une prédiction
si elles sont prises en compte de manière indépendante.

2.4.2 Métriques sur les frontières

Dans certains cas particuliers (comme celui de la choroïde), la segmentation est délimitée par

des frontières bien dé�nies. On peut donc évaluer la segmentation en comparant les frontières

prédites à la "vérité terrain".

erreur moyenne (ME)=
NX

i =1

(y � y0) (2.9)

erreur moyenne absolue (MAE)=
NX

i =1

jy � y0j (2.10)

avec :

� N la taille du domaine de dé�nition ;

� y est la frontière prédite par le modèle ;

� y0 est la frontière "vérité" ;
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On cherche à obtenir les valeurs de ME et MAE les plus proches de 0 possible. Notons qu'une

ME de 0 ne signi�e pas que la segmentation est parfaite, car elle peut être la moyenne de

valeurs positives et négatives très elevées. La MAE est en ce sens préférable.

2.5 Récapitulatif des performances de l'état de l'art

Un minimum de trente articles (voir 2.3) a été publié pour la tâche di�cile de la segmentation

de la choroïde depuis 2012. La validation des modèles présentés est essentielle et la grande

majorité ont pour cela utilisé les métriques introduites en section 2.4.1 sur un ensemble de

test comportant des segmentations manuelles.

Cette section a pour but de résumer les performances atteintes jusqu'à maintenant, en pré-

cisant quel type de données était à disposition des auteurs et en quel nombre.

Le tableau 2.1 répertorie les papiers publiant des scores sur les frontières (ME et MAE) alors

que ceux ayant mis à disposition des scores sur les masques (accuracy, DICE, IoU, sensibilité,

spéci�cité) sont recensés dans le tableau 2.2.
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Tableau 2.1 Résumé des performances atteintes pour la segmentation de la choroïde sur images OCT. Métriques sur les frontières
(BM et CSI). Valeurs moyennes et écart-types lorsqu'ils sont mentionnés.

Année Article
Nombre de patients -

Nombre d'images
Technologie

ME (pixels)
(BM)

MAE (pixels)
(BM)

ME (pixels)
(CSI)

MAE (pixels)
(CSI)

2013 [50]
? - 1083 (pédiat.)

1 - 90 (adulte)
SD-OCT (EDI)

0:67 (1:50)
0:44 (1:25)

0:82 (1:50)
0:82 (1:21)

0:93 (2:73)
0:00 (3:99)

3:26 (1:86)
4:23 (2:90)

2013 [51] 22 - 814 SD-OCT � 0:50 (0:81) 0:90 (0:86) � 0:53 (3:25) 7:04 (1:92)
2014 [63] 6 - 100 SD-OCT (EDI) x 2:48 (0:32) x 9:79 (3:29)
2017 [59] 30 - 7680 SS-OCT x x 1:59 (1:65) 2:17 (1:77)
2019 [61] 19 - 589 SD-OCT (EDI) 0:15 (0:8) 1:78 (1:3) 0:48 (3:2) 18:3 (12:5)
2019 [70] 19 - 589 SD-OCT (EDI) 1:32 (1:67) 1:77 (1:21) 1:08 (1:67) 4:28 (3:07)
2020 [73] 20 - 5120 x 2:014 x 10:105
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Tableau 2.2 Résumé des performances atteintes pour la segmentation de la choroïde sur images OCT. Métriques sur les masques.
Valeurs moyennes et écart-types lorsqu'ils sont mentionnés.

Année Article
Nombre de patients -

Nombre d'images
Technologie DICE IoU Sensibilité Spéci�cité Accuracy

2012 [62]
691 - 691 (diabète)

180 - 180 (patho. avancées)
x x x x x

0.83
0.89

2013 [52] 30 - 30 SD-OCT (EDI) 0:927 (0:86) x x x x
2013 [54] 45 - 45 SD-OCT (EDI) 0:905 (0:03) x x x x
2015 [56] 66 - 212 SD-OCT x 0:86 (0:07) x x x
2015 [57] 5 - 485 SD-OCT 0:95 (0:02) x x x x
2017 [59] 30 - 7680 SS-OCT 0:90 (0:04) x x x x
2017 [64] 169-169 SD-OCT (EDI) 0:90 0:82 x x 0:98
2018 [67] 100 - 100 SD-OCT (EDI) 0:84 (0:03) 0:89 (0:03) 0:92 (0:03) 0:99 (0:00) 0:94 (0:02)

2018 [68]
40 - 40 (sain)

60 - 60 (glauc.)
SD-OCT (EDI)

0:906 (0:035)
0:912 (0:050)

x
0:890 (0:060)
0:911 (0:020)

0:996 (0:022)
0:991 (0:005)

x

2018 [60] 10 - 190 SD-OCT (EDI) 0.93 x x x x

2020 [72] ? -
640 (topcon)
542 (nidek)

SS-OCT x 0.86 x x x

2020 [71] 43 - 21500 SS-OCT [0.93,0.95] x x x x
2020 [73] 20 - 5120 SS-OCT 0.918 0:853 (0:03) 0.861 x x
2020 [74] 20 - 5120 SS-OCT 0:93 (0:02) 0:86 (0:04) x x x
2021 [75] 108 - 146 SD-OCT 0:904 (0:055) x x x x
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CHAPITRE 3 MÉTHODOLOGIE

Dans ce chapitre est détaillée la méthodologie employée pour les di�érents volets du projet,

de l'acquisition des données à la mesure de la rigidité, en passant par la segmentation de la

choroïde sur images OCT. La �gure 3.1 donne un résumé de la répartition de ces di�érentes

parties dans le chapitre.

Figure 3.1 Vue d'ensemble de la méthodologie du projet.

3.1 Base de données

3.1.1 Description des données

En particulier dans le cadre de la rigidité oculaire, des patients sont recrutés dans notre

laboratoire depuis 2014. À ce jour, 614 patients di�érents ont été recrutés, certains à plusieurs

dates di�érentes. L'histogramme donné en �gure 3.2 présente la répartition de l'âge des

patients (moyenne : 71 ans, écart-type = 14 ans) et le tableau 3.1 nous renseigne sur la

représentation des maladies dans la base de données.

Les groupesOAG, OAG précoceet OAG suspectconcernent le glaucome à angle ouvert. Les

patients du groupeBleb sont ceux ayant subi une chirurgie visant à baisser leurIOP , tandis

que ceux du groupeOHT sont ceux présentant uneIOP anormalement élevée, sans présenter

de signes de glaucome.

En général deux vidéos sont prises consécutivement pour permettre des mesures de répétabi-

lité. Au total, 1461 vidéos ont été enregistrées avec l'appareil OCT Spectralis et 1174 d'entre
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Figure 3.2 Distribution de l'âge parmi les patients du jeu de données

Tableau 3.1 Répartition des di�érents groupes de maladie dans le jeu de données.

Groupe Proportion
Sain 27.7%
OAG 16.5%

OAG précoce 13.0%
Bleb 13.0%

OAG suspect 8.47%
OHT 8.14%

DMLA humide 5.05%
Autres 8.14%

elles sont exploitables pour notre étude de la pulsation et de la rigidité oculaire (pour les 297

restantes, des �chiers sont absents ou corrompus). La prise de vidéo est toujours centrée sur

la fovéa, car il s'agit de la zone où la choroïde est la plus épaisse et donc la plus visible. Les

images, de taille 496x768 pixels, couvrent une surface de 3.5x9mm. L'enregistrement dure

entre 14 et 184 secondes, pour un nombre de trames allant de 90 à 519 par vidéo.

Il est important de noter que les trames ne sont pas régulièrement espacées. En e�et, les

images sont par défaut prises à une fréquence de 48 scans/sec, mais la machine est capable de

stopper l'enregistrement lorsqu'il y a clignement d'÷il. Une fois l'÷il à nouveau correctement

positionné, la prise de vidéo reprend. De plus, dans le but de réduire le bruit, les B-Scans

�naux sont rendus en moyennant 5 images au maximum (paramètre ART), réduisant ainsi

la fréquence d'acquisition à 9.6 B-Scans/sec maximum.
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Parmi toutes ces images, certaines ne seront jamais utilisées. La machine fournit en e�et une

métrique de qualité pour chaque image (équation 3.1), échelonnée de 0 à 40dB, dont on peut

se servir pour �ltrer celles ne dépassant pas un certain seuil. Il est e�ectivement préférable de

les écarter du jeu de données car les délimitations de la choroïde ne sont plus visibles lorsque

le signal est trop bruité. Les trames exploitables sont les trames restantes après �ltrage. Le

seuil a été �xé arbitrairement à Q = 24dB après analyse qualitative sur un échantillon de

100 B-Scans pris de manière aléatoire. Une analyse plus quantitative avec observation de

l'in�uence sur les résultats aurait été préférable mais n'a pas pu être e�ectuée par manque

de temps.

Q = 10:log(SNR)

avecSNR =
valeur d'intensité maximale sur le B-Scan (signal)

valeur d'intensité maximale sur un B-Scan vide (bruit)

(3.1)

Le tableau 3.2 résume les propriétés des vidéos du jeu de données.

Tableau 3.2 Analyse des propriétés générales des vidéos du jeu de données. Moyenne et
écart-type.

Nombre de vidéos 1174
Durée d'acquisition 58s (� 13s)
Nombre de trames 352 (� 32.5)

Nombre de trames exploitables 312(� 75.5)
Qualité moyenne 27.8dB (� 2.88dB)

ART moyen 4.0 (� 0.52)

3.1.2 Pré-traitements optionnels

Les images à disposition peuvent subir des transformations avant d'être traitées par les mo-

dèles. Deux pré-traitements ont été utilisés : une amélioration de contraste et un recalage.

Le premier a pour but de rendre la choroïde plus visible et ainsi faciliter la segmentation.

Le second a pour objectif de comparer plus facilement des trames consécutives, notamment

pour la recherche de pulsation, et permettre des analyses A-Scan par A-Scan (colonne par

colonne).
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Amélioration de contraste

Les images rendues par les appareils OCT ne sont pas les images brutes. En e�et, la di�érence

de ré�ectivité des tissus est telle qu'il serait impossible de pouvoir les visualiser correctement

simultanément (seule la RPE serait visible). Une formule simple de compression des intensités

est donc appliqué dans le cas du Spectralis (équation 3.2).

I (i; j ) = 255
4
q

I raw (i; j ) (3.2)

L'intérêt de récupérer ces images brutes en inversant l'équation 3.2 est de pouvoir appliquer

des formules de compensation pour le signal. En e�et, plus ce dernier va en profondeur, plus

il est atténué. Il l'est d'autant plus après passage de la RPE qui a absorbé une grande partie

de l'énergie.

La formule de compensation proposée est celle publiée par Girard et al. [77] (équation 3.3).

I comp(i; j ) =
I raw (i; j )

2
P h

k= i I raw (i; j )
(3.3)

avech la hauteur de l'image,i et j les coordonnées des pixels.

Le amélioration de contraste se fait également grâce à une formule d'exponentiation. L'équa-

tion 3.3 est donc transformée en l'équation 3.4.

I exp+ comp(i; j ) =
I n

raw (i; j )
2

P h
k= i I n

raw (i; j )
(3.4)

Pour nos testsn = 2 a été choisi, conformément à ce qu'avaient fait Alsonso-Caneiro et

al. [50] et après véri�cation personnelle.

En�n, on retrouve une image visualisable pour notre ÷il en appliquant à nouveau la formule

3.2 sur I exp+ comp. Un exemple d'application de cette méthode est donné en �gure 3.3. On

remarque que la compensation de l'atténuation du signal a bien fonctionné pour les couches

post-RPE.

Il pourrait être intéressant de donner à nos modèles de segmentation les images brutes, mais

que cela n'a malheureusement pas pu être testé.

Recalage

Lors de la prise de vidéo l'÷il du patient n'est généralement pas stable et il arrive fréquemment

que d'une trame à l'autre les images subissent une transformation géométrique (translation
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(a) Image originale (b) Image après amélioration de contraste

Figure 3.3 Exemple d'application de l'amélioration de contraste (inverse de 3.2, 3.4, puis 3.2)
sur un B-Scan issu de l'appareil Spectralis OCT1.

+ rotation). Or, l'épaisseur de la choroïde est toujours mesurée verticalement (donc toute

rotation peut biaiser les résultats) et n'est pas uniforme sur la largeur de l'image (donc toute

translation selon l'axe X modi�e la partie visible de la choroïde, et donc l'épaisseur moyenne

associée). Par ailleurs un bon recalage permettrait une meilleure comparaison des résultats le

long de la vidéo, mais aussi des analyses locales de pulsation et une amélioration des résultats

pour plus de cohérence d'une trame à l'autre.

Pour remédier à ce problème, deux types de recalage ont été testés. Le premier se fait en

deux étapes :

1. Recalage en translation uniquement, en utilisant la corrélation de phase (fonction

Matlab imregcorr). Les essais ont en e�et montré qu'une première translation grossière

facilitait la seconde étape.

2. Recalage "rigide" : les translations et rotations sont autorisées, mais pas les défor-

mations. Conformément aux recommandations pour les images en niveau de gris,

cela se fait par optimisation via descente de gradient de l'erreur des carrés moyens :
P

(xmoving � x f ix é)2 (fonction Matlab imregtform).

Le second algorithme de recalage ne vise qu'à recentrer la fovéa. Il repose donc essentiellement

sur la détection de cette dernière. Une fois que la position de la fovéa a été déterminée sur

toutes les trames d'une vidéo, on leur applique une simple translation horizontale pour les

aligner. Elles sont en�n rognées à gauche et à droite pour être de même taille.

Un exemple de recalage avec les deux méthodes est donné en �gure 3.4.
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(a) Images originales

(b) Après application de la méthode 1 de re-
calage

(c) Après application de la méthode 2 de re-
calage

Figure 3.4 Visualisation de l'e�et des deux algorithmes de recalage sur un exemple. L'image
de référence est en vert, celle à recaler en magenta et les traits verticaux représentent la
position de la fovéa sur chacune d'elle. A�chage avec la fonctionimshowpair de Matlab.
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3.2 Segmentation de la choroïde par apprentissage profond

3.2.1 Pourquoi s'être tourné vers des méthodes par apprentissage profond ?

Durant ma maîtrise deux algorithmes ont été employés pour la segmentation de la choroïde : le

premier cherchait un chemin dans un graphe et l'autre utilisait des modèles d'apprentissage

profond. Le premier vient du code source fourni par Mazzaferri et al. [55] (détails dans

l'annexe E). On y retrouve plusieurs paramètres, dont les plus importants sont :

� Variance du �ou gaussien appliqué initialement pour réduire le bruit ;

� Seuils de détection des n÷uds candidats pour le graphe : Si le nombre de n÷uds est

trop faible le graphe risque d'être discontinu et s'il est trop élevé les temps de calcul

peuvent être très longs ;

� Poids assignés aux arêtes : on cherche à privilégier celles se situant e�ectivement sur

la CSI. Souvent un compromis entre un tracé globalement cohérent (lisse et avec des

pentes raisonnables) et localement cohérent (collé aux vaisseaux) doit être trouvé.

La �gure 3.5 donne deux exemples de segmentation avec des paramétrages di�érents.

Figure 3.5 Exemples de segmentation de la CSI de la même image avec la méthode par
recherche de chemins dans un graphe et deux paramétrages di�érents. À gauche, le tracé
cherche en priorité à rester "collé" à des vaisseaux mais forme un tout trop incohérent. À
droite, l'allure paraît plus naturelle mais il coupe parfois les vaisseaux en deux.

En l'absence de "vérité terrain" et de bases de données publiques, il n'existait pas de ré-

férence pour appliquer des algorithmes d'optimisation et trouver le bon équilibre entre les

paramètres. Comme expliqué en annexe B.4, des méthodes du typeweakly supervisedpeuvent

être envisagées dans ces cas-là. C'est la raison pour laquelle je me suis tourné vers des mo-

dèles d'apprentissage profond qui seraient entraînés avec des données parfois incorrectes ou

imprécises. Ces données, ce sont celles issues de la méthode traditionnelle (annexe E).



34

Deux architectures ont été testées, en particulier pour leur facilité d'implémentation et leurs

performances dans d'autres études liées au biomédical et à la segmentation sémantique : le

U-Net et le DeeplabV3+. Le modèle retenu utilise l'architecture U-Net dont la structure

est donnée en �gure 3.6. Les architectures utilisées proviennent de la librairiesegmentation-

models-pytorch. Elle a l'avantage de fournir une API haut-niveau pour le chargement de

modèles pré-entraînés. Ce pré-entraînement n'est pas négligeable et permet donc d'une part

de gagner du temps et d'autre part de demander moins de ressources lors de l'entraînement.

L'entraînement et l'inférence se fait donc en Python tandis que le traitement des entrées et

sorties se fait sur Matlab. La structure du code Matlab est détaillée en annexe D.

Figure 3.6 Exemple d'architecture U-Net caractérisée par les "skip connections", par
Crude2re�ned, sous licence CC-BY-SA-4.0 autorisant le partage.

Les sections qui suivent s'attachent à détailler leurs caractéristiques, les paramètres et données

utilisées pour l'entraînement et la manière dont ils sont utilisés pour obtenir la BM et la CSI

�nales.

3.2.2 Données d'entraînement

Notons bien qu'aucune donnée d'entraînement ne provient de tracés faits à la main. Elles sont

toutes issues des résultats obtenus par la méthode traditionnelle (annexe E), qui sont donc

utilisés en première approximation. Même si les réseaux étaient destinés à être "faiblement"

entraînés, il était tout de même possible d'obtenir certaines garanties quant à la qualité des
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vidéos sélectionnées (151 au total). Les 1023 vidéos restantes ne sont pas appelées "données

de test" car la qualité de la segmentation traditionnelle est trop variable.

Pour l'évaluation des modèles (section 3.3.1) un ensemble de 38 images segmentées manuel-

lement en 2017 a été récupéré. Les courbes de CSI disponibles étaient en réalité la moyenne

des segmentations de plusieurs experts. Or, les écarts étaient parfois tels que ces valeurs

moyennes se retrouvaient au milieu de vaisseaux. Les images concernées ont donc été retirées

pour éviter de "polluer" les résultats et un jeu de test 29 images a �nalement été retenu. No-

tons que ces images sont de taille variable (pas nécessairement 496x768 pixels) et que nous

n'avons pas pu récupérer les informations de leur provenance.

Pour obtenir ces garanties, une analyse locale (A-Scan par A-Scan) a été e�ectuée. En par-

tant du principe qu'une segmentation est bonne lorsqu'elle permet de retrouver la pulsation

cardiaque, l'objectif était de sélectionner les vidéos où cette pulsation était visible sur le plus

grand nombre de A-Scans. 98 vidéos ont été choisies de cette manière. Les A-Scans étant

considérés comme indépendants pour cette analyse locale, ils ne doivent pas être déplacés

d'une trame à l'autre. Un algorithme de recalage (méthode 1 de la section 3.1.2) a donc été

appliqué en pré-traitement.

Les 52 autres vidéos de l'ensemble d'entraînement ont été véri�ées visuellement par un cli-

nicien expérimenté. En écartant les B-Scans de très mauvaise qualité (Q<18dB), le nombre

d'images disponibles était de 42145 (35149 pour l'ensemble d'entraînement, 6996 pour ce-

lui de validation), ce qui n'a jamais été vu jusqu'alors sans augmentation de données (cf.

tableaux 2.1 et 2.2). Ce seuil de 18dB peut porter à confusion en comparaison des 24dB

évoqués précédemment. Il s'agissait du seuil utilisé avant de remarquer qu'il ne discriminait

pas assez des images de mauvaise qualité. Cependant il était plus simple de garder le même

ensemble d'entraînement, d'une part pour maintenir un volume d'images conséquent, d'autre

part car les résultats restaient satisfaisants malgré la conservation d'images plus bruitées.

Sur les 151 vidéos au total, 26 ont été gardées pour constituer l'ensemble de validation

(environ 17%). Celui-ci a une double fonction :

1. Évaluer régulièrement le modèle pour en garder la meilleure version.

2. Surveiller la convergence pour pouvoir arrêter le processus avant d'être sur-entraîné.

Soulignons que les images provenant d'une même vidéo doivent obligatoirement se trouver

dans le même ensemble (entraînement ou validation). En e�et la ressemblance entre certaines

pourrait biaiser les résultats.

Le tableau 3.3 montre assez logiquement que les données d'entraînement sont généralement

de meilleure qualité que les autres. La méthode traditionnelle était naturellement plus perfor-
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mante sur les images moins bruitées et ce sont celles-ci qui ont été retenues. On rappelle que

l'ART correspond au nombre d'images qui ont été moyennées pour constituer un B-Scan, et

que ce nombre peut varier à cause des clignements d'yeux (section 3.1.1). En règle générale

plus l'ART est grand, moins les images sont bruitées.

Tableau 3.3 Comparaison entre les vidéos conservées pour l'entraînement et les autres.
Moyennes et écarts-types.

Entraînement + Validation Autres
Nombre 151 1023

Qualité Q 28.22dB (� 2:55dB) 27:25dB (� 3:26dB)
ART moyen 4.18 (� 0:40) 4.00 (� 0:53)

Nombre de trames exploitables (Q � 24dB) 325 (� 60) 304 (� 93)

3.2.3 Caractéristiques des modèles

Les deux architectures possèdent des caractéristiques communes :

� Encodeur ResNet (ResNet-34 et ResNet-101)

� Couches de l'encodeur : 5

� Encodeur pré-entraîné sur la base de donnéesImageNet (classi�cation d'images)

� Fonction de coût : Cross-Entropy pondérée

� Sortie binaire de même taille que l'entrée (512x768 pixels)

Il s'agit de paramètres par défaut. Comme expliqué en annexe B.3, le ResNet a été une

avancée majeure en 2015. Il a prouvé son e�cacité sur plusieurs types d'image et est toujours

largement utilisé aujourd'hui. Chacune des architectures a été testée avec le ResNet-34 puis

le ResNet-101 comme encodeur.

La fonction de coût utilisée est laCross-Entropy. Elle est commune pour les problèmes de

classi�cation/segmentation multi-classes. Le problème est en e�et considéré comme une seg-

mentation sémantique à deux classes (classe0 : arrière-plan, classe1 : choroïde, voir aussi

annexe A pour plus d'informations sur la tâche de segmentation). Dans la mesure où la

choroïde ne représente qu'une partie de l'image, les classesclasse0 et classe1 sont déséqui-

librées. On ne souhaite pas qu'un pixel classé comme "arrière-plan" ait la même in�uence

sur le coût qu'un pixel classé comme appartenant à la choroïde. C'est la raison pour laquelle

la Cross-Entropy a été pondérée. L'analyse des vérités terrain a mis évidence comment été

représentées les deux classes (91.4% pour l'arrière-plan, 8.6% pour la choroïde). Ce sont ces

proportions qui ont été utilisées pour pondérer laCross-Entropy.

La taille des images en entrée (512x768 pixels) est plus grande que la taille des images à
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disposition (496x768 pixels). Cet agrandissement est lié à un message d'erreur renvoyé par

la librairie utilisée lorsque la taille originale est transmise en entrée. L'agrandissement s'est

fait par interpolation.

3.2.4 Paramètres d'entraînement

Certains paramètres d'entraînement ont été �xés :

� Solveur : Descente de gradient stochastique (SGD)

� Taille des batchs: 8

� Nombre d'époques maximum : 150

� Métrique de validation : mIoU (voir plus bas)

La descente de gradient stochastique est parmi les solveurs les plus utilisés avec Adam. Ce

dernier n'a pas pu être testé pour des raisons de temps. Des tests avec des tailles debatch

de 16 et 32 ont été e�ectués. Dans le premier cas il n'y a pas eu de convergence et dans le

second la mémoire a été saturée. L'entraînement était suivi sur l'interfaceMl�ow et arrêté

lorsque la convergence était évidente. L'entraînement n'atteignait donc généralement pas les

150 époques. En�n, le modèle �nalement retenu est celui avec le meilleurmIoU sur l'ensemble

de validation.

Il est important d'éclaircir à quoi correspond cette métrique ici. Le problème étant considéré

comme de la segmentation multi-classes, pour chaque image en entrée du modèle on a donc

une sortie à deux canaux. UnIoU est donc calculé pour chaque classe (IoU[classe0] et

IoU[classe1]), et la moyenne des deux est conservée sous le nom demIoU (mean intersection

over union). Pour chaque image de l'ensemble de validation, une prédiction se voit donc

attribuer un mIoU . En prenant la moyenne (notéemIoU ) de tous lesmIoU obtenus on

obtient alors la métrique �nale (équation 3.5).

mIoU =
1

Nval

N valX

i =1

mIoUi =
1

Nval

N valX

i =1

IoUi [classe0] + IoUi [classe1]
2

(3.5)

avecNval = 6996, le nombre d'images dans l'ensemble de validatio, eti le numéro du B-Scan.

D'autres paramètres d'entraînement ont été testés avec plusieurs valeurs pour étudier leur

impact sur les résultats.

Taux d'apprentissage �

Le taux d'apprentissage est un des paramètres les plus importants car il conditionne la

convergence vers des minima locaux lors de l'entraînement (voir annexe C). Il n'existe pas de
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méthode autre que l'expérience pour déterminer ce que serait un bon taux d'apprentissage.

Quatre valeurs ont été testées :� = 0:0001, � = 0:001, � = 0:01 et � = 0:1.

Augmentation de données

Malgré le moyennage des images décrit en 3.1, les images OCT restent souvent bruitées.

Une étude a montré que les données d'entraînement étaient de meilleure qualité que les

autres données (tableau 3.3). Le modèle n'est donc pas "habitué" à voir des images moins

contrastées ou plus bruitées, ce qui le rend moins performant sur des données de test. Dans

notre cas, le but de l'augmentation de données est de lui permettre de rencontrer des images

plus bruitées lors de l'apprentissage pour améliorer sa capacité de généralisation. Le bruit

introduit est appelé speckle noise. Il s'agit d'un bruit multiplicatif (et non additif comme le

bruit gaussien) que l'on retrouve généralement dans les images OCT. C'est la raison pour

laquelle les parties sombres de l'image le restent (notamment dans la vitrée) et que le bruit

est plutôt visible dans les parties brillantes.

À chaque époque, et pour chaque image, ce bruit est appliqué avec une probabilité de 30%.

Il est important de noter que d'une époque à l'autre, la même image peut être augmentée ou

non. Lorsque le bruit est introduit dans l'image, un coe�cient multiplicateur compris entre

0.5 et 1.5 est appliqué indépendamment pour chaque pixel. Ces bornes ont été déterminées

de manière à obtenir des variations réalistes dans l'image. Un exemple d'application du bruit

est donné en �gure 3.7.

(a) Image originale (b) Image après application duspeckle noise

Figure 3.7 Exemple d'introduction de bruit de typespeckle noisedans l'image.
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3.2.5 Des masques aux frontières

Dans notre laboratoire, l'algorithme visant à calculer la rigidité oculaire utilise les positions

de la BM et de la CSI dans l'image au lieu du masque de la choroïde. Or, la sortie des

modèles est une image binaire où chaque pixel vaut 1 s'il est considéré comme appartenant

à la choroïde et 0 sinon. Il était donc nécessaire de convertir ces masques en deux frontières

(BM et CSI). De manière un peu naïve, la BM et la CSI étaient déterminées respectivement

à partir du premier et du dernier pixel blanc.

Néanmoins, cette approche présente le défaut d'être vulnérable aux cas où des artefacts sont

présents sur les masques. Ces artefacts ne font aucun sens vis-à-vis de la choroïde et sont

généralement issus de contraste locaux dans l'image originale faisant penser à des vaisseaux.

Il était donc nécessaire d'appliquer un algorithme de post-traitement pour les corriger. Une

méthode simple a été employée dans cette optique : l'ouverture. Il s'agit d'une opération

morphologique visant à supprimer du masque tout élément indépendant de petite taille. Elle a

l'avantage de nécessiter peu de paramètres, d'être facilement compréhensible et d'avoir peu de

chances de détériorer des résultats déjà bons. Cette ouverture a été appliquée avec un élément

structurant rectangulaire (3x5 pixels) et 5 itérations. La forme de l'élément structurant est

justi�ée par le fait que l'on souhaite conserver l'allure horizontale de la choroïde. La �gure

3.8 montre son e�et sur un exemple.

(a) Sans post-traitement (b) Avec post-traitement

Figure 3.8 Illustration de l'e�et du post-traitement sur le passage des masques aux frontières
(BM en bleu et CSI en orange).
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3.3 Évaluation des performances de la segmentation

3.3.1 Par rapport à une vérité terrain

L'entraînement a pu se faire grâce à l'utilisation de 42145 B-Scans provenant de 151 vidéos

di�érentes qu'il n'était pas possible de segmenter manuellement. Cependant la validation des

performances du modèle nécessitait une "vérité terrain" digne de con�ance qui ne pouvait

être obtenue qu'à la main. C'est la raison pour laquelle nous avons récupéré les 29 images

décrites en 3.2.2.

Les métriques habituelles sur les masques (sensitivité, spéci�cité, DICE, IoU) et sur les fron-

tières (ME, MAE) décrites en 2.4.1 ont été utilisées pour cette évaluation. Les résultats sont

a�chés en 4.1.2.

3.3.2 Résistance face au bruit

L'étude de la résistance au bruit était essentielle pour la justi�cation de l'emploi d'augmen-

tation de données, dont la raison d'être est justement de le combattre. Pour cela il était

nécessaire d'obtenir des données dont le seul paramètre changeant était le bruit introduit.

Or, beaucoup de propriétés changent d'une trame à l'autre (ART, qualité, images non re-

calées,...) et la segmentation manuelle présente elle-même une certaine variabilité dont on

souhaite s'a�ranchir.

C'est la raison pour laquelle une vidéo a été créée de toutes pièces en déformant de manière

contrôlée la choroïde à partir d'une image unique. La segmentation originale de cette image a

été manuellement véri�ée et peut être considérée comme "vérité terrain". Avec cette méthode

la vidéo est créée de sorte que chaque trame soit identique à l'image de référence à la di�érence

près que la choroïde a été plus ou moins déformée (dilatée ou compressée). Ces déformations

(verticales) ont été appliquées de manière à avoir une fréquence d'oscillation de 1Hz (60bpm).

Pour cela, une carte de déformationsD a été générée, elle possède deux canaux :

1. un canal correspondant aux déformations en abscisse : dans la mesure où l'on cherche

à appliquer des déformations verticales, toutes les valeurs y sont nulles.

2. un canal correspondant aux déformations en ordonnées : Chaque colonne de cette

carte est la somme de deux gaussiennes de variance 10 avec une amplitude de 1.5

pixels. La première est centrée sur le point de la BM et la seconde, avec des valeurs

opposées, centrée sur le point de la CSI. Les paramètres de variance et d'amplitude

ont été choisies de manière à obtenir des variations d'épaisseur� CT comparable à ce

qui avait déjà été mesuré à partir des vidéos réelles.
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Le second canal de la carte de déformationD est illustré en �gure 3.9. Plus le pixel de la

carte est blanc, plus le pixel associé sur le B-Scan sera déplacé vers le bas. Inversement, un

pixel noir signi�e que le pixel associé sera déplacé vers le haut. Ainsi le cas de la �gure 3.9a

correspond à une contraction alors que celui de la �gure 3.9e est associé à un étirement de

la choroïde. Pour obtenir une pulsation, des coe�cients compris entre -1 et 1 sont appliqués

sur D de manière à avoir une fréquence d'oscillation de 1Hz.

Pour éviter de voir les mêmes segmentations apparaître périodiquement et capter de fausses

pulsations, lestimestamps utilisés pour cette étude ne sont pas équidistants. Ils ont été

récupérés à partir de la vidéo originale, puisque le phénomène de clignement d'÷il introduit

naturellement du hasard dans leur répartition.

Cette vidéo générée a été traitée comme si elle était réelle par l'algorithme. Les performances

de di�érents modèles ont été évaluées, d'abord avec les images brutes (correspondant au

cas de vidéo idéale), puis en introduisant progressivement du bruit de typespeckle noise

(distribution uniforme autour d'une valeur moyenne de 0 et une variance allant de 0 à 1,

voir la fonction imnoise de Matlab). Le rapport signal sur bruit correspondant à la détection

de pulsation (voir section 3.4) et le scoreIoU sont les métriques qui ont été utilisées pour

mesurer les performances des modèles.
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(a) D (b) Application de D

(c) 0:5D (d) Application de 0:5D

(e) � D (f) Application de � D

Figure 3.9 Représentations de quelques cartes de déformations utilisées pour l'obtention ma-
nuelle d'une pulsation dans la choroïde (a,c,e) et visualisation des déformations apportées
sur l'image originale (b,d,f).
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3.4 Capture de la fréquence de pulsation de la choroïde

Dans la revue de littérature (2.1.5) a été mentionné le fait que la choroïde aurait une variation

naturelle de volume grâce au �ux sanguin pulsé en son sein. Notre algorithme de segmentation

est donc un outil très intéressant dans la capture de cette pulsation. La capture de vidéo dans

le cadre de l'étude de la rigidité nous donne des informations temporelles qui ont été utiles

pour la mesure de cette pulsation. En e�et, puisque l'épaisseur choroïdienne a été estimée sur

chacune des trames, nous avions à disposition les séries temporelles nécessaires à une analyse

fréquentielle. À notre connaissance, cette méthode de mesure de la composante pulsatile du

�ux sanguin n'a encore jamais été testée.

Comme expliqué en 3.1, les trames ne sont pas uniformément espacées, ce qui rend inadé-

quates les méthodes traditionnelles par FFT. La solution avait été trouvée avant mon arrivée :

il s'agissait de calculer le périodogramme Lomb-Scargle [78] (estimation de la densité spec-

trale en prenant le carré de la transformée de Fourier), qui a été utilisé pour la première

fois en 1982 dans le domaine de l'astronomie. La méthode de détection de pics est restée la

même, c'est-à-dire qu'un seuilz0 est �xé de telle sorte que tout pic le dépassant est considéré

comme réel (et non comme du bruit) à une probabilitép0 (équation 3.6).

z0
�= ln(N=p0) (3.6)

avecN le nombre de fréquences recherchées pour le maximum.

Ce paramètreN dépend de la fenêtre fréquentielle dans laquelle doit se trouver la fréquence

cardiaque. Pour prendre en compte les variations du rythme cardiaque le temps de l'acquisi-

tion d'une vidéo (envrion une minute), une erreur de 17.5% (au lieu de 3% auparavant) a été

autorisée par rapport à la pulsation du c÷ur mesurée par le clinicien pendant l'acquisition

avec un oxymètre. Cette valeur a été obtenu après observation personnelle de la variation du

rythme cardiaque en étant assis. Le paramètrep0 a quant à lui était �xé à 5%. Dans la suite,

lorsque l'on parlera de capture de la pulsation, il sera donc toujours sous-entendu "avec 95%

de chances".

Pour chaque vidéo on s'est donc intéressé à savoir si cette pulsation était retrouvée ou non,

et à évaluer le rapport signal sur bruit (SNR) :

SNR =
Hauteur du pic
V aleur du seuil

(3.7)

La �gure 3.10 montre les éléments importants du périodogramme dans la véri�cation de la

capture de la pulsation cardiaque.
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Figure 3.10 Éléments importants du périodogramme pour la mesure de la pulsation car-
diaque : périodogramme (en bleu), fréquence cardiaque réelle (en rouge), seuil de fausse
alarme à 5% (en vert), bornes de la fenêtre autorisée (en magenta).

3.5 Calcul de la rigidité oculaire

La rigidité oculaire est un projet qui date de plusieurs années dans notre laboratoire. Son

calcul est basé sur trois hypothèses importantes :

1. Les valeurs deIOP et OPA mesurées en amont avec un tonomètre Pascal restent

identiques durant l'acquisition de la vidéo ;

2. Le modèle mathématique permettant de passer de l'épaisseur choroïdienne au volume

global est valide ;

3. L'équation de Friedenwald est valide (et donc l'OR est constante).

Le modèle mathématique retenu est celui de Sayah et al. [43] (2020) et est donné par l'équation

suivante :

� V �=
�
2

(AL + CT)2� CT (3.8)

avec� V la variation de volume oculaire,AL la longueur axiale,CT l'épaisseur de la choroïde

et � CT sa variation. Cet article a justement servi à publier une validation clinique de ce

modèle vis-à-vis de l'ancienne version (cf. 2.6).



45

Quelques modi�cations ont été apportées dans le calcul de� CT. Le même signal temporel

x que pour la recherche de la pulsation (section 3.4) est utilisé. Il s'agit de l'évolution de

l'épaisseur choroïdienne dans le temps. Le calcul de� CT se fait en N étapes :

1. Filtrage passe-bande ([0:5f card ,3:1f card ] avecf card la fréquence cardiaque mesurée avec

un oxymètre de pouls) pour conserver le signal lié aux pulsations du c÷ur. Le signal

en sortie possède destimestampsrégulièrement espacés.

2. Recherche de "pics" (maxima locaux) et de "vallées" (minima locaux) dans le signal

avec la fonction�ndpeaks de Matlab.

3. Détermination de� CT. Il s'agit de la di�érence entre la médiane des pics et la médiane

des vallées détectés. Le choix de la médiane au lieu de la moyenne se justi�e par

l'observation de valeurs aberrantes résiduelles après le �ltrage. Cette étape est illustrée

en �gure 3.11.

Figure 3.11 Calcul de� CT à partir du signal (évolution de l'épaisseur choroïdienne au cours
du temps) �ltré (en bleu). Les maxima (en vert) et minima (en rouge) locaux détectés sont
représentés.

Une fois � V calculé, il ne reste plus qu'à employer l'équation de Friedenwald pour obtenir

la mesure �nale de rigidité. Des mesures de répétabilité de l'OR pour des paires d'yeux du

même patient, du même ÷il et du même jour ont été faites pour véri�er la robustesse de

notre technique. Le coe�cient utilisé est le coe�cient ICC. Il a été appliqué sur 561 paires

de mesures.
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CHAPITRE 4 RÉSULTATS EXPÉRIMENTAUX

Dans ce chapitre on met en avant les améliorations apportées par la méthode par appren-

tissage profond pour la segmentation de la choroïde comparé à la méthode traditionnelle

précédemment utilisée et à l'état de l'art. Chaque mention de la méthode traditionnelle ici

fait donc référence à la méthode cherchant un chemin dans un graphe la délimitation de la

CSI.

Les performances étudiées concernent la segmentation directe, la capture de la pulsation

et la robustesse au bruit. D'autre part, une présentation des mesures de rigidité oculaire

accompagnée d'une étude de répétabilité des résultats est ajoutée.

4.1 Évaluation de la segmentation de la choroïde

4.1.1 Évaluation qualitative

Les premiers essais de segmentation par apprentissage automatique ont été faits avec les

paramètres suivants :

� Architecture : U-Net

� Encodeur : ResNet-34

� Taux d'apprentissage � : 0.001

� Fonction de coût : Cross-Entropy

� Augmentation de données : non

� Pré-traitement et post-traitement : non

Ces premiers tests ont été visuellement concluants. Le premier objectif était en e�et de voir si

les segmentations obtenues étaient cohérentes même si imparfaites. La �gure 4.1 montre que le

modèle entraîné est capable de rendre des résultats plus lisses que la méthode traditionnelle

dont les prédictions sont plus saccadées. La �gure 4.2 montre également que le modèle a

une bonne capacité de généralisation puisqu'il est capable de détecter la choroïde sur des

formes variées de choroïde (minces, épaisses, plus ou moins courbées, faible contraste,...).

Ces résultats étaient encourageants car ils montraient la capacité du modèle à reconnaître

la texture particulière de la choroïde. Une analyse plus quantitative pour valider les progrès

e�ectués était donc nécessaire.
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(a) Image originale

(b) Méthode traditionnelle (c) Méthode par apprentissage profond

Figure 4.1 Comparaison sur un exemple des méthodes traditionnelle et par apprentissage
automatique pour la segmentation de la choroïde.
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Figure 4.2 Application du U-Net sur des images variées de l'ensemble de test.
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4.1.2 Évaluation quantitative

Pour contourner le problème de l'absence de "vérité terrain", une solution utilisant des données

"faibles" a été trouvée pour un apprentissage supervisée (cf. section 3.2.2). Si cette astuce est

pratique pour augmenter largement la taille de notre jeu de données et permettre aux modèles

d'apprendre à reconnaître la choroïde, elle est cependant insu�sante pour une évaluation

rigoureuse car elles sont trop imprécises en général. Par ailleurs, pour pouvoir avoir une

idée des améliorations apportées, la méthode traditionnelle doit elle-même être comparée

à une référence. En�n, une telle référence permettrait de situer les performances de notre

algorithme par rapport aux études présentées en 2.3. Dans cette section sont présentées ces

performances (informations sur les métriques en 2.4.1) sur un jeu de données de 29 images

segmentées manuellement (cf. 3.2.2).

Modèles initiaux

Initialement, huit modèles donnés dans le tableau 4.1 ont été entraînés avec un taux d'ap-

prentissage� = 0:001, sans pré-traitement et avec post-traitement (sectoin 3.2.5). Leurs

performances sont données dans le tableau 4.2.

Tableau 4.1 Caractéristiques des modèles initiaux.

N° Architecture Encodeur Data Augmentation
1 U-Net ResNet-34 non
2 U-Net ResNet-101 non
3 DeepLabV3+ ResNet-34 non
4 DeepLabV3+ ResNet-101 non
5 U-Net ResNet-34 oui
6 U-Net ResNet-101 oui
7 DeepLabV3+ ResNet-34 oui
8 DeepLabV3+ ResNet-101 oui

La première remarque que l'on peut faire ici est que chacun des modèles présente des per-

formances correctes vis-à-vis de l'état de l'art (tableaux 2.1 et 2.2). On notera surtout l'e�et

positif de l'augmentation de données (modèles 5, 6, 7 et 8) sur ces résultats, avec amélioration

du DICE, IoU, ME et MAE dans tous les cas.

Dans les paragraphes suivants, on étudie l'in�uence de divers paramètres sur les métriques

de segmentation. Le modèle de référence choisi est le modèle n°6 car il présente le meilleur

score MAE sur la CSI (métrique plus discriminante).
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Tableau 4.2 Évaluation des performances des modèles initiaux.

N° Sensitivité Spéci�cité DICE IoU
ME (CSI)
(pixels)

MAE (CSI)
(pixels)

Méthode
Traditionnelle

0.93 (0.15) 0.99 (0.01) 0.92 (0.09) 0.85 (0.14) 4.2 (12) 5.8 (11)

1 0.97 (0.10) 0.99 (0.01) 0.94 (0.06) 0.89 (0.09) -4.1 (22) 7.0 (19)
2 0.96 (0.09) 0.99 (0.01) 0.95 (0.06) 0.90 (0.09) -1.5 (16) 4.0 (15)
3 0.97 (0.09) 0.99 (0.01) 0.95 (0.05) 0.90 (0.09) -2.6 (22) 6.3 (20)
4 0.97 (0.11) 0.99 (0.01) 0.95 (0.07) 0.91 (0.10) -2.1 (13) 5.0 (10)
5 0.96 (0.12) 0.99 (0.01) 0.95 (0.08) 0.91 (0.12) -1.1 (13) 4.0 (11)
6 0.96 (0.08) 0.99 (0.01) 0.96 (0.06) 0.92 (0.09) -0.7 (7.4) 3.6 (6.0)
7 0.96 (0.13) 0.99 (0.01) 0.95 (0.10) 0.91 (0.14) -1.0 (13) 4.3 (11)
8 0.96 (0.13) 0.99 (0.01) 0.96 (0.09) 0.92 (0.13) 0.01 (13) 4.4 (11)

In�uence du taux d'apprentissage �

Le taux d'apprentissage est un paramètre important in�uant sur la convergence des modèles

lors de l'entraînement. Trois nouveaux modèles (n° 9, 10 et 11) avec des taux d'apprentissage

� = 0:0001, � = 0:01 et � = 0:1 ont été entraînés (voir tableau 4.3).

Tableau 4.3 Caractéristiques des modèles obtenus en faisant varier le taux d'apprentissage� .

N° Architecture Encodeur Data Augmentation �
6 U-Net ResNet-101 oui 0.001
9 U-Net ResNet-101 oui 0.0001
10 U-Net ResNet-101 oui 0.01
11 U-Net ResNet-101 oui 0.1

Tableau 4.4 In�uence du taux d'apprentissage� sur la segmentation.

N° Sensitivité Spéci�cité DICE IoU
ME (CSI)
(pixels)

MAE (CSI)
(pixels)

6 0.96 (0.08) 0.99 (0.01) 0.96 (0.06) 0.92 (0.09) -0.7 (7.4) 3.6 (6.0)
9 0.98 (0.06) 0.99 (0.01) 0.95 (0.04) 0.91 (0.07) -2.5 (12) 6.0 (11)
10 0.97 (0.14) 0.99 (0.01) 0.96 (0.10) 0.92 (0.14) -1.0 (13) 3.9 (11)
11 0.97 (0.11) 0.99 (0.01) 0.96 (0.08) 0.92 (0.11) -1.7 (6.3) 3.5 (5.3)

Ces chi�res montrent que les performances sont plus mauvaises avec� = 0:0001et qu'elles

sont équivalentes pour les autres valeurs.
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In�uence du pré-traitement et du post-traitement

Pour corriger des images d'entrée de mauvaise qualité et des prédictions en sortie pas toujours

cohérentes, un algorithme de pré-traitement pour renforcer le contraste (voir 3.1.2) et un de

post-traitement pour nettoyer les masques (voir 3.2.5) ont été testés. Les modèles étendus

(n°12, 13 et 14) sont listés dans le tableau 4.5 et leurs résultats recensés dans le tableau 4.6.

Tableau 4.5 Caractéristiques des modèles obtenus avec et sans pré-traitement/post-traitement
(appliqués sur les images de test).

N° Architecture Encodeur Data Augmentation pré-traitement post-traitement
6 U-Net ResNet-101 oui non oui
12 U-Net ResNet-101 oui non non
13 U-Net ResNet-101 oui oui non
14 U-Net ResNet-101 oui oui oui

Tableau 4.6 In�uence du pré-traitement et du post-traitement sur la segmentation.

N° Sensitivité Spéci�cité DICE IoU ME (CSI) MAE (CSI)
6 0.96 (0.08) 0.99 (0.01) 0.96 (0.06) 0.92 (0.09) -0.7 (7.4) 3.6 (6.0)
12 0.96 (0.08) 0.99 (0.01) 0.95 (0.06) 0.91 (0.09) -2.0 (10) 4.7 (9.1)
13 0.93 (0.10) 0.97 (0.02) 0.89 (0.11) 0.80 (0.14) -16 (19) 21 (18)
14 0.93 (0.11) 0.98 (0.02) 0.90 (0.11) 0.81 (0.14) -8.3 (12) 13.5 (9.7)

On en déduit que le pré-traitement par amélioration de contraste (modèles 13 et 14) a ten-

dance à diminuer les performances du modèle. Cela est dû au fait que les modèles n'ont pas

été entraînés avec des données renforcées et qu'il n'est pas capable de généraliser aux images

traitées, malgré des couches post-RPE plus nettes pour l'÷il humain.

À l'inverse, le post-traitement proposé (appliqué pour les modèles 6 et 14) à base d'opérations

morphologiques semble améliorer les scores.

Comparaison à l'état de l'art

Le tableau 4.7 indique le nombre d'études recensant les di�érentes métriques (DICE, IoU,

ME, MAE), en séparant celles qui utilisaient une méthode traditionnelle de celle qui ont

entraîné des modèles par apprentissage automatique.
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Tableau 4.7 Nombre d'articles recensant les di�érentes métriques, en distinguant ceux utili-
sant une méthode traditionnelle de ceux entraînant des modèles par apprentissage automa-
tique.

Méthode traditionnelle
Méthode par

apprentissage automatique
DICE 4 9
IoU 1 5
ME 5 1

MAE 5 3

La �gure 4.3 montre que le modèle n°6 se situe très bien par rapport aux autres études.

Il a d'autre part amélioré les performances de la méthode traditionnelle au sein de notre

laboratoire.

Figure 4.3 Comparaison des modèles par méthode traditionnelle (en vert) et par appren-
tissage automatique (en rouge) avec l'état de l'art (points) pour di�érentes métriques de
segmentation vues en 2.4.1.

4.2 Capture de la pulsation de l'épaisseur de la choroïde CT

L'analyse de la pulsatilité de la choroïde s'est faite sur l'ensemble du jeu de données, soit

1174 vidéos. Pour chaque vidéo, c'est leSNR qui détermine si la pulsation a été captée ou

non (oui si SNR � 1, non sinon). D'autre part, on rappelle que certains B-Scans ont été

retirés de la série temporelle s'il ne passait pas le �ltre de qualité (Q � 24). Lorsque le modèle
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ne trouve pas la choroïde sur un B-Scan, ce dernier est également retiré. Naturellement plus

de scans sont éliminés, plus l'analyse fréquentielle sera fragile. Les résultats sont donc aussi

présentés pour un jeu de données restreint, appelé groupevalid300, dont toutes les vidéos

présentent un nombre de trames exploitables supérieur à 300. Autrement dit, si un nombre

trop grand de B-Scans est retiré d'une vidéo, cette dernière ne fera pas partie du groupe

valid300. Notons que le groupevalid300 n'est pas le même pour tous les modèles. Le nombre

de 300 n'a pas été pris au hasard. L'analyse de la pulsation a d'abord été faite avec le modèle

n°6. Sur la �gure 4.4 on peut voir que les vidéos du groupevalid300 ont plus de chances

d'aboutir à une captation de la pulsation cardiaque.

La section précédente a montré que le pré-traitement par amélioration de contraste n'était

pas adapté car il n'avait pas été appliqué lors de l'entraînement. Les modèles correspondants

(n° 13 et 14) ne sont donc pas mentionnés ici.

Figure 4.4 Distribution du nombre de trames exploitables pour les vidéos où la pulsation
a été captée (à droite) et celles où elle ne l'a pas été (à gauche). Toute vidéo gardant un
nombre de trames exploitables supérieur à 300 fait partie du groupevalid300. A�chage avec
la fonction boxplot de Matlab.

L'in�uence du recalage (méthodes 1 et 2 décrites en 3.1.2) sur la mesure de la pulsation a

aussi été testée avec deux nouveaux modèles donnés dans le tableau 4.8.

Les performances des di�érents modèles sont répertoriées dans le tableau 4.9.
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Tableau 4.8 Caractéristiques des modèles avec recalage en pré-traitement.

N° Architecture Encodeur Data Augmentation
Recalage

(voir 3.1.2)
6 U-Net ResNet-101 oui non
15 U-Net ResNet-101 oui méthode 1
16 U-Net ResNet-101 oui méthode 2

Tableau 4.9 Performances atteintes par les di�érents modèles pour la capture de la pulsation
du �ux sanguin dans la couche choroïdale (Valeurs moyennes et écart-types).

N° SNR Vidéos avec pulsation captée
SNR

(groupe valid300)
Vidéos avec pulsation captée

(groupe valid300)
Méthode

traditionnelle
1.42 (1.74) 45% 1.74 (2.17) 55%

1 1.66 (2.31) 51% 2.55 (3.58) 68%
2 1.76 (2.19) 55% 2.57 (3.05) 67%
3 1.75 (2.21) 52% 2.49 (3.23) 66%
4 1.74 (2.15) 56% 2.34 (2.58) 67%
5 1.85 (2.38) 54% 2.83 (3.23) 68%
6 1.88 (2.35) 57% 2.66 (3.19) 69%
7 1.85 (2.38) 54% 2.61 (3.23) 65%
8 1.79 (2.35) 54% 2.49 (3.23) 67%
9 1.50 (1.79) 48% 2.04 (2.51) 60%
10 1.92 (2.60) 55% 2.76 (3.57) 67%
11 1.67 (1.94) 52% 2.34 (2.58) 67%
12 1.84 (2.30) 55% 2.61 (3.23) 68%
15 0.99 (0.83) 32% 1.74 (2.17) 55%
16 1.86 (2.30) 55% 2.59 (3.03) 65%

De manière assez logique leSNR augmente lorsqu'on se restreint aux vidéos du groupe

valid300, ce qui signi�e simplement qu'avoir un plus grand nombre de B-Scans exploitables

facilite l'analyse fréquentielle.

En considérant chaque modèle indépendamment les uns des autres, il n'est pour l'instant

pas possible de mesurer la fréquence cardiaque sur plus de 57% des vidéos (69% si elles

comportent plus de 300 B-Scans). Il est par contre intéressant de voir (�gure 4.5) que sur

plus de 91% de la base de données (1073 vidéos), au moins un modèle sur les 14 étudiés dans

cette section a correctement trouvé le rythme cardiaque. Notons également que la totalité

des modèles a trouvé la bonne pulsation sur 133 vidéos, soit 11.3% de la base de données.

Conformément aux résultats de segmentation de la section 4.1.2, un taux d'apprentissage

trop bas (� = 0:0001, modèle n°9) implique une baisse des performances. On en déduit aussi
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Figure 4.5 Histogramme montrant pour chaque vidéo le nombre de modèles minimum (sur
14 au total) capables d'y détecter une pulsation reliée au rythme cardiaque

que l'augmentation de données (absente sur les modèles 1, 2, 3 et 4) améliore les chances

de capter la bonne pulsation. Dans une moindre mesure la post-traitement (absent dans le

modèle n°12) a aussi une in�uence positive dans cette tâche.

On remarque aussi que le recalage (modèles 15 et 16) n'a pas eu l'e�et attendu. Cela est

probablement dû au fait que les images ont plutôt tendance à se décaler selon l'axe vertical,

la valeur de l'épaisseur moyenne de la choroïde reste donc similaire à celle obtenue sans

recalage. Il est aussi possible que le recalage (surtout pour la méthode 1) soit trop mauvais

dans certains cas, au point d'éliminer des B-Scans de la série temporelle et perdre le rythme

cardiaque qu'on aurait eu avec une méthode plus robuste.

Étonnamment le modèle n°10 (� = 0:01) possède le meilleur rapport signal sur bruit alors

qu'il n'était pas particulièrement sorti du lot lors de l'évaluation de la segmentation dans la

section précédente. Globalement, il capte le rythme cardiaque sur le même nombre de vidéos

que les autres modèles. Il devait certainement très bien performer sur un nombre limité de

vidéos.

Finalement, comment on s'y attendait suite à la section 4.1.2, les méthodes par apprentis-

sage profond ont largement démontré leur e�cacité vis-à-vis de la méthode traditionnelle

précédente.
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4.3 Résistance au speckle noise

Pour évaluer la robustesse au bruit, les performances de segmentation et de capture de

pulsation ont été mesurées sur une vidéo créée manuellement (voir 3.3.2). Le but de l'étude

était de montrer l'intérêt d'un modèle entraîné avec augmentation de données (modèle n°5)

par rapport à un modèle entraîné sans (modèle n°1). Les résultats sont donnés en �gure 4.6.

Les valeurs a�chées sur le graphe sont des moyennes sur toutes les trames de la vidéo créée.

Notons également qu'en l'absence de bruit (donc avec une vidéo "parfaite"), on aIoU = 0:96

et SNR = 119.

(a) Évolution de l'IoU moyenne en fonction de la
variance du bruit.

(b) Évolution du SNR moyen en fonction de la
variance du bruit.

Figure 4.6 Résistance auspeckle noiseavec (en orange) et sans (en bleu) augmentation de
données.

En observant ces courbes il est clair que l'augmentation de données a eu un e�et positif

puisque l'ajout progressif de bruit n'a pas altéré les performances, au contraire du modèle de

base avec lequel ces dernières ont chuté.
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4.4 Mesures de l' OR

Les mesures de rigidité oculaire ont été faites en suivant le protocole donné en 3.5 avec le

modèle n°6 et la méthode traditionnelle. Dans cette section on présente sa distribution dans

les di�érents groupes de patients ainsi que des mesures de répétabilité pour avoir une idée

de la con�ance qu'on peut avoir en elles.

4.4.1 Distribution de l' OR dans les groupes de patients

Les di�érents groupes de patients ont été présentés dans la section 3.1. La �gure 4.7 montre

comment la rigidité oculaire se distribue dans chacun de ces groupes. Le modèle de segmen-

tation retenu est le modèle n°6.

Figure 4.7 Distribution de l'OR dans chacun des groupes de maladies. A�chée avec la fonction
boxplot de Matlab

Les mesures d'OR sont les plus basses pour les patients du groupe "Bleb". L'opération associée

consiste à retirer de l'humeur aqueuse pour la stocker dans une poche. Imaginons un ballon

que l'on dégon�e, la perte de rigidité accompagnée d'une baisse d'IOP paraît évidente.

La diminution graduelle de la rigidité oculaire lorsqu'on passe de "OAG Suspect" à "OAG

Précoce" puis à "OAG" est plus surprenante, car uneIOP élevée fait partie des principaux

facteurs de risque. Deux interprétations sont possibles : 1. le manque de rigidité de la sclère

facilite la dégradation du nerf optique ; 2. une longue période avec uneIOP haute provoque
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une baisse de la rigidité. Pour résumer, on ne sait pas qui serait à l'origine de l'autre. La

deuxième interprétation semble être con�rmée par la distribution de l'OR dans le groupe

"OHT" (patients avec une forteIOP mais sans glaucome). En�n, on aurait pu s'attendre à

une rigidité plus élevée pour la DMLA humide ("Wet AMD") qui est associée à une forte

concentration de vaisseaux au niveau de la macula, mais les résultats ne montrent rien de

tel.

4.4.2 Répétabilité des mesures

Pour s'assurer que les mesures de rigidité sont �ables, il est intéressant d'étudier leur répéta-

bilité. En e�et, il n'existe pas de mesures standard auxquelles se �er (des mesures invasives

ont été faites mais comportent beaucoup d'incertitudes). Néanmoins, il paraît évident qu'il

ne peut y avoir de grands changements entre deux mesures consécutives.

521 paires de mesures ont été récupérées. Pour chaque paire, les mesures correspondent à des

données acquises sur le même patient, le même jour et sur le même ÷il.

Une analyse de pulsation a été faite pour chaque mesure, de telle sorte que toutes les paires

ont pu être classées en deux groupes :

� Groupe 1 : La pulsation a été captée pour les deux mesures de la paire.

� Groupe 2 : La pulsation n'a pas été captée sur au moins une des deux mesures de la

paire.

Ainsi, les mesures du Groupe 1 seraient considérées comme plus �ables que celles du Groupe

2.

Chaque paire de mesures a été a�chée sur la �gure 4.8. Les coe�cientsICC (global, Groupe

1 et Groupe 2) sont donnés dans le tableau 4.10.

Tableau 4.10 Coe�cients ICC pour les méthodes traditionnelle et par apprentissage automa-
tique.

Méthode
traditionnelle

Modèle n°6

Global 0.90 0.89
Groupe 1 0.93 0.91
Groupe 2 0.88 0.85

D'après l'échelle de Koo et Li [79], les coe�cicents ICC peuvent être rangés en quatre caté-

gories :

1. ICC < 0:5 : faible corrélation ;

2. 0:5 � ICC < 0:75 : corrélation modérée ;
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(a) Méthode traditionnelle (b) Modèle n°6

Figure 4.8 A�chage de chacune des paires de mesures d'OR disponible après segmentation
par la méthode traditionnelle et par apprentissage automatique. Échelle logarithmique.

3. 0:75 � ICC < 0:9 : bonne corrélation ;

4. ICC � 0:9 : corrélation excellente.

Que ce soit avec la méthode traditionnelle ou par apprentissage automatique, les corrélations

sont très bonnes voire excellentes pour le Groupe 1. Il est surprenant au premier abord de

voir que la corrélation au sein du Groupe 2 reste bonne. Il faut néanmoins remarquer que

dans ce groupe de nombreuses valeurs de l'OR sont plus basses que 0.01µL � 1 au contraire

du Groupe 1. Cela est probablement dû à des segmentations moins maîtrisées (car pulsation

manquante) menant à des plus grandes variations de volume� V. D'après l'équation 2.1, cela

donne e�ectivement une plus basseOR.
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CHAPITRE 5 DISCUSSION

5.1 Limitations de la segmentation

5.1.1 À propos de l'entraînement

La première remarque que l'on peut faire au sujet de l'entraînement, peut-être la plus im-

portante, concerne la manière dont ce dernier a été arrêté. Alors que le nombre d'époques

maximum était �xé à 150, l'entraînement était souvent arrêté lorsque les ressources deman-

dées sur les serveurs deCompute Canadaavaient expiré. L'utilisation un peu tardive de la

plateformeMl�ow pour le suivi de l'entraînement a montré que le modèle avait déjà convergé

au bout de quelques époques seulement (voir �gure 5.1). Pour limiter le nombre de ressources

demandées et éviter de s'exposer à des problèmes de surapprentissage, il a ensuite été décidé

de réduire le temps d'apprentissage à une dizaine d'heures. Cette remarque est faite pour

nuancer la manière dont les modèles ont été comparés : certains ont été entraînés plus long-

temps que d'autres. Une condition d'early-stoppingaurait sûrement été préférable pour plus

d'homogénéité.

Figure 5.1 Évolution du mIoU sur l'ensemble de validation au cours de l'entraînement.

La seconde remarque concerne justement la métrique de validation utilisée. Alors que le

problème a été considéré comme une segmentation à deux classes, lemIoU décrit en 3.2.4

fait intervenir la moyenne entre IoU[classe0] et IoU[classe1]. Or, du fait du déséquilibre
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de la représentation de chacune des classes,IoU[classe0] (correspondant à l'arrière-plan) est

souvent bon et peut avoir tendance à gon�er les scores. L'utilisation simple deIoU[classe1], en

plus d'être plus discriminant, aurait permis une comparaison avec l'IoU calculé sur l'ensemble

de test.

5.1.2 Fiabilité des métriques d'évaluation

La segmentation de la choroïde a été évaluée principalement grâce à l'évaluation de métriques

(voir 2.4.1) sur un jeu de données très restreint (29 images), alors qu'il en contient en général

une centaine dans ce qu'on peut voir dans la littérature. Cela rend l'évaluation particuliè-

rement sensible aux données aberrantes (un exemple est donné en �gure 5.2). Ce problème

a été corrigé en prenant la médiane de chacune des métriques au lieu de la moyenne, mais

il devient alors plus compliqué de comparer rigoureusement nos modèles avec l'état-de-l'art.

Dans les sections suivantes on étudiera les di�érentes causes amenant à des segmentations

incorrectes.

Figure 5.2 Exemple de segmentation aberrante. Le masque issu du post-traitement est a�ché
par transparence en magenta.
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5.1.3 Qualité de l'image

Pour comprendre ce qui détermine la qualité d'une image, il faut remonter à son acquisition.

Le patient est censé maintenir son ÷il ouvert sur des durées pouvant aller à plus d'une mi-

nute. Naturellement des clignements arrivent fréquemment ce qui a pour e�et d'interrompre

l'acquisition jusqu'à ce qu'on ait retrouvé une certaine stabilité. Or, en interrompant ainsi

l'enregistrement, il ne devient plus possible de moyenner autant d'images qu'on le souhaite-

rait pour réduire le bruit (paramètre ART �xé à 5 images dans notre cas). Sur la �gure 5.3,

on peut voir la répartition du nombre d'images moyennées par B-Scan. Seul 61% d'entre elles

ont pu respecter le paramètre initial.

Figure 5.3 Histogramme montrant le nombre d'images moyennées par B-Scan pour la réduc-
tion du bruit.

Le bruit dans l'image est limité au maximum en réduisant les sources de lumière dans la

pièce, mais ces précautions ne sont pas su�santes pour l'éradiquer totalement. La métrique

de qualité fournie par la machine (équation 3.1) permet de �ltrer la plupart des images

indésirables mais aucun seuil ne peut être trouvé pour obtenir des images �ables à 100% de

chances. Ce dernier a donc été �xé arbitrairement à 24dB pour sélectionner des images d'une

part, et en garder su�samment d'autre part pour les analyses de pulsation.

Finalement des images où la choroïde est di�cile voire impossible à visualiser subsistent et

perturbent les résultats �naux. En plus de la �gure 5.2, deux autres exemples sont donnés

en �gure 5.4 pour montrer l'e�et du seuillage sur les cartes de probabilité.

Un algorithme de pré-traitement par amélioration de contraste a été proposé en 3.1.2 pour

tenter d'améliorer cette qualité. Les résultats sont visuellement encourageants (�gure 3.3),
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Figure 5.4 Exemples d'images mal contrastées aboutissant à des segmentations incorrectes. De
gauche à droite : l'image originale, la di�érence des canaux en sortie du modèle, la prédicition
après seuillage, la visualisation sur l'image originale.

mais n'ont pas été su�samment exploités pour permettre une amélioration des performances

(elles ont même largement baissé, voir tableau 4.6). Le besoin d'une méthode d'évaluation

de la qualité des images originales se fait donc ressentir.

5.1.4 Traitement de la sortie du modèle

La sortie du modèle est en fait une image à deux canaux qui correspondent respectivement à

la probabilité d'appartenir à la choroïde et à l'arrière-plan. Deux commentaires sont à faire

sur le traitement de cette sortie : sur le passage des cartes de probabilité au masque d'une

part, puis du masque aux frontières d'autre part.

Tout d'abord le passage des cartes de probabilités au masque est une opération équivalente

à un seuillage (seuil égal à 0, appliqué sur la di�érence des deux canaux). Or, ce seuillage ne

tient pas en compte la forme de la choroïde, le fait qu'elle doit être connexe et sans trous.

On se retrouve donc avec des masques incohérents comme en �gure 5.5.

Ensuite, les frontières �nales sont déterminées de manière naïve (voir 3.2.5), car la méthode

suppose que le masque obtenu soit sans artefacts.

Il est possible de travailler plus sur les cartes de probabilités, où l'information est encore

présente avant d'être perdue lors du passage au masque. George et al. [70] ont par exemple

cherché à y détecter des contours grâce à des �ltres de Sobel pour obtenir un rendu plus

cohérent. Ce traitement nécessite de nouveaux paramètres et on risque d'avoir des di�cultés
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Figure 5.5 Exemples de masques incohérents après seuillage sur la di�érence des cartes de
probabilités.

à les �xer pour une amélioration globale des résultats. Un exemple d'application du �ltre est

donné en �gure 5.6. La BM (en rouge) semble facilement détectable, mais la CSI ne forme

pas une ligne continue, impliquant donc un traitement supplémentaire d'interpolation et de

lissage au minimum, avec de nouveaux paramètres à régler.

L'algorithme de post-traitement proposé (3.2.5) visait à nettoyer les artefacts ayant passé le

seuillage pour que la méthode naïve de détection des frontières reste valable. S'il a permis

d'améliorer les résultats, il n'empêche pas la perte d'informations qui étaient présentes sur

les cartes de probabilité. Il est en e�et intéressant de voir l'incertitude du modèle sur des

images où l'Homme a lui-même des di�cultés à localiser la CSI comme sur les exemples de

la �gure 5.4.

5.1.5 Explicabilité des prédictions

La méthode de segmentation proposée a e�ectivement permis une amélioration des résultats

pour une meilleure capture de pulsation. Elle présente le désavantage en comparaison des mé-
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Figure 5.6 Exemple d'application du �ltre de Sobel pour la détection de contours. De gauche
à droite : l'image originale, la di�érence des cartes de probabilités, l'application du �ltre de
Sobel sur cette di�érence.

thodes expertes d'avoir un degré d'explicabilité moindre. La �xation de centaines de milliers

de paramètres est en e�et di�cile à interpréter en comparaison de celle de quelques dizaines

pour les méthodes expertes.

Or, cette interprétation des résultats est importante pour savoir sur quels points se concentrer

pour améliorer les performances. Malgré leur apparence de boîtes noires, des études de couches

intermédiaires ou l'emploi de librairie comme SHAP pourrait aider à comprendre ce que le

modèle a cherché à reconnaître. Il peut s'agir de vaisseaux, de gradients, d'une texture, etc.

5.2 Limitations de la capture de pulsation

Le mesure du rythme cardiaque par notre méthode repose sur un principe simple : passer un

signal temporel dans le domaine fréquentiel et y chercher un pic. Cependant la qualité du

signal est variable. L'exemple donné en �gure 3.11 montre par exemple des variations dans

le temps inhomogènes, rendant di�ciles une interprétation de l'amplitude de variation de

l'épaisseur choroïdienne, malgré �ltrage et suppression de données aberrantes.

D'autre part, le pic est recherché dans une fenêtre fréquentielle assez large (17.5% d'erreur

autorisée par rapport à la fréquence mesurée avec un oxymètre de pouls), ce qui augmente

le risque de détection de faux positifs. Dans un cadre idéal la mesure du rythme cardiaque

devrait se faire en même temps que l'acquisition des vidéos, avec l'emploi d'électrodes par

exemple.

En�n, on recherche une pulsation qui n'est pas nécessairement présente. En e�et il est connu

que le sang dans les veines pulse moins (voire pas du tout comme le proposent Berisha et

al. [80]) que les artères. Étant donné que la répartition des artères et des veines dans la
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choroïde n'est a priori pas connue, il n'est pas impossible que l'absence de pulsatilité sur

la région observée (centrée sur la fovéa) soit en fait naturelle. Il est aussi possible qu'en

prenant la valeur moyenne de l'épaisseur choroïdienne sur chaque B-Scan des informations

de pulsatilité soient perdues au milieu d'informations de non-pulsatilité. Une analyse locale

serait nécessaire pour étudier les zones de pulsatilité mais cela demanderait un algorithme

de recalage plus robuste que ce qui a été proposé en 3.1.2.

Cela expliquerait le plafonnement des performances à 69% pour les vidéos du groupevalid300

(voir 4.9).

5.3 Limitations dans le calcul de la rigidité oculaire

Les résultats de répétabilité présentés en �gure 4.8 sont prometteurs mais il convient de les

nuancer.

Tout d'abord l'équation de Friedenwald est critiquée en particulier pour ses conditions d'ex-

périmentations (sur des yeux énucléés). La notion même de rigidité oculaire, qui n'est pas

nécessairement constante, serait donc à remettre en question. Des alternatives ont été pro-

posées, notamment par Silver et al. [4].

Le modèle mathématique proposé pour le calcul de la variation de volume est très général.

L'épaisseur choroïdienne est très inhomogène rien que sous la macula, ce qui laisse penser

qu'un modèle basé sur des sphères est probablement trop simpliste. Cependant en l'absence

d'autres connaissances et d'outils de visualisation permettant des clichés plus larges, il est

compliqué de proposer mieux.

En�n � CT, dont les défauts de mesure ont déjà été mentionnés dans la section précédente,

est directement impliqué dans le calcul de la rigidité oculaire.

Ces remarques tendent à dire que les mesures de rigidité ne sont certainement pas les mesures

réelles. Cependant le but n'est pas d'obtenir une mesure précise de rigidité mais de pouvoir

comparer di�érents groupes de patients. À ce jour, l'indice de rigidité proposé ne parvient

pas totalement à séparer les patients de di�érents groupes.
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CHAPITRE 6 CONCLUSION

6.1 Synthèse des travaux

Les travaux de recherche présentés dans ce mémoire concernent principalement la segmenta-

tion de la choroïde sur images OCT. En e�et, la mesure de la rigidité oculaire et la capture de

la pulsation dépendent directement de la robustesse de cette tâche. L'intérêt majeur de cette

recherche était de montrer l'e�cacité d'un entraînement "faible", qui utilisait certes quelques

références non �ables, mais permettait d'exploiter une base de données bien plus large que

ce qu'on peut voir dans la littérature.

C'est la di�culté à trouver des paramétrages su�samment généraux pour la méthode tradi-

tionnelle qui nous a motivé à nous intéresser aux méthodes par apprentissage automatique.

Les ressources mises à disposition par Compute Canada ont permis d'e�ectuer de nom-

breux tests en faisant varier des paramètres d'entraînement, mais aussi en rajoutant du pré-

traitement et du post-traitement. Les résultats montrent que de nombreuses con�gurations

sont équivalentes, que ce soit en termes de segmentation pure ou de capture de la pulsation.

Il est tout de même important de souligner l'apport positif de l'augmentation de données. Sa

raison d'être était de pouvoir résister face à un bruit qu'il n'y avait pas forcément dans les

images d'entraînement. Si on a pu observer une réelle hausse des performances, une analyse

complémentaire de résistance auspeckle noisea permis de con�rmer ce constat.

À l'issue de ces tests il était intéressant de voir que nos modèles se situaient dans les standards

de l'état-de-l'art. Il faut tout de même nuancer ces résultats. Le jeu de test récupéré ne

contient que très peu de données avec peu d'information sur leur provenance. Pour une

comparaison plus rigoureuse il manque une base de données plus large. On touche du doigt

le problème central qui s'est posé durant cette période de recherche. L'absence de données de

référence a d'abord empêché d'optimiser les paramètres de la méthode traditionnelle que nous

utilisions. Elle nous a ensuite contraint à trouver une solution pour entraîner des modèles

d'apprentissage automatique sans annotations manuelles. En�n, cette absence nous empêche

d'évaluer ces modèles comme il se doit. À ce stade il est di�cile d'envisager une solution

autre que de former un jeu de données de test plus conséquent (au moins 100 images) et plus

maîtrisé (en particulier en ce qui concerne la qualité des images).

À l'issue de l'entraînement, une analyse des cartes de probabilité en sortie des modèles a pu

mettre en valeur leur capacité à détecter la choroïde lorsqu'elle est clairement apparente, et

à montrer son indécision lorsque le contraste diminue. Ces cartes sont le véritable résultat
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de l'apprentissage. Beaucoup d'information a été perdue lors de leur traitement. Une analyse

plus poussée de ces chi�res ainsi qu'une méthode pour démysti�er ce qui a incité le modèle

à les a�cher seraient probablement valorisées.

En étant tout de même con�ants de nos performances de segmentation, les mesures de rythme

cardiaque et de rigidité oculaire pouvaient se faire plus sereinement. Dans plus de 91% des

vidéos, la fréquence cardiaque a été trouvée (avec un taux de con�ance de 95%) avec au

moins un modèle. Un plafonnement de ce rapport à 69% est observé lorsqu'ils sont pris

individuellement. Deux raisons permettraient de l'expliquer :1. La qualité générale de cer-

taines vidéos est trop faible pour pouvoir observer la fréquence cardiaque.2. On cherche des

variations qui ne sont peut-être pas visibles sur la fenêtre observée. En e�et, la pulsation

du volume choroïdien peut di�cilement être remis en question compte tenu des observations

faites sur l'IOP et des connaissances anatomiques et biomécaniques que nous avons sur l'÷il.

Cependant nous n'avons accès qu'à une petite partie du système vasculaire, réduisant ainsi

nos chances d'observer la moindre amplitude. Cette dernière n'est d'ailleurs que de quelques

pixels sur les B-Scans du Heidelberg Spectralis OCT1. Elle devrait être plus élevée sur des

images de meilleure résolution provenant du Heidelberg Spectralis OCT2 ou du Zeiss Plex

Elite.

En�n, l'analyse des mesures de rigidité oculaire a d'abord montré une excellente répétabi-

lité. En isolant les valeurs jugées peu �ables (lorsqu'aucune fréquence cardiaque n'a pu être

associée), on peut a�rmer que les mesures donnantOR < 0:01�L � 1 sont peu crédibles. Hor-

mis pour le groupe de patients "Bleb" où les chi�res sont conformes à ce que l'on pouvait

s'attendre, les résultats sont surprenants. Les cas de fortesIOP (fréquents chez les patients

atteints de glaucome) semblent aussi corrélés à une baisse de rigidité. Alors qu'on aurait pu

envisager une augmentation de cette dernière pour les patients touchés par la DMLA humide,

à cause du plus forte concentration de vaissaeaux, les chi�res montrent qu'il n'y a pas de

di�érence notable avec les patients sains.

6.2 Améliorations futures

La méthode de segmentation implémentée est certainement la meilleure que notre laboratoire

ait pu posséder jusqu'alors.

Alors que les performances ne sont pas encore parfaites, une bonne caractérisation de la

qualité des vidéos est nécessaire pour pouvoir éliminer celles où la pulsation du volume

choroïdien ne peut pas être observé. Dans cette quête l'utilisation des cartes de probabilité

semble être un premier point d'entrée. En e�et, elles permettent de visualiser les zones où la
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localisation de la CSI est incertaine, et les premières analyses montrent qu'elles concernent

les régions de l'image où le contraste est faible (�gure 5.4). On pense donc qu'une étude de

ces cartes, par exemple en comparant le gradient au niveau de la BM (très fort) et au niveau

de la CSI (plus ou moins élevé suivant l'incertitude), est une piste crédible pour distinguer

les images "segmentables" des autres.

Mises à part ces zones d'incertitudes, les masques obtenus contiennent parfois des artéfacts

indésirables. Certains ont été supprimés par post-traitement (cf. 3.2.5) et d'autres sont restés

comme en �gure 5.2. On remarque que ces artefacts sont souvent éloignés de la position réelle

de la CSI. Des textures très similaires à celle de la choroïde peuvent en e�et se situer au milieu

de la sclère. Il est donc di�cile de blâmer le modèle. Néanmoins une certaine cohérence de

la segmentation devrait être prise en compte. La solution réside peut-être au niveau de la

fonction de coût. En e�et, la Cross Entropy cherche à maximiser le nombre de pixels bien

classés mais fait peu attention aux faux positifs éloignés de la CSI réelle. Une fonction de

coût prenant en compte cette distance, par exemple en combinant la MAE sur la BM et la

MAE sur la CSI, paraît bien plus robuste.

En plus de tests sur les fonctions de coût, une autre variante des modèles serait souhaitable.

Il s'agit de la prise en compte de l'aspect temporel. Cet aspect avait déjà été traité avec

succès avec la méthode par recherche de plus court chemin (voir annexe E). Une approche

logique serait d'exploiter des réseaux de neurones de type RNN ou LSTM qui ont justement

été conçus pour traiter des informations séquentielles. Dans l'immédiat, la solution la plus

simple est d'élargir le nombre de canaux en entrée des CNNs. Cela permettrait d'intégrer les

trames adjacentes pendant l'inférence pour éviter des problèmes d'incohérences comme en

�gure 6.1.

En�n, la nouvelle méthode par apprentissage automatique a dépassé les performances de

la méthode traditionnelle dont les segmentations étaient utilisées pour l'entraînement. En

relançant un entraînement en prenant nos nouvelles segmentations comme annotation, on

peut espérer une nouvelle amélioration des résultats. Cette technique s'appelle leself-learning

et peut être réitérée autant de fois qu'on le souhaite.

Lorsque la tâche de segmentation sera pleinement considérée comme fonctionnelle, les ana-

lyses de rigidité oculaire seront plus intéressantes. En�n nous serons capables de tester des

variantes du modèle mathématique présenté en section 2.1.5 et de l'équation de Friedenwald

(équation 2.1) pour remettre en cause leurs hypothèses.
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(a) Trame -1
t � 1 = � 0:132s

(b) Trame 0
t � 1 = 0s

(c) Trame +1
t � 1 = +0 :124s

Figure 6.1 Exemple d'incohérences (en rouge) dans la segmentation (BM en bleu, CSI en
orange) qui apparaissent clairement lorsque l'on compare des trames consécutives.
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ANNEXE A VISION PAR ORDINATEUR

Si l'÷il qui a été décrit précédemment (voir 2.1.1) nous permet d'acquérir des images, nous

possédons également comme de nombreux êtres vivants un organe très puissant nous per-

mettant de les analyser : le cerveau. Il nous permet de reconnaître des objets, des visages,

de la végétation, des animaux, des couleurs, des sources de lumière, etc. Naturellement il

est aussi possible de reconnaître ces éléments sur des images et de résoudre des problèmes

comme la classi�cation d'image, la localisation d'image, la détection d'objet ou la segmen-

tation d'objet. Comme de nombreuses tâches on a cherché à les automatiser pour les rendre

plus rapides et plus �ables. En e�et, en particulier depuis l'avènement du Web, les banques

d'images ne manquent pas et le besoin d'automatisation se fait de plus en plus ressentir.

C'est ce processus automatique de capture, de traitement et d'analyse des images que nous

appelons "Vision par ordinateur". Les di�érentes tâches dont elle est chargée d'accomplir sont

décrites ci-après. La Figure A.1 permet de visualiser ce qui les di�érencie.

Classi�cation d'image

Il s'agit du problème le plus simple. L'objectif est de coller une "étiquette" sur une image,

avec un nombre plus ou moins grand de possibilités. On dit que ce problème est plus simple

car aucune justi�cation sur la classi�cation n'est demandée. Il n'est en e�et pas nécessaire

de localiser précisément l'objet sur l'image, ni d'indiquer les éléments qui nous ont permis de

prendre une décision pour la classi�cation. La �gure A.1a est un exemple très classique de

classi�cation d'image. L'être humain est capable de reconnaître un chat malgré une image

complexe avec plusieurs objets au premier plan et en arrière-plan. Il s'agit d'un processus où

il n'a pas consciemment cherché à reconnaître les oreilles, les pattes, les poils, etc. En réalité

il serait même très di�cile de dé�nir précisément ce qu'est un chat ou n'importe quel autre

objet. Dans certains problèmes il est parfois nécessaire d'assigner plusieurs étiquettes à une

même image, on parle alors de classi�cationmulti-label ;

Localisation et détection d'objet

Pour certaines applications il peut être nécessaire en plus de la classi�cation de localiser où

se situe l'objet sur l'image. Il s'agit d'une tâche plus complexe car cette donnée n'était pas

demandée pour la simple classi�cation. Cette localisation est en général donnée par des boîtes

englobant les objets en question. Lorsqu'un seul objet est présent sur l'image, on parle de
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localisation d'objet et lorsque plusieurs sont visibles on parle plutôt de détection d'objets.

Segmentation

La tâche de segmentation est encore plus précise puisqu'on ne va plus se contenter de simples

boîtes englobantes. Dans ce cas-ci on cherche à classi�er chaque pixel de l'image. Il est donc

ici bien important de détecter les contours de chaque objet. D'autre part, dans le cas où

deux objets de la même classe sont présents dans l'image, deux pixels peuvent être classés

de manière identique sans appartenir au même objet. Or, dans certains cas il est nécessaire

de bien séparer les objets, ainsi est donc née la di�érence entresegmentation sémantique

et segmentation d'instances . La segmentation sémantique se contente de classi�er chaque

pixel sans se soucier s'ils appartiennent au même objet ou non. La segmentation d'instances

est donc la tâche la plus compliquée puisqu'elle nécessite de bien séparer tous les objets,

même s'ils appartiennent à la même classe.

Dans le cas de mon projet de recherche, la segmentation de la choroïde joue un rôle pri-

mordial. Étant donné qu'on ne cherche pas à distinguer plusieurs couches et qu'il n'existe

qu'une instance de choroïde possible, seule la segmentation sémantique d'une classe unique

est nécessaire. C'est équivalent à un problème à deux classes (choroïde/arrière-plan).
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(a) Classi�cation mono-label (b) Classi�cation multi-labels

(c) Localisation d'objets (d) Segmentation d'instances

(e) Segmentation sémantique #1 (f) Segmentation sémantique #2

Figure A.1 Illustrations de quelques tâches de vision par ordinateur. Modi�cations à partir
d'une image appartenant au domaine public. (a) Une seule annotation est nécessaire pour
la classi�cation. (b) Plusieurs annotations sont nécessaires. (c) Des boîtes englobantes per-
mettent de localiser les objets. (d) Classi�cation par pixel et séparation des instances d'une
même classe. (e) Classi�cation par pixel sans séparation des instances d'une même classe. (f)
Classi�cation par pixel de plusieurs classes.



87

ANNEXE B APPRENTISSAGE PROFOND

L'apprentissage profond (oudeep-learning) est une technique d'apprentissage automatique

visant à entraîner des modèles à prédire les bonnessorties à partir de certainesentrées. Trois

éléments essentiels ont permis une évolution impressionnante au cours des années 2010 : le

développement d'une multitude d'architectures deréseaux de neurones , la création de

bases de données volumineuses et la croissance exponentielle de lapuissance de calcul

de nos machines. C'est l'utilisation de réseaux de neurones qui le distinguent des techniques

se basant sur d'autres types de modèles (SVM, Random Forest, méthodes bayesiennes,...).

Cette discipline a été massivement adoptée notamment grâce à ses performances dans des

domaines comme la vision par ordinateur, le traitement automatique des langues naturelles

ou encore la reconnaissance vocale avec des cas d'applications concrets (voitures autonomes,

analyse de documents, assistants personnels intelligents, ...).

Pour ce qui concerne la vision par ordinateur, ils sont utilisés aussi bien pour la classi�cation

d'image que pour de la segmentation (voir A). Cette section a pour but de montrer l'évolution

de la structure de base de ces réseaux (les neurones) jusqu'aux dernières architectures de

réseaux de neurones convolutionnels (CNNs).

B.1 Du neurone simple aux réseaux de neurones profonds

Le neurone simple (ou neurone formel) est la brique élémentaire des réseaux de neurones.

Sa première apparition vient du modèle mathématique du neurone biologique publié par

McCulloch et Pitts [81] en 1943. Il consiste en une fonction à plusieurs entrées et à valeurs

réelles. Trois éléments permettent de distinguer un neurone d'un autre : lenombre d'entrées,

les poids et la fonction d'activation. Ces éléments sont représentés sur la �gure B.1.

La règle de calcul du neurone simple à m entrées s'écrit comme suit :

y = h(x) = f (w0 +
mX

i =1

wi :x i ) (B.1)

où x = f x i ; i 2 1; :::; mg sont lesentrées, f wi ; i 2 0; :::; mg sont lespoids et f est la fonction

d'activation. Le termew0 est un terme de biais permettant de modéliser des fonctions a�ne.

Il peut être associé à une entrée supplémentaire qui serait égale à 1.

Dans le modèle proposé par McCulloch te Pitts la sortie était binaire (0 ou 1) et était obtenue

grâce à la fonction de Heaviside comme fonction d'activation. C'est l'utilisation de nouvelles
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Figure B.1 Illustration d'un neurone formel, avecx i sont les entrées,wi les poids du neurone,
f la fonction d'activation et y la sortie.

fonctions d'activation qui a permis la création de variantes de ce neurone formel (�gure B.2).

Si le neurone simple est capable de modéliser certaines fonctions logiques comme le "OU" lo-

gique ou le "ET" logique, il n'est pas su�sant pour représenter le "OU exclusif" par exemple

et encore moins des fonctions plus complexes. Or, ce modèle a été créé dans le but de re-

présenter certains comportements biologiques et en particulier nos facultés d'apprentissage.

Plus concrètement, les neurones formels ne peuvent représenter que des fonctions linéaires

séparables.

Même si la comparaison avec le cerveau humain et ses milieux de neurones interconnectés

ne dépasse pas le stade de vulgarisation, on comprend aisément qu'une fonction complexe

ne peut être reproduite que par l'association de ces neurones arti�ciels. C'est ainsi que sont

nés les réseaux de neurones. Dans ce genre de réseaux, la sortie d'un neurone devient l'entrée

d'un autre, jusqu'à obtenir une valeur renvoyée par un neurone �nal, comme illustré en �gure

B.3.

On voit apparaître une succession de couches dans le réseau, ce qui lui donné le nom de

"profond". Cette connexion entre ces neurones arti�ciels est analogue aux connexions entre

les neurones biologiques qui se font avec des synapses. Ces réseaux peuvent être con�gurés

de telle sorte à pouvoir retourner plusieurs sorties en même temps, leur permettant ainsi

de modéliser des fonctions beaucoup plus complexe. La "seule" condition est de trouver les

bons poids associés aux bonnes fonctions d'activation. Cependant, on se rend rapidement

compte que ces poids, aussi appelés paramètres, peuvent se compter par plusieurs dizaines

de millions, parfois plus. Une assignation manuelle de ces poids est donc naturellement à

proscrire et ce sont les méthodes automatiques visant à leur donner une valeur qui donnent
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(a) Heaviside (b) Fonction signe (c) Fonction identité

(d) Sigmoïde (e) Tangente hyperbolique (f) ReLU

Figure B.2 Quelques fonctions d'activation.

de l'intérêt à ces réseaux.

B.2 Apprentissage des paramètres

De la même manière que le cerveau d'un nouveau-né ne possède pas encore toutes les facultés

pour interagir avec son environnement mais arrive à s'adapter au cours du temps en fonction

d'expériences, le principe de l'apprentissage d'un point de vue formel consiste à paramétrer

correctement des modèles arti�ciels pour qu'ils puissent remplir leur tâche. Dans le cas des

réseaux de neurones, il s'agit d'assigner les bons poids à chaque neurone. Des réseaux de

neurones simple-couche dotés de règles d'apprentissage apparaissent en 1957 avec le percep-

tron de Rosenblatt [82] et en 1960 avec le réseau ADALINE de Widrow et Ho� [83]. On voit

notamment l'apparition du taux d'apprentissagequi est un paramètre essentiel aujourd'hui

et d'une fonction de coût (erreur des moindres carrés) pour comparer la sortie du modèle à

une sortie réelle. Les poids du modèle sont mis à jour via la formule suivante :

w  w � � (y � y0)x (B.2)

avec :

� x = ( x1; :::; xn )T le vecteur d'entrées

� w = ( w1; :::; wn )T le vecteur de poids
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Figure B.3 Illustration d'un réseau de neurones à trois couches.

� � le taux d'apprentissage

� y0 2 R la sortie désirée

� y 2 R la sortie réelle

Il s'agit en fait d'un algorithme d'optimisation dont le but est de minimiser l'erreur via une

méthode de descente du gradient. Le choix de la fonction de coût est donc important. Plus

de détails sont donnés en annexe C.

Le même principe est utilisé pour des réseaux multi-couches (MLP). Cependant, la règle de

calcul de la sortie est désormais une composition des règles de chacune des couches (équation

B.3), ce qui complique le calcul du gradient.

y = h(x) = hn � ::: � h3 � h2 � h1(x) (B.3)

Dans les années 1960, une méthode de calcul basée sur la règle de la chaîne fait son apparition :

la rétro-propagation du gradient.

Werbos [84] propose en 1974 de l'appliquer aux réseaux neuronaux, ce qui a été fait en 1986

par Rumelhart [85] et en 1987 par Yann LeCun [86]. Si le problème du calcul du gradient

dans les réseaux était résolu, permettant déjà des avancées considérables, l'algorithme de

descente du gradient a été modi�é pour donner d'autres variantes pour l'optimisation (SGD,

Adam, ...).

Tous les éléments théoriques sont donc disponibles à cette période pour apprendre une in�nité

de fonctions complexes aux applications tout autant nombreuses. Cependant, la pratique

montre qu'un réseau de neurones est parfois soit trop simple, soit impossible à entraîner

au vu de sa taille et des capacités de calcul de l'époque. L'architecture des réseaux, leur
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optimisation, sont donc devenus des éléments clés pour la perpétuité de la discipline. Dans

le cas de la vision par ordinateur, des réseaux de neurones d'un nouveau genre font leur

apparition : les CNNs.

B.3 Les réseaux de neurones convolutifs (CNN)

Du cognitron au premier réseau convolutif

Dans le but de progresser dans le domaine de la reconnaissance visuelle, Fukushima inventa

en 1975 le cognitron [87], en introduisant des couches depooling , puis le néocognitron en

1980 [88] qui permet de réduire le nombre de paramètres avec l'idée dupartage des poids .

C'est sur ce travail que se sont appuyés LeCun et al. [89] pour construire les premiers réseaux

de neurones convolutifs, performants par exemple pour lire desdigits de basse résolution

comme celui donné en �gure B.4. Cependant, par manque de bases de données conséquentes,

ils sont di�cilement utilisables pour des images plus complexes.

Figure B.4 Exemple d'undigit basse résolution de la base de données MNIST.

L'AlexNet ouvre une nouvelle ère

Malgré l'introduction du LeNet par LeCun en 1998, il faut attendre 2012 et la création du

AlexNet [90] (entraîné sur les millions d'images de la base de données ImageNet) pour donner

un nouvel élan à ces modèles. Ce modèle a notamment introduit des concepts algorithmiques

importants avec la fonction d'activation reLU (intégration de non-linéarité) et Dropout

(pour limiter le sur-apprentissage). Une propriété remarquable de ces réseaux construits sous

forme pyramidale est la capacité de chaque couche à reconnaître certaines formes, ce qui les

rend particulièrement adaptés pour l'extraction de descripteurs (éléments caractéristiques)

sur les images. En e�et, comme on peut le voir sur la �gure B.5, les premières couches servent

à détecter de simples arêtes ainsi que leur orientation, les couches d'après sont capables
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d'extraire des coins ou autres associations d'arêtes, celles qui suivent peuvent reconnaître des

formes géométriques plus complexes, etc.

Figure B.5 Représentation d'un modèle CNN. Plus la couche est profonde, plus les formes
reconnues sont complexes.

Dès lors les nouvelles architectures se sont multipliées :

� Les réseaux VGG (2014) [91] utilisent des noyaux de convolution plus petits (3x3

contre 5x5 voire 11x11 avant) pour mieux conserver les propriétés de l'image ;

� le GoogleNet (2014) [92] connecte des réseaux entiers entre eux, rendant les modèles

hyper-profonds et vulnérables au problème duvanishing gradient;

� Le ResNet (2015) [93] a permis de répondre à cette complication avec l'introduction des

"identity shortcut connections". Ces connexions ont pour e�et une meilleure circulation

de l'information dans le réseau, en particulier du gradient. Il a permis des progrès tels

qu'il est encore massivement utilisé aujourd'hui. Le nombre de couches détermine

l'appellation �nale de l'architecture. Par exemple, les ResNet-34 et ResNet-101 ont

été utilisés dans le cadre de la segmentation de la choroïde.
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Les CNNs pour les tâches de segmentation

La publication de Long en 2014 [94] sur les FCNs a démontré toute la puissance des CNN pour

la segmentation sémantique. Depuis les structures du type encodeur-décodeur ont proliféré

sous diverses formes. L'encodeur a pour rôle d'extraire les descripteurs de l'image sous forme

condensée et le décodeur est chargé de reconstruire une image de sortie de même taille

que l'image d'entrée à partir de ces descripteurs. Fort de ses performances, le ResNet est

omniprésent en tant qu'encodeur aujourd'hui (plus de quatre fois plus que VGG, VGG-16,

MobileNetV2, ou encore le DenseNet en 2021 - https://paperswithcode.com/method/resnet).

Parmi les architectures connues on retrouve :

� le U-Net de Ronneberger et al. (2015) [95] qui s'est révélé e�cace dans le domaine du

biomédical grâce à ses "skip connections" (voir �gure B.6) et à sa capacité à apprendre

avec peu de données. Les "skip connections" permettent de garder une résolution cor-

recte lors de la phase deupsamplingdans le décodeur ;

� le SegNet de Badrinarayanan et al. (2016) [96] dont l'innovation réside dans le fonc-

tionnement du décodeur (les indices des valeurs retenues lors dupoolingsont réutilisés,

voir �gure B.7). L'image a ensuite besoin d'être densi�ée, ce qui se fait par convolution

avec des �ltres dont les poids peuvent être réglés lors de l'entraînement ;

� Les DeepLabV1 et DeepLabV2 (2015) [97], DeepLabV3 (2017) [98] et DeepLabV3+

(2018) [99] de Chen et al. qui ont créé puis amélioré le principe de "convolution creuse"

(atrous convolution). Ces dernières ont pour but d'agrandir la taille du champ récep-

teur tout en restant e�cace d'un point de vue calculatoire. Autrement dit, ils per-

mettent d'encoder des objets à plus grande échelle dans l'image, alors que la taille des

noyaux de convolution ont été réduits depuis les réseaux VGG.

B.4 Limitations de l'apprentissage profond

Si l'utilisation de l'apprentissage profond a augmenté exponentiellement dans les années 2010

grâce à ses résultats impressionnants dans des domaines variés, la technique ne reste pas sans

limitation. Tout d'abord, elle reste extrêmement gourmande, que ce soit en temps ou en

énergie. Alors que le développement des GPUs et l'amélioration continue de la puissance

de calcul a permis son développement, tout modèle sobre dans sa structure et dans son

temps d'entraînement sera fortement valorisés aujourd'hui. Bien que l'utilisation de ressources

comme les serveurs de Compute Canada ou les plateformes Google Colab et Google Cloud

se sont démocratisées pour ce genre de calculs intensifs, les utilisateurs restent dépendants

des �les d'attente, des temps de calculs pouvant excédés plusieurs jours, de la maintenance

des machines, etc.



94

Figure B.6 Exemple d'architecture U-Net caractérisée par les "skip connections", par
Crude2re�ned, sous licence CC-BY-SA-4.0 autorisant le partage.

Ces temps de calculs augmenteraient encore si les CNNs étaient entraînés à partir de zéro,

c'est-à-dire avec des poids initialisés aléatoirement. Heureusement la technique de�ne-tuning

qui consiste à initialiser les poids à partir de modèles ayant été préalablement entraînés sur

d'autres données permet de contourner ce problème. Ce qui a été appris sur la base de données

source est "transféré" et utilisé sur la base de données cible. Elle permet également d'éviter

la convergence trop rapide vers des minima locaux.

En�n, le type d'apprentissage préconisé est souvent l'apprentissage supervisé, ce qui suppose

l'existence d'une large base de données annotées pour évaluer ses résultats au fur et à me-

sure. Cependant pour beaucoup d'applications ces bases n'existent pas. À nouveau plusieurs

techniques ont été élaborées dans ces cas-là :

� l'apprentissage semi-supervisé qui n'utilise qu'un nombre limité de données annotées ;

� la "supervision faible" qui utilise pour l'entraînement des données annotées mais pos-

siblement brouillées, partiellement fausses ou imprécises ;

� les méthodes semi-automatiques d'annotation qui reposent en général sur des algo-

rithmes experts pour générer des annotations en première approximation avant d'en

faire des véri�cations et éventuellement des corrections par un expert.
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Figure B.7 Principe de fonctionnement du décodeur des SegNet. Les indices de l'opération de
max poolingdans l'encodeur sont conservés pour être réutilisés lors de la phase deupsampling.
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ANNEXE C DESCENTE DE GRADIENT - RÔLE DU TAUX

D'APPRENTISSAGE

La descente de gradient est un algorithme d'optimisation visant à minimiser l'erreur mo-

délisée par une fonction de coût. Il est donc utile lorsque l'on cherche à paramétrer des

variables. L'objectif de l'annexe est de montrer en quoi le taux d'apprentissage est important

et comment il peut in�uer sur le résultat �nal.

Figure C.1 Exemples d'application de l'algorithme de descente de gradient avec la même
fonction de coûtL et le même poids de départwinitial mais deux taux d'apprentissage di�érent
� 1 < � 2.

Sur la �gure C.1, une fonction de coût arbitraire à une entrée a été dessinée pour illustrer

comment s'applique l'algorithme de descente de gradient avec deux taux d'apprentissage

di�érents � 1 et � 2. À chaque itération, le gradient est calculé sur une fonction de coûtL et

est utilisé pour donner la direction et l'intensité à prendre pour l'itération suivante (on va

en sens inverse). Le taux d'apprentissage pondère simplement cette intensité. Dans le cas

général :

w  w � � r L(x) (C.1)

Pour l'exemple ci-dessus le taux� 2 a permis de trouver un minimum local plus bas qu'avec
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� 1. Cette annexe n'avait pour but de montrer que� 2 est préférable à� 1 en général, mais

simplement l'e�et que peut avoir le taux d'apprentissage sur le résultat �nal. Naturellement

le changement de la fonction de coûtL a un impact direct sur le calcul du gradient et donc

sur les paramètres �naux.
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ANNEXE D ARCHITECTURE DU CODE

En guise d'introduction aux parties qui vont suivre, cette section donne un point de vue

global du code chargé de traiter les données pour aboutir aux di�érentes mesures souhaitées

(OR, pulsation).

Le code principal (en Matlab) est structuré sous une formeorienté-objet composée de neuf

classes :

� @BaseClass : Classe abstraite dont hériteront les classes @BScan, @OCTmovie, ...

pour leur permettre de charger un loggueur de la classe @LogObject mais aussi d'in-

teragir entre elles.

� @BScan : Classe dont les instances répertorie les propriétés des images issues des

appareils OCT (dimensions, qualité, positions de la BM et de la CSI, ...).

� @GraphIm : Classe pouvant stocker des graphes et générer des plus courts chemins.

� @HRMonitor : Classe spécialisée dans le traitement du signal dans le but de capter

une pulsation liée au rythme cardiaque.

� @LogObject : Classe permettant d'a�cher et sauvegarder des messages.

� @OCTmovie : Classe centrale permettant d'e�ectuer des opérations sur une vidéo

dans son entièreté : chargement des B-Scans, segmentation des di�érentes couches du

fond d'÷il, calcul de la rigidité,... Elle est notamment composée d'une liste d'objets de

la classe @Bscan et d'une instance de chacune des classes @VideoLoader, @Segmenter,

@Registrar, @HRMonitor, @Visualizer.

� @RegistrationManager : Classe spécialisée dans le recalage des images par rapport

à une image de référence.

� @Segmenter : Classe spécialisée dans la segmentation de la choroïde. Son paramètre

le plus important est la méthode utilisée :Graph-Searchou Deep-Learning. La méthode

Deep-Learninga la particularité d'appeler des modules Python pour l'inférence.

� @VideoLoader : Classe dont la fonction est de charger les images provenant d'ap-

pareils divers.

� @Visualizer : Classe contenant les attributs et méthodes nécessaires à l'a�chage de

résultats, notamment le position des délimitations de la choroïde sur les images.

Un diagramme UML simpli�é est donné en �gure D.1 pour mieux comprendre les intéractions

entre les classes.
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Figure D.1 Diagramme UML simpli�é du code Matlab orienté objet pour le traitement de
vidéos contenant des images OCT.
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ANNEXE E SEGMENTATION PAR RECHERCHE DE GRAPHE

L'algorithme de segmentation utilisé au début de projet provenait du code source fourni par

J.Mazzaferri [55]. La méthode peut être décrite par l'enchaînement de fonctions suivant :

1. Première estimation de la position de la BM.

(a) Analyse des gradients dans l'image pour trouver le masque de la RPE.

(b) S'en servir pour trouver la BM par la recherche d'un plus court chemin (Dijsktra).

2. Première estimation de la position de la CSI.

(a) Filtrer les B-Scans originaux par un �ltre gaussien pour enlever du bruit.

(b) Analyse des dérivées première et seconde sur chaque A-Scan pour trouver des

n÷uds candidats.

(c) Calculer la probabilité de chaque pixel d'appartenir à la CSI en appliquant de

multiples �ltres de Gabor.

(d) Construire un graphe à partir des n÷uds candidats et des probabilités.

(e) Recherche d'un plus court chemin pour pour dessiner la CSI (Dijstra).

3. A�nement de la position de la BM.

(a) Se servir de la première approximation pour aligner les B-Scans (aplanissement de

la BM).

(b) Moyenner des B-Scans pour réduire le bruit.

(c) Trouver la BM par une méthodegraph-cut

4. A�nement de la position de la CSI.

(a) Examiner statistiquement la position de la CSI déterminée sur chaque A-Scan.

(b) Mettre à jour les poids du graphe en tenant compte de ces statistiques.

(c) Faire une nouvelle recherche de plus court chemin.
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