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RÉSUMÉ

Cette thèse vise à développer des algorithmes d’optimisation aptes à minimiser une fonc-
tion objectif présentant des discontinuités. Ce manuscrit propose d’abord une introduction
aux concepts fondamentaux de l’optimisation discontinue, accompagné d’une revue de lit-
térature, puis reprend le contenu de nos travaux de recherche sur le comportement de la
méthode de recherche directe (« Direct Search Method », DSM) dans ce contexte.

Notre première contribution est de rouvrir une discussion sur un travail pionnier dans
l’étude de DSM dans un contexte discontinu, « Analysis of direct searches for discontinuous
functions », Mathematical Programming Volume 133, pp. 299–325, 2012. Cette référence
a identifié une condition technique sur le comportement de DSM qui permet d’étendre les
résultats connus dans le cas continu vers le cas discontinu. Malheureusement, le théorème
énoncé par les auteurs pour s’assurer que cette condition technique est vérifiée comporte une
erreur. Nous mettons en évidence ce problème via un contre-exemple, puis adaptons DSM afin
de le surmonter.

Nous poursuivons avec une étude plus poussée des propriétés théoriques de DSM dans des
cadres présentant des discontinuités potentielles. Pour ce faire, nous identifions une nouvelle
adaptation de DSM permettant de garantir qu’elle génère une solution locale au problème
d’optimisation. Nous prouvons également que ce résultat est plus fort que ceux énoncés dans
d’autres travaux de la littérature, et obtenu sous des hypothèses de travail plus faibles.

Enfin, nous introduisons le cadre de l’optimisation partitionnée, pour permettre à DSM de
traiter efficacement des problèmes de grande dimension dans lesquels les discontinuités de
la fonction objectif ne dépendent que de quelques-unes des variables. Nous optimisons ces
variables par DSM, et en parallèle nous traitons toutes les autres avec un algorithme d’opti-
misation classique. Nous commençons par développer le cadre théorique, et nous prouvons
que cette stratégie identifie une solution locale du problème. Ensuite, nous proposons plu-
sieurs tests numériques pour confirmer qu’il est plus efficace de suivre cette stratégie que
d’optimiser toutes les variables par une méthode d’optimisation sans dérivées.

En complément, nous terminons par une illustration de l’optimisation partitionnée appli-
quée à une classe de problèmes issus du contrôle optimal, où seuls quelques états affectent
un coût de Mayer discontinu et où toutes les autres variables (d’état et de contrôle) affectent
un coût de Lagrange lisse.
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ABSTRACT

This thesis lies in the field of derivative-free optimization, and aims to extend the usual
methods in the literature to the cases where the objective function is possibly discontinu-
ous. This manuscript first introduces the fundamental concepts involved in discontinuous
optimization, accompanied by a literature review. Then, it summarizes the content of my
research papers about the behaviour of the Direct Search Method (DSM) in this context.

The first part of this thesis discusses a former work that contributed to shape discontinuous
optimization, “Analysis of direct search methods for discontinuous functions”, Mathematical
Programming Volume 133, pp. 299–325, 2012. The authors identified a technical condition
about DSM which allows to relax the continuity assumption in most results from the literature,
so they remain valid in the discontinuous case. Nevertheless, this technical condition may be
difficult to satisfy and the related theorem provided by the authors is incorrect. The thesis
highlights this error via a counterexample, and corrects it by adapting DSM.

The second part of the manuscript strengthens the theoretical properties for DSM. It is
proven that under an adaptation explicitly constructed, DSM generates a local solution to the
optimization problem, and this result holds true even in discontinuous cases. It is also proven
that the assumptions this adaptation relies on are weaker and more generic than in former
work from the literature.

Finally, the manuscript introduces the framework of partitioned optimization to allow DSM
to solve large scale problems where the discontinuities in the objective function depend only
on a subset of the variables. The idea is that in such cases, it is more efficient to address
these variables via DSM and to leave all the others to an usual algorithm relying on derivatives.
This hybrid strategy still identifies a local solution to the optimization problem. It is also
proven that the required structure on the optimization problem is common, as it is indeed
met in several classes of problems. Last, some numerical examples are provided, highlighting
that the strategy under discussion is indeed more efficient than regular methods from the
literature.

In addition, the manuscript proposes an illustration of the application of partitioned opti-
mization to a class of optimal control problems where only the Mayer cost (depending on the
state of the sytem at a few times) has discontinuities, while the Lagrange cost (depending
on all others variables) is smooth.
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LISTE DES NOTATIONS NON USUELLES DE MATHÉMATIQUES

Le tableau ci-dessous récapitule l’ensemble des notations mathématiques possiblement
non usuelles utilisées dans ce manuscrit. Nous espérons que le manque de formalisme dans
ce tableau ne perturbe pas la compréhension. Cette page ne vise pas à introduire formelle-
ment ces notations ; toutes sont définies formellement dans le document au moment où elles
apparaissent pour la première fois.

Tableau 0.1 Notations non usuelles utilisées dans ce manuscrit

Notation Signification
≜ Égal par définition (dit autrement, défini comme égal à)
.= Redéfinition
D−⊤ Inverse de la transposée de la matrice inversible D, D−⊤ ≜ (D⊤)−1

R, N Respectivement, R ∪ {±∞} et N ∪ {+∞}
Rn Espace des vecteurs de n ≥ 1 éléments de R
R∗, N∗ Respectivement, R \ {0} et N \ {0}
Sn Sphère unité de Rn, pour une norme donnée
cl(X ), int(X ), ∂X Respectivement, fermeture, intérieur et frontière de l’ensemble X
adh(·) Ensemble des valeurs d’adhérences d’une suite donnée
Br(x) Boule ouverte de rayon r centrée en x
Br Boule ouverte de rayon r centrée en l’origine
#X Cardinal de l’ensemble X
2X Ensemble des parties de X
X1 + X2 Somme de Minkowski entre les ensembles X1 et X2
f(X ) Ensemble des images de X par la fonction f
f−1(Y) Ensemble des antécédents de Y par la fonction f
IX Fonction indicatrice de X
⊔ Union disjointe
f|X Restriction de la fonction f à X
Vf (x) Ensemble Vf (x) ≜ ∩r>0 cl(f(Br(x)))
roundM

δ (·) Fonction d’arrondi sur le treillis M(δ)
dist(x, X ) Distance du point x à l’ensemble X
⌊·⌋, ⌈·⌉ Respectivement, fonction de partie entière et de partie plafond
⌊·⌉ Fonction ⌊x⌉ ≜ ⌊x⌋ si x ≤ 0 et ⌊x⌉ ≜ ⌈x⌉ − 1 si x > 0
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PLAN DU MANUSCRIT ET DÉPENDANCE DES CHAPITRES

Ce manuscrit est composé de huit chapitres, résumés ci-dessous.

Le chapitre 1 est une introduction à la problématique de cette thèse : l’optimisation sans
dérivées (DFO) dans un contexte discontinu. Le chapitre 1.1 précise ce qu’est la DFO, et dans
quels contextes des discontinuités peuvent apparaître. Le chapitre 1.2 poursuit avec une
revue des notions mathématiques fondamentales en DFO. Enfin, le chapitre 1.3 formalise les
objectifs de recherche ayant motivé cette thèse et auxquels ce manuscrit répond. La lecture de
ce chapitre est optionnelle, car seul le problème d’optimisation (P) formalisé au chapitre 1.2.3
intervient dans la suite de ce manuscrit.

Le chapitre 2 passe en revue la littérature en DFO, avec une emphase sur le contexte
discontinu. Le chapitre 2.1 cerne les limites du domaine en identifiant les problèmes sur
lesquels la littérature s’accorde à dire que la DFO n’est pas appropriée. Ensuite, le chapitre 2.2
démontre le manque d’efficacité de toutes les familles de méthodes communes de la DFO dans
des contextes discontinus. La famille des méthodes de recherche directes (DSM) est développée
plus en détails car nous croyons qu’elle est la plus prometteuse dans ce contexte. Ce chapitre
peut être lu sans pré-requis, et est optionnel à la compréhension de la suite.

Ensuite, le chapitre 3 fait la transition entre l’état de l’art et les nouveautés apportées par
cette thèse. L’objectif est de démontrer que l’un des résultats de l’article « Analysis of direct
searches for discontinuous functions », une référence pionnière dans l’étude de DSM dans un
contexte discontinu, contient une erreur dans l’un de ses théorèmes. Notre contribution est
d’identifier cette erreur et de la corriger. Le chapitre 3.1 synthétise le raisonnement mené par
« Analysis of direct searches for discontinuous functions ». Le chapitre 3.2 met en évidence la
partie erronée du raisonnement. Enfin, le chapitre 3.3 propose une adaptation de DSM évitant
l’écueil affectant l’analyse précédente. L’algorithme modifié, rDSM, dépend de DSM mais est
présenté sans dépendance au chapitre 2. Le chapitre 3 peut être lu sans pré-requis.

L’analyse de rDSM est enrichie au chapitre 4. Le chapitre 4.1 prouve que rDSM offre en réalité
un résultat plus fort que ce que « Analysis of direct searches for discontinuous functions »
tentait d’établir. Nous prouvons la convergence vers une solution locale du problème (P), et
nous identifions également comment lever les hypothèses restrictives que cette convergence
requiert. Ces généralisations sont effectuées au chapitre 4.2. Nous y introduisons l’algorithme
cDSM comme généralisation de rDSM, et nous proposons une analyse de convergence dont
nous prouvons qu’elle est la plus générale possible. Il est conseillé de maîtriser les enjeux du
chapitre 3 et de comprendre l’algorithme rDSM avant de commencer la lecture du chapitre 4.
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Le chapitre 5 poursuit avec une stratégie d’optimisation dite partitionnée pour élargir les
frontières de la DFO. Par une technique de reformulation d’un problème, la DFO peut parfois
traiter des problèmes de dimension trop grande pour les approches usuelles. Le chapitre 5.1
présente cette reformulation. Une solution du problème reformulé permet de trouver une
solution du problème initial. De fait, au chapitre 5.2 nous appliquons cDSM au problème re-
formulé pour en obtenir des solutions. Enfin, le chapitre 5.3 identifie des pistes pour simplifier
l’applicabilité de la reformulation en pratique. Malgré sa dépendance à l’algorithme cDSM, le
chapitre 5 est écrit pour être indépendant du chapitre 4 à la lecture.

Le chapitre 6 consiste en un versant numérique et pratique de l’étude de la reformulation
proposée au chapitre 5. D’abord, le chapitre 6.1 illustre comment reformuler un problème de
DFO suivant cette stratégie, via quatre exemples. Ensuite, le chapitre 6.2 complexifie ces quatre
exemples, et compare les performances de solveurs performants de la DFO sur ces problèmes
à une implémentation simple de cDSM résolvant la reformulation. Nous mettons ainsi en
évidence le gain sensible de performance apporté par la reformulation. Le chapitre 6 fait de
nombreuses références au chapitre 5, aussi la lecture préalable de ce dernier est conseillée.

Enfin, le chapitre 7 propose une seconde illustration de l’intérêt de la reformulation. Nous
l’appliquons ici à des problèmes issus du contrôle optimal présentant des discontinuités. Le
contrôle optimal et sa littérature dédiée aux discontinuités sont présentés au chapitre 7.1.
L’application de la stratégie du chapitre 5 suit au chapitre 7.2. Une illustration sur trois
exemples est proposée au chapitre 7.3. Enfin, des pistes d’amélioration de la performance
dans le contexte spécifique du contrôle optimal sont identifiées au chapitre 7.4. Il est conseillé
de maîtriser le contenu du chapitre 5 pour comprendre le chapitre 7 en profondeur.

Le manuscrit se termine sur le chapitre 8, qui offre une synthèse des travaux discutés et
des possibles travaux futurs qui pourraient en découler. Ce chapitre peut être lu sans avoir
connaissance du détail du contenu des chapitres le précédant.

Tableau 0.2 Contenu des chapitres et dépendances de lecture.

(§) Chapitre et thème abordé Dépendances
(1) Introduction : enjeux et objectifs /
(2) État de l’art : manque de méthodes gérant des discontinuités /
(3) Correctif état de l’art : correction d’une erreur dans une référence /
(4) Nouvelles garanties théoriques : analyse poussée des méthodes (3)
(5) Optimisation partitionnée : repousser les limites de la DFO /
(6) Illustrations : mise en application de l’optimisation partitionnée (5)
(7) Contrôle optimal : exemple d’application exigeante (5)
(8) Synthèse des travaux : état actuel et extensions possibles /
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CHAPITRE 1 INTRODUCTION

Les fondations, là-bas. (. . .) Et juste là, un petit géranium. Ouais, ça va être
bien, ça va être très bien même. Bon, bien sûr, là faut imaginer. Allez, j’y vais !
À dans un mois, maximum ! Le temps de trouver Panobémémix, et de revenir.

« Astérix et Obélix : Mission Cléopâtre », tirade de Jamel Debbouze écrite par Alain Chabat.

Le concept d’optimisation désigne une branche des mathématiques visant à calculer une
solution la plus satisfaisante possible à un problème donné. Un bref historique de l’optimi-
sation, pour cerner les enjeux auxquels elle répond, est donné au chapitre 1.1. Ensuite, le
chapitre 1.2 formalise les notions mathématiques requises à la formalisation de ce qu’est l’op-
timisation. Le chapitre 1.3 suit en mettant en évidence les questions ouvertes à laquelle la
thèse répond et annonce la structure de ce manuscrit.

1.1 Bref survol de l’historique de l’optimisation

1.1.1 Optimisation calculatoire : des premiers travaux à Newton

Les premiers résultats d’optimisation connus remontent à la fin de l’Antiquité. Nous avons
connaissance de travaux d’Archimède puis d’Héron à la fin du ier siècle, portant sur la réflexion
d’un objet dans un miroir. Ils calculèrent que le plus court chemin reliant un observateur, le
miroir, et l’objet reflété est exactement le chemin que prend le regard de l’observateur pour
voir l’objet à travers le miroir. Cette branche des mathématiques est donc très ancienne.
Cependant, son premier essor notable eut lieu au xviième siècle, suite à la découverte de
la notion de dérivée intuitée par Fermat puis grandement étudiée par Newton et Leibniz.
Newton, qui la nomma fluxion, comprit et énonça le fait suivant :

« Une quantité qui est devenue la plus grande ou la moindre qu’il se peut, n’aug-
mente ni ne diminue, c’est-à-dire, ne flue ni en avant ni en arrière dans cet instant ;
car si elle augmente, c’est une marque qu’elle était plus petite et que tout à l’heure
elle va être plus grande qu’elle n’était, ce qui est contre la supposition, et c’est le
contraire si elle diminue. Ainsi, trouvez sa fluxion et supposez-la nulle. »

Cet extrait conceptualise une notion devenue cruciale en optimisation : étant donné un pro-
blème consistant à minimiser une quantité donnée, une réponse proposée à ce problème doit
annuler la fluxion pour potentiellement être une solution. Ceci offre une stratégie efficace
pour résoudre de nombreux problèmes. En effet, le seul pré-requis de cette méthode est que
le problème étudié consiste en la minimisation d’une quantité dont on sait calculer la fluxion.
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L’optimisation devint alors un outil puissant en sciences physiques, car la notion de fluxion
y trouve une interprétation naturelle. En ce sens, l’optimisation est depuis lors un domaine
des mathématiques dites appliquées (ou plus précisément, des mathématiques applicables).
Elle permet d’exploiter le principe de moindre action, énoncé par Maupertuis au milieu du
xviiième siècle et pressenti par Leibniz auparavant :

« Lorsqu’il arrive un changement dans la nature, la quantité d’action instantanée
nécessaire pour ce changement est la plus petite possible. »

Il s’agit d’un principe calculatoire, stipulant que les calculs effectués par les physiciens
consistent en l’annulation de la fluxion de l’action. Par exemple, ce principe guide la mé-
canique d’un solide, en affirmant que son énergie totale doit varier de façon minimale.

Newton n’était cependant pas pleinement satisfait de sa notion de fluxion. De même, Leib-
niz observait des imperfections dans sa notion analogue de quotient ultime de deux accrois-
sements évanescents. Ces deux concepts furent finalement unifiés et formalisés par Cauchy
et Weierstrass au xixème siècle. Ils mirent en évidence deux faits importants. Le premier est
une méthode de calcul pour exprimer la dérivée d’une fonction ; ainsi le critère de « fluxion
nulle » de Newton a un intérêt pratique car le calcul de la dérivée est explicite. Le second
est que la notion de dérivée n’est pas universelle, au sens où toutes les fonctions n’admettent
pas de dérivée. Malgré tout, la dérivée est un outil fondamental dans d’innombrables travaux
en mathématiques et en science physique. Par conséquent, les cas où elle n’est pas définie
sont plus difficiles à traiter, et historiquement bien moins étudiés. Pourtant, de nombreux
problèmes concrets comportent des difficultés mettant en échec le calcul des dérivées. Dans
certains de ces problèmes, la dérivée n’existe même pas en théorie ; dans d’autres, même si
elle existe, il est déraisonnable de la calculer car ceci est trop difficile ou trop coûteux.

1.1.2 Optimisation algorithmique : l’essor de l’informatique

L’optimisation connut un second essor au milieu du xxème siècle, motivé par l’apparition
puis la complexification des problématiques en ingénierie et par le développement de l’in-
formatique. La plupart des méthodes modernes résultent de ce second essor. Elles sont de
nature algorithmiques et non plus calculatoires, puisqu’un ordinateur peut exécuter très ef-
ficacement un algorithme bien implémenté. L’optimisation est maintenant majoritairement
une discipline de conception d’algorithmes pouvant être exécutés par un ordinateur pour
résoudre des problèmes complexes. Parmi les applications actuelles, nous pouvons citer :

— le domaine du transport, pour minimiser des coûts de déplacement à travers un réseau ;

— la planification de la gestion de ressources, pour décider quand allouer des ressources
et en quelle quantité afin d’éviter au maximum des pénuries ;



3

— l’ingénierie, où des objectifs de coût, de robustesse ou autres sont omniprésents ;

— la finance, pour maximiser ses gains via de bons choix d’investissement, en connaissant
l’état actuel du marché et en prédisant l’état futur ;

— les statistiques, l’intelligence artificielle et les modèles mathématiques en général, qui
dépendent de nombreux paramètres qu’il convient de régler au mieux.

1.1.3 Cas particulier de l’optimisation sans dérivées

Le cadre d’étude nommé optimisation sans dérivées apparut plus tardivement, mais est
lui aussi riche d’applications réelles. Celles-ci ont à la fois motivé son développement et
confirmé sa maturité. La décennie 1950-60 vit naître certaines méthodes sans dérivées au
détour d’expérimentations avec l’informatique alors naissante, puis la majorité des travaux
précurseurs visant explicitement à éviter le calcul de dérivées arrivèrent dans la décennie
1980-90. Depuis, le domaine est en expansion constante et a maintenant atteint une grande
maturité. Citons par exemple les applications suivantes, toutes résolues via des méthodes
sans dérivées par des chercheurs du laboratoire m’ayant hébergé durant ma thèse :

— le logiciel MATLAB, très populaire en ingénierie, contient des fonctions encodant la
méthode mathématique de Runge-Kutta. Cette méthode dépend de paramètres, qu’il
est possible d’optimiser par des méthodes sans dérivées. Lorsqu’on lance la méthode
sur une classe de problèmes spécifique, les paramètres optimisés pour cette classe sont
7 à 300 fois meilleurs que les paramètres par défaut de MATLAB [7] ;

— pour gérer le réseau électrique alimentant le Québec, le fournisseur Hydro-Québec
dispose d’outils analysant le niveau d’usure des génératrices. Les conditions difficiles
rendent la rupture des pièces difficile à prévoir, coûteuse à gérer, et cruciale à anticiper.
Il faut donc définir à l’avance des scénarios de remplacement des pièces. Pour ce faire,
Hydro-Québec et son équivalent français EDF ont développé un simulateur prédisant
les conséquences à long terme d’une stratégie de remplacement. L’horizon de prédic-
tion est d’environ 25 ans. Sur une telle échelle, la moindre variation dans la stratégie
peut avoir de grandes conséquences. La recherche de la stratégie minimisant le coût de
gestion calculé par le simulateur a donc nécessité une technique sans dérivées [3] ;

— un phénomène récurrent en ingénierie des turbomachines est le risque de rupture de
pièces, à cause de vibrations importantes à la fréquence de résonance. Des techniques
existent pour dimensionner les moteurs afin d’éviter ces ruptures. Elles sont fiables, mais
coûteuses. Des techniques sans dérivées permettent de les exploiter le plus efficacement
possible. Une thèse a été dédiée à ce sujet, impliquant un chercheur en optimisation
sans dérivées et un autre en mécanique pour encadrer une étudiante maîtrisant les
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deux aspects [71]. L’une des difficultés notables dans cette application était la présence
de discontinuités dans le modèle mathématique (qui représentait les phénomènes de
rupture) qu’il fallait détecter afin de s’en éloigner suffisamment.

Le cadre de travail usuel en optimisation sans dérivées est celui visant à minimiser des
fonctions non différentiables mais malgré tout continues. En effet, sous l’hypothèse de conti-
nuité, il est possible de généraliser efficacement la notion de dérivée. Ainsi, les techniques
issues de l’optimisation avec dérivées admettent une généralisation au cas sans dérivées mais
avec continuité. La théorie dans le cas continu est donc bien comprise.

Le travail mené dans cette thèse se situe dans le cadre où la notion de continuité n’est pas
applicable. En d’autres mots, le contexte considéré est celui de l’optimisation discontinue.
Ce cadre est encore très récent, car certains travaux considérés comme fondateurs datent des
années 2010. Parmi les problèmes cités plus haut, certains ont requis des techniques d’op-
timisation discontinue. En particulier le troisième, car les discontinuités observées ne sont
pas des artifices mathématiques mais correspondent à des problèmes réels : elles traduisent
des dimensionnements de la pièce menant à des ruptures. Très souvent, lorsqu’un problème
consiste à dimensionner une pièce mécanique, la présence de discontinuités dans le modèle
mathématique traduit un risque de rupture de la pièce. De manière plus générale, une dis-
continuité dans un modèle mathématique traduit souvent un changement de comportement
dans la réalité physique décrite par le modèle. Pour des considérations pratiques, il est donc
désirable d’avoir des certitudes que la méthode d’optimisation employée est toujours capable
de détecter ces discontinuités. Pour ce faire, les dérivées généralisées peuvent apporter un
élément de réponse. Une autre solution est de connaître la sensibilité de la solution calculée,
en évaluant suffisamment de solutions potentielles voisines à celle renvoyée. Ceci offre des
garanties qu’aucune discontinuité potentielle proche de la solution n’a échappé à l’analyse.

L’objectif de cette thèse est de contribuer à la compréhension du cadre théorique de l’op-
timisation discontinue. Nous étudions le comportement de méthodes classiques de l’optimi-
sation sans dérivées dans ce nouveau cadre. Nous observons des différences avec le cadre
continu, ce qui met en évidence les problèmes engendrés par l’absence de continuité. Ensuite,
nous généralisons les méthodes afin de surmonter ces problèmes. Enfin, nous montrons que
même en présence de discontinuités, il est parfois possible d’identifier et d’exploiter certaines
structures dans un problème d’optimisation pour maximiser l’efficience des méthodes de réso-
lution. Nous illustrons comment repérer et exploiter une telle structure dans plusieurs classes
de problèmes d’optimisation et de contrôle optimal.
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1.2 Définitions et concepts fondamentaux en optimisation discontinue

Commençons par définir le cadre d’étude dans lequel s’inscrit cette thèse. Nous rappelons
d’abord, au chapitre 1.2.1, quelques notions liées à la discontinuité d’une fonction. Ensuite, le
chapitre 1.2.2 formalise la notion de dérivée puis de quelques dérivées généralisées classiques.
Le cadre général de l’optimisation sans dérivées suit au chapitre 1.2.3.

1.2.1 Notions liées à la continuité et discontinuité d’une fonction

Nous rappelons ici la notion de continuité d’une fonction, avant de poursuivre avec des
notions liées aux fonctions discontinues.

Continuité. Une fonction f : Rn → R est continue en x ∈ Rn lorsque

∀ε > 0, ∃δ > 0 : |f(x + h) − f(x)| ≤ ε pour tout h ∈ Rn tel que ∥h∥ ≤ δ.

Continuité de Lipschitz. Une notion légèrement plus restrictive est la notion de Lipschitz-
continuité. La fonction f est Lipschitz-continue en x avec constante de Lipschitz L ≥ 0 lorsque

∃δ > 0 : |f(x + h) − f(x)| ≤ L ∥h∥ pour tout h ∈ Rn tel que ∥h∥ ≤ δ.

Semi-continuité. Une fonction f : Rn → R est semi-continue (ou plus précisément, semi-
continue inférieurement) en x ∈ Rn lorsque

∀ε > 0, ∃δ > 0 : f(x + h) ≥ f(x) − ε pour tout h ∈ Rn tel que ∥h∥ ≤ δ.

Une fonction semi-continue peut ne pas être continue, par exemple la fonction IR∗
+

: R → R
définie par IR∗

+
(x) ≜ 0 si x ≤ 0 et IR∗

+
(x) = 1 si x > 0 est semi-continue mais discontinue.

Domaine effectif, ensembles de continuité. Le domaine effectif d’une fonction f :
Rn → R ≜ R ∪ {±∞} est l’ensemble X ≜ {x ∈ Rn : f(x) ̸= ±∞}. Une partition de X en
ensembles de continuité de f est une partition X = ⊔N

i=1Xi, où N ∈ N∗
≜ N∗ ∪ {+∞}, telle

que f|Xi
est continue pour tout i ∈ J1, NK. Il n’y a pas unicité d’une telle partition.

Valeurs limites en un point. Pour une fonction f : Rn → Rm, l’ensemble des valeurs
limites de f en x ∈ Rn est l’ensemble Vf (x) ⊆ Rm des valeurs limites atteignables par f(x′)
lorsque x′ → x, défini par Vf (x) ≜ ∩r>0 cl(f(Br(x))) (pour la topologie usuelle de Rm).



6

1.2.2 Notions d’analyse par différentiabilité généralisée

L’analyse par différentiabilité étudie les variations d’une fonction f : Rn → R afin d’en
déduire des propriétés sur les valeurs prises par f autour d’un point de référence. Il s’agit d’une
notion centrale en optimisation. Elle formalise la remarque de Newton à propos de conditions
qu’une réponse proposée à un problème d’optimisation doit vérifier pour potentiellement être
une solution. Ici nous donnons d’abord la notion de dérivée et ses extensions usuelles comme
les dérivées directionnelles. Nous poursuivons avec deux généralisations restant valides dans
des cas où la dérivée usuelle n’est pas définie. Pour chacune de ces notions, nous mettons
également en évidence le fait que l’intuition de Newton à propos de la « fluxion devant être
nulle » est exacte, et se traduit mathématiquement. Cette présentation n’a pas vocation à
être exhaustive, et beaucoup d’autres notions de dérivées généralisées existent. Cependant,
celles discutées ici sont les plus populaires en optimisation sans dérivées.

Dérivée, dérivée directionnelle, gradient. Une fonction f : R → R continue en x ∈ R
est dite dérivable en x lorsque la quantité

f ′(x) ≜ lim
h → 0

f(x + h) − f(x)
h

existe et est finie. La valeur f ′(x) est alors nommée dérivée de f en x. Lorsque f est définie
de Rn dans R, la notion se généralise au sens des dérivées partielles. Pour tout i ∈ J1, nK, la
i-ème dérivée partielle de f en x ∈ Rn est

f ′
i(x) ≜ lim

h → 0

f(x + hei) − f(x)
h

,

où ei désigne le i-ème vecteur de la base canonique de Rn. La fonction est alors dite dérivable
lorsque la quantité f ′

i(x) existe et est finie pour tout i ∈ J1, nK. On forme alors le gradient
de f en x comme le vecteur

∇f(x) ≜


f ′

1(x)
...

f ′
n(x)

 .

L’intuition de Newton citée plus haut trouve alors une formalisation via le gradient.

Proposition 1.1. Soit x ∈ Rn et f : Rn → R dérivable en x. Si x est un minimiseur local
de f , alors ∇f(x) = 0.
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Dérivée de Dini. Il existe des variantes de ces notions, comme celle de dérivée direction-
nelle de Dini de f en x dans la direction d ∈ Sn (où Sn désigne la sphère unité de Rn),

f ′
D(x; d) ≜ lim

h ↘ 0

f(x + hd) − f(x)
h

.

La dérivée directionnelle de Dini peut exister en un point en lequel les dérivées partielles ne
le sont pas. Avec cette définition, il est possible d’adapter la proposition 1.1 comme suit :

Proposition 1.2. Soit x ∈ Rn et f : Rn → R dérivable en (x; d) au sens de Dini pour
tout d ∈ Sn. Si x est un minimiseur local de f , alors f ′

D(x; d) ≥ 0 pour tout d ∈ Sn.

Hessien. Si f admet des dérivées partielles secondes en x (définies comme les dérivées
partielles de f ′

i en x, pour tout i ∈ J1, nK), on définit le hessien de f en x comme

∇2f(x) ≜


(f ′

1)
′
1 (x) . . . (f ′

n)′
1 (x)

... . . . ...
(f ′

1)
′
n (x) . . . (f ′

n)′
n (x)

 .

Le hessien permet d’établir un résultat plus fort qu’aux propositions 1.1 et 1.2. Ces der-
nières donnent des conditions nécessaires d’optimalité, alors que la proposition suivante donne
des conditions suffisantes d’optimalité.

Proposition 1.3. Soit x ∈ Rn et f : Rn → R admettant un hessien en x. Si ∇f(x) = 0
et ∇2f(x) est défini positif, alors x est un minimiseur local de f .

Dérivées généralisées

Lorsqu’une fonction continue n’est pas dérivable, la proposition 1.1 n’est plus applicable.
La proposition 1.2 peut parfois rester valide, mais beaucoup de fonctions continues mettent
en échec les deux propositions. Pour pallier à ce manque, des généralisations de la dérivée
existent. L’une des plus communes est la dérivée de Clarke [32], généralisant celle de Dini.

Définition 1.1 (Dérivée de Clarke). Pour tout x ∈ Rn et d ∈ Sn, la dérivée de Clarke
de f : Rn → R en (x; d) est

f ◦
C (x; d) ≜ lim sup

y → x, h ↘ 0

f(y + hd) − f(y)
h

.
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La dérivée de Clarke requiert la Lipschitz-continuité de f en x pour garantir le renvoi de
valeurs finies. Cette notion mène à une proposition analogue à la proposition 1.2.

Proposition 1.4. Soit x ∈ Rn et f : Rn → R Lipschitz-continue en x. Si x est un
minimiseur local de f , alors f ◦

C (x; d) ≥ 0 pour tout d ∈ Sn.

Enfin, une autre dérivée généralisée notable est la dérivée de Rockafellar [99, 116], car elle
est pensée pour une application aux fonctions possiblement discontinues.

Définition 1.2 (Dérivée de Rockafellar). Pour tout x ∈ Rn et d ∈ Sn, la dérivée de
Rockafellar de f : Rn → R en (x; d) est

f ◦
R (x; d) ≜ lim sup

y → x, h ↘ 0,

f(y) → f(x)

f(y + hd) − f(y)
h

.

La dérivée de Rockafellar requiert uniquement que f : Rn → R soit semi-continue en x ∈ X

pour avoir du sens. On a de plus la condition nécessaire d’optimalité suivante.

Proposition 1.5. Soit x ∈ Rn et f : Rn → R semi-continue en x ∈ X. Si x est un
minimiseur local de f , alors f ◦

R (x; d) ≥ 0 pour tout d ∈ Sn.

Notons toutefois qu’il n’existe pas d’équivalent à la proposition 1.3 lorsque f n’est pas
dérivable. Il est donc difficile de certifier qu’un point est un minimiseur local dans ce cas.

1.2.3 Problème sans dérivées, conditions d’optimalité envisageables

Une formulation très générique d’un problème d’optimisation sans dérivées (en anglais
derivative-free optimization, souvent abrégé DFO) est donnée par le cadre suivant.

Cadre 1.1. Cadre de la DFO. On considère le problème d’optimisation

minimiser
x ∈ X

f(x) sous contrainte x ∈ Ω, (P)

où l’espace des variables X est un espace normé, la fonction objectif f : X → R admet
un domaine effectif X ⊆ X non vide, et Ω ⊆ X est l’ensemble des points réalisables. On
suppose de plus que f|Ω est bornée inférieurement et que ses ensembles de niveau sont
bornés, que f|X est semi-continue, et que Ω est fermé et intersecte X.
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Dans la plupart des cas usuels, l’espace X est Rn muni de sa norme infinie, pour un
certain n ∈ N∗ que l’on nomme la dimension du problème. Cette thèse est écrite autant que
possible dans ce cas, mais nous devons revenir au cas général dans les chapitres 5 et 7.

En présence de contraintes (Ω ̸= Rn), les propositions 1.4 et 1.5 doivent être adaptées
en conséquence. Ceci est discuté au chapitre 3. Lorsque la fonction objectif est continue,
la proposition 1.4 (après adaptation) fournit un critère pour chercher des solutions au pro-
blème (P). En effet, la proposition 1.4 est une condition nécessaire d’optimalité, donc la
première étape dans la résolution du problème (P) consiste à chercher des points en lesquels
la proposition 1.4 est vérifiée. Une vérification directe est difficile en général, car la valeur
exacte de la dérivée de Clarke est difficile à calculer, mais il est aisé d’en obtenir une minora-
tion sur laquelle on a un bon contrôle. Ainsi, l’approche commune en DFO consiste à concevoir
des méthodes générant des points en lesquels la minoration de la dérivée de Clarke est po-
sitive. Cela nous garantit que la dérivée de Clarke est elle-même positive en ces points, et
donc que la proposition 1.4 tient. Il est en général difficile d’obtenir une condition suffisante
d’optimalité qui permettrait réciproquement de déterminer si un point est un minimiseur
local de f , aussi la littérature en DFO discute peu de cet objectif supplémentaire.

1.3 Objectifs de recherche

Lorsque f n’est pas continue, il existe une analogie directe à la stratégie utilisée dans le
cas continu. En effet, la proposition 1.5 est également une condition nécessaire d’optimalité.
Cependant, elle est difficile à exploiter en pratique. Contrairement à la dérivée de Clarke, la
dérivée de Rockafellar n’a pas de minoration facilement exploitable. Un des travaux pionniers
de l’optimisation discontinue, paru en 2010, visait à surmonter cette difficulté [116]. Cepen-
dant, la problématique reste ouverte car nous avons observé que l’analyse proposée par [116]
comporte une erreur. Le premier objectif de cette thèse est d’identifier cette erreur, puis de
la corriger en adaptant la méthode proposée par [116].

Le second objectif de cette thèse est d’établir une nouvelle stratégie permettant de garantir
une optimalité locale. Nous généralisons une méthode usuelle de la DFO pour lui donner des
garanties de calculer une solution locale au problème (P), même lorsque la fonction objectif
est discontinue. Pour ce faire, nous nous assurons que la méthode évalue un ensemble dense
de points autour de la solution renvoyée. Nous précisons également sous quelles hypothèses
nous obtenons ce résultat, et nous montrons que nos hypothèses sont les plus faibles possibles.
Ainsi, notre résultat est le plus général possible. De plus, aucun travail précédent n’a obtenu
de résultat aussi fort dans un cadre aussi générique.
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En troisième objectif, cette thèse vise ensuite à augmenter la dimension maximale que la
DFO peut traiter, même en présence de discontinuités. Nous identifions une structure poten-
tielle d’un problème d’optimisation qui peut être exploitée pour accélérer la résolution. Plus
précisément, nous montrons que même lorsque la fonction objectif est mal structurée, poten-
tiellement discontinue, il arrive que seules quelques-unes des variables soient responsables de
la non-dérivabilité rendant le problème difficile. Si de plus ces variables sont identifiées, nous
proposons une stratégie hybride : il s’agit d’optimiser ces variables par un algorithme de DFO,
et en parallèle d’optimiser toutes les autres via une méthode de l’optimisation usuelle exploi-
tant les dérivées. Nous prouvons que procéder ainsi préserve la garantie de notre méthode de
calculer une solution locale au problème.

Enfin, en quatrième objectif, nous mettons en évidence le fait que cette stratégie hybride
est plus performante qu’une approche purement sans dérivées, et également plus satisfaisante
qu’une tentative de forcer l’usage d’une méthode issue de l’optimisation avec dérivées. Nous
illustrons ce fait sur plusieurs classes de problèmes de DFO de grande dimension, puis sur des
problèmes issus d’un autre domaine de l’optimisation ; le contrôle optimal. La présence de
discontinuités dans un problème de contrôle optimal est mal maîtrisée par la littérature. De
plus, la DFO usuelle est incapable de répondre à ce manque car le contrôle optimal traite de
problèmes de dimension infinie. Cependant, nous montrons que grâce à notre méthode, nous
pouvons exploiter à la fois les forces de la littérature en contrôle optimal et celles de la DFO.
Nous optimisons les quelques variables (en nombre fini, usuellement très faible) impactant
les discontinuités par un algorithme de DFO, et en parallèle nous laissons l’optimisation de
toutes les autres à n’importe quelle méthode bien choisie dans la littérature sur le contrôle
optimal. Nos tests numériques montrent que cette approche hybride résout des problèmes de
contrôle optimal présentant des discontinuités, et qu’elle est la seule à le faire de façon fiable.
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CHAPITRE 2 ÉTAT DE L’ART

C’est une grave erreur que d’échafauder une théorie avant d’avoir rassemblé
tous les matériaux nécessaires ; cela ne peut que fausser le jugement.

« Sherlock Holmes : Une étude en rouge », Sir Arthur Conan Doyle.

Le cadre d’étude de la DFO (le problème (P) décrit au cadre d’étude 1.1) est très large, et
englobe un grand nombre de problèmes. Pour autant, la DFO ne doit jamais être la première
solution envisagée pour résoudre un problème donné. Nous commençons ici par discuter de
ce fait et donner d’abord quelques pistes de compréhension pour s’initier au domaine, au
chapitre 2.1. Ensuite, au chapitre 2.2, nous listons plusieurs approches existantes en DFO et,
pour chacune, nous montrons que le cas discontinu peut casser ses propriétés de convergence.

2.1 Présentation succincte de l’optimisation sans dérivées

Ce chapitre cerne ce que la DFO vise à traiter ou non, puis identifie deux notions importantes
du domaine. Le chapitre 2.1.1 délimite les frontières du domaine et des problèmes considérés,
et le chapitre 2.1.2 poursuit avec une discussion sur les différentes dénominations du domaine
dans tous ses champs d’application. Ensuite, le chapitre 2.1.3 introduit les notions de suites
raffinantes et de cône hypertangent, centrales dans l’analyse de plusieurs algorithmes de DFO.

2.1.1 Problèmes à ne pas résoudre par des méthodes sans dérivées

Problèmes lisses ou pouvant être lissés. Lorsqu’un problème est lisse, c’est-à-dire que
les dérivées existent, il faut privilégier une méthode d’optimisation les exploitant. Toutefois,
lorsqu’un problème est non-lisse (les dérivées n’existent donc pas), il est parfois lissable, au
sens qu’il peut être altéré en un nouveau problème lisse. Si le problème lissé a ses solutions
proches de celles du problème initial, alors une bonne stratégie est de résoudre le problème
lissé par une méthode avec dérivées pour obtenir une quasi-solution du problème initial.
Ceci arrive par exemple lorsque la fonction objectif correspond à un signal bruité et qu’on
parvient à éliminer le bruit. Par conséquent, même si un problème est non-lisse, une méthode
sans dérivées n’est pas conseillée si le problème peut être lissé en un problème simple et
représentatif. Que les vraies dérivées existent ou non, s’il existe de bons substituts à celles-ci
qui soient simples à calculer, alors il faut envisager de les donner à un algorithme pouvant les
exploiter. Cette approche requiert toutefois un lissage du problème qui soit simple à résoudre
et représentatif du problème initial.
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Problèmes combinatoires, problèmes discrets. La formulation du problème (P) n’im-
pose pas que l’espace des variables soit un continuum. Un cas simple d’espace dit discret est
l’ensemble N des entiers naturels, pour contraindre les variables à être entières. Un cas plus
complexe est l’espace des permutations de J1, NK (où N ∈ N∗), souvent rencontré pour les
problèmes de tournées de véhicules par exemple. La notion de dérivée n’a pas de sens sur
un espace discret, aussi tout problème à variables discrètes est un problème sans dérivées.
Malgré tout, un tel problème peut contenir énormément de structure. Ainsi, des problèmes
combinatoires ou des problèmes discrets présentant une structure suffisamment simple et
explicite sont à résoudre par des méthodes issues des littératures dédiées plutôt que par un
algorithme de DFO.

Problème de grande dimension rapportée à l’horizon temporel. Les méthodes sans
dérivées souffrent de la malédiction de la dimension, qui stipule que la performance des mé-
thodes se dégrade lorsque la dimension du problème augmente trop. Plusieurs logiciels de
DFO annoncent une valeur critique autour de 50 variables [19, 123]. Au-delà, la résolution par
une méthode sans dérivées risque d’échouer en pratique. Lorsqu’on résout un problème réel
à plus de 50 variables, l’horizon temporel peut donc être un facteur extrêmement limitant.
Si d’anciennes instances ont été étudiées au préalable, il peut être plus efficace de se fier à
ces informations passées pour assister un algorithme de DFO que d’attendre qu’il résolve le
nouveau problème tout seul. Aussi, si la fonction objectif n’est pas trop coûteuse à évaluer,
il peut être judicieux d’envisager une approche statistique pour inférer rapidement une so-
lution. En d’autres termes, si l’horizon temporel est limité, il faut exploiter un maximum
d’information pour tenter d’obtenir de l’information à donner à un algorithme de DFO. Il est
également possible d’accélérer un algorithme en exploitant le parallélisme ; mais cela requiert
une expertise technique car le parallélisme soulève des difficultés d’implémentation.

Synthèse des cas sur lesquels ne pas utiliser la DFO. Le problème (P) présuppose très
peu de structure ; mais lorsqu’on considère une instance précise, il faut s’interroger sur ce
qu’on connaît du problème. Plus un problème admet de structure explicite, plus il est plausible
qu’un algorithme performant et dédié à cette structure existe dans la littérature. Nous référons
au livre [86] pour une revue générale des algorithmes pour problèmes structurés et au solveur
IPOPT [118] pour résoudre des problèmes lisses. La résolution par un algorithme de DFO ne
devrait être considérée que si la réponse à toutes les questions suivantes est « non ».

— Le problème admet-il une structure exploitable et identifiée dans la littérature ?

— Existe-il un lissage simple et n’altérant pas significativement les solutions ?

— Le temps de calcul de la fonction objectif est-il faible, comparé à la dimension ?



13

2.1.2 Différentes dénominations dans différentes littératures

L’optimisation sans dérivées porte plusieurs noms et est riche de plusieurs littératures.
Nous les survolons ici pour en extraire les similarités et des références classiques.

Optimisation sans dérivées. Cette terminologie communément retenue en mathéma-
tiques décrit la principale difficulté inhérente au problème (P) : il doit être résolu par une
méthode n’exploitant pas de dérivées car la fonction objectif a un comportement imprévisible.
Cette thèse est écrite sous cette dénomination, et le chapitre 2.2 discute plus en détails de
l’application de cette littérature dans les cas discontinus. Les livres [22, 35] sont également
écrits sous cette dénomination.

Optimisation de simulation. En ingénierie, un problème récurrent consiste à imposer
un certain comportement à un système physique. Ceci se fait usuellement en proposant une
modélisation mathématique de la réponse du système lorsqu’on fixe ses degrés de liberté.
Au lieu de réellement étudier le système dans plusieurs configurations possibles, on laisse le
modèle mathématique simuler la réponse du système. On parle alors d’optimisation de simu-
lation lorsqu’on cherche les valeurs des degrés de liberté minimisant l’écart entre la réponse
du système prédite par le modèle et celle désirée. Le livre [101] discute de cette probléma-
tique. Même si la terminologie diffère, ceci est de l’optimisation sans dérivées. Le modèle du
système est souvent complexe et difficile à interpréter. Il est donc difficile d’expliquer com-
ment la sortie du modèle évolue en fonction des entrées. En d’autres termes, la dérivée de la
sortie par rapport aux entrées est difficile à obtenir.

Optimisation de boîte noire. Lorsqu’un processus est complexe et difficile à analyser, il
est décrit comme une boîte noire. Dans un tel processus, seules les entrées sont bien identifiées.
Il y a de l’incertitude ou de l’incompréhension dans le détail du processus et dans l’inter-
prétation de la valeur de sortie. Par exemple, un modèle de simulation physique est souvent
une boîte noire. Le système est complexe, donc la modélisation mathématique comporte des
opérations intriquées rendant l’analyse difficile. Un autre exemple de boîte noire serait une
expérience de laboratoire. Par extension, on parle parfois de boîte grise [6] lorsqu’on a de
l’information claire sur une partie du processus uniquement, ou lorsque tout le processus
est bien connu mais est très complexe. Les boîtes noires sont de plus en plus fréquentes en
sciences [4], et l’optimisation de boîte noire s’est développée en réponse à cette hausse. La
référence [74] propose une taxonomie des contraintes rencontrées dans les différentes litté-
ratures sur le sujet, la revue de littérature [73] fait un bon survol des méthodes existantes,
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et le livre [17] fait le lien entre l’optimisation sans dérivées et l’optimisation de boîte noire.
Il s’agit du même problème en théorie, mais en pratique il faut voir l’optimisation de boîte
noire comme un cas particulier notable. Le temps d’exécution d’un processus boîte noire
est souvent long (pouvant aller jusqu’à plusieurs semaines dans des problèmes industriels),
pour n’importe quelle entrée. Ainsi, une méthode d’optimisation de boîte noire doit éviter
au maximum d’exécuter le processus.

Optimisation difficile. Un certain nombre de chercheurs en optimisation développent des
techniques nommées métaheuristiques. Une méthode est heuristique lorsqu’elle n’a pas de
garantie théorique de générer un point satisfaisant certaines conditions d’optimalité pour le
problème d’optimisation traité. Une métaheuristique est une heuristique dont certaines étapes
ne sont pas explicites, mais décrites en terme de grandes lignes directrices à suivre. Lorsqu’un
utilisateur souhaite résoudre un problème donné, il peut définir ces étapes comme il le sou-
haite. La méthode résultante est alors une heuristique propre au problème, mais également
une instance de la métaheuristique. Elle peut donc être performante si la métaheuristique est
bien conçue. Le livre [41] discute en détail de plusieurs métaheuristiques. La référence [108]
propose une taxonomie des méthodes et y incorpore des techniques issues de l’apprentissage
machine. La littérature étudiant les métaheuristiques parle de problèmes difficiles pour si-
gnifier qu’il n’y a pas de méthode de résolution simple. Il s’agit, très souvent, de problèmes
combinatoires. Certaines métaheuristiques sont utilisées en DFO, mais les deux littératures
traitent rarement des problèmes similaires.

2.1.3 Notions d’analyse d’algorithmes sans dérivées

Les notions de suite raffinante [17, définition 8.4], [13, définition 3.2] et de cône hypertan-
gent à Ω en x ∈ Ω [17, définition 6.7], rappelées ci-dessous, sont centrales en DFO.

Définition 2.1 (Suite raffinante). Soit un algorithme A résolvant le problème (P) et géné-
rant une suite (xk; δk; Dk)k∈N ; où pour tout k ∈ N, xk ∈ Rn est le meilleur point connu
au début de l’itération k, δk ∈ R∗

+ est le pas de recherche à l’itération k et Dk ⊂ Rn

est un ensemble de directions de recherche. Une suite raffinante (xk; δk; Dk)k∈K∗ , indexée
par K∗ ⊆ N, est alors telle que (xk)k∈K∗ converge vers un point raffiné x∗, et l’itéra-
tion k est un échec (xk+1 = xk) pour tout k ∈ K∗, et (δk)k∈K∗ → 0. L’ensemble D∗

des directions raffinées est alors l’ensemble des directions d ∈ Sn telles qu’il existe une
suite ( dk

∥dk∥)k∈K′ → d, où K ′ ⊆ K∗ et dk ∈ Dk pour tout k ∈ K ′. On note G∗
A l’ensemble

des éléments (K∗; x∗; D∗) où K∗ indexe une suite raffinante générée par A.

Beaucoup d’algorithmes génèrent au moins une suite raffinante dans le cadre d’étude 1.1.
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Définition 2.2 (Cône hypertangent). Le cône hypertangent à Ω en x ∈ Ω est défni comme

H(x) ≜ {d ∈ Sn : ∃ε > 0, ∀(y, u, t) ∈ (Bε(x) ∩ Ω) × Bε(d) × [0, ε[, y + tu ∈ Ω} .

Les résultats de convergence qui suivent dans ce chapitre sont donnés en terme de directions
raffinées appartenant au cône hypertangent à Ω au point raffiné.

2.2 Invalidité des algorithmes sans dérivées dans des cas discontinus

Dans ce chapitre, nous passons en revue les trois principales classes de méthodes de la
littérature en DFO, afin de montrer que des discontinuités peuvent les mettre en défaut. La
première classe est celle des heuristiques, discutée au chapitre 2.2.1. Il s’agit de méthodes
simples à utiliser mais n’ayant pas de garantie théorique. La seconde classe est celle des
méthodes fondées sur des modèles, présentée au chapitre 2.2.2. Ces méthodes construisent
itérativement un modèle approximant la fonction objectif à partir de l’historique des points
déjà évalués. Enfin, la troisième classe est celle des méthodes de recherche directe, intro-
duite au chapitre 2.2.3. L’objectif de ces méthodes est de minimiser la fonction objectif sans
consommer de budget d’évaluations dans le but de construire un modèle de la fonction ou de
ses dérivées. Les prochains chapitres de cette thèse se concentrent sur les méthodes directes.

2.2.1 Méthodes heuristiques

Malgré leur manque de garanties théoriques, les heuristiques sont populaires car elles sont
simples et peuvent tout de même être efficaces en pratique. En DFO, il existe deux classes
principales d’heuristiques : les métaheuristiques et l’algorithme Nelder-Mead.

Métaheuristiques

Les métaheuristiques ont déjà été introduites au chapitre 2.1.2. L’objectif ici est de montrer
qu’elles ne devraient pas être privilégiées pour résoudre des problèmes d’optimisation sans
dérivées. On se concentre pour cela sur l’algorithme génétique (Genetic Algorithm, GA [65]),
l’une des métaheuristiques les plus populaires et grandement étudiée [21, 70]. Cet algorithme,
illustré par la figure 2.1, fonctionne par analogie avec la théorie de l’évolution de Darwin.

L’efficacité de GA dépend de la bonne conception des étapes de « reproduction » et de
« mutation ». Elles doivent permettre l’exploration de nouveaux points et l’amélioration
des points actuels. Or, pour ce faire il faut de l’information sur le problème. Donc pour
construire un bon GA, il faut exploiter de l’information qui aurait peut-être pu servir à la
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Figure 2.1 Schéma d’un algorithme génétique.
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place à concevoir un algorithme avec de meilleures garanties. Il existe des variantes de GA
ayant des garanties de convergence [37, 63], mais ces variantes perdent la simplicité qui re-
présente l’attrait principal de GA et s’inspirent fortement d’algorithmes disposant eux-mêmes
de propriétés de convergence. Il y a donc une redondance avec les algorithmes originels.

Le choix final d’utiliser GA ou non est laissé à l’utilisateur ; mais il faut avoir conscience
qu’à niveau d’information égal, un algorithme doté de garanties de convergence peut géné-
ralement être rendu au moins aussi performant. Pour cette raison, un nombre croissant de
chercheurs s’accordent à dire que GA est rarement le meilleur choix pour résoudre un pro-
blème d’optimisation sans dérivées [2, 120]. Ce défaut affecte également une grande partie
des autres métaheuristiques. Ceci est d’autant plus vrai dans le cas discontinu, car révé-
ler les discontinuités requiert une conception particulière pour laquelle les étapes libres des
métaheuristiques ne sont pas pensées. Il faudrait par exemple conserver un historique de
tous les anciens points évalués et l’enrichir autour de certains points qu’on identifie comme
importants, ce qui va à l’encontre de la volonté de simplicité des métaheuristiques.

Notons toutefois que les métaheuristiques peuvent servir en soutien de méthodes sans
dérivées [16]. Les métaheuristiques manquent souvent de performance en intensification (la
capacité à améliorer un point donné en l’altérant légèrement) mais sont généralement efficaces
en exploration (l’aptitude à découvrir des ensembles de points prometteurs encore inexplorés
par la méthode). Ainsi, une méthode sans dérivées pensée pour l’intensification peut être
enrichie par l’ajout d’une métaheuristique exploratoire. Par exemple, à chaque itération d’une
méthode sans dérivées, on peut en complément effectuer une itération de l’algorithme Vns («
Variable Neighborhood Search » [59, 81]), comme fait dans [9]. Vns est peu coûteux et pensé
pour l’exploration, et contrairement à GA, les étapes laissées libres dans sa définition peuvent
être définies efficacement sans information sur le problème.
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Algorithme de Nelder-Mead

L’algorithme de Nelder-Mead (NM) [85] est une autre heuristique très populaire en DFO.
Ceci s’explique par sa grande simplicité, autant dans la compréhension de la méthode que
dans son implémentation. De plus, malgré cette simplicité, NM est souvent performant sur des
problèmes non-lisses assez simples. La référence [121] propose un bon résumé de l’historique
de NM, de sa nature heuristique mise en évidence par des contre-exemples [80], et de ses
applications à succès dans de nombreux cas pratiques. NM a également été réétudié pour
lui enlever sa nature heuristique [20, 44, 51]. L’algorithme consiste en la définition d’un
simplexe 1 qui est déformé itérativement, par extensions ou contractions en fonction du profil
de la fonction objectif donné par ses valeurs en les points du simplexe. La figure 2.2 détaille
le fonctionnement de l’algorithme et en illustre le comportement sur un exemple simple.

Figure 2.2 Détail et illustration de NM.
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Mécaniques de l'algorithme Nelder-Mead :
(pour tout k , k = [yk

i ]n
i = 0 triés par valeurs croissantes de f)

Itérations de l'algorithme Nelder-Mead :
(simplexe rouge --> simplexe bleu)

Dans les cas discontinus, la performance de NM peut se dégrader. Ce cas n’est pas ana-
lysé dans la littérature, mais la figure 2.3 met en évidence le principal problème en altérant
l’exemple de droite de la figure 2.2. Lorsque le simplexe approche une solution proche d’une
discontinuité, cette dernière agit comme une contrainte. NM n’accepte que des points amé-
liorant la valeur de la fonction objectif et ne dispose d’aucune stratégie pour détecter la
discontinuité. Le seul moyen de converger est alors de le faire sans franchir la discontinuité,
ce qui peut être difficile si le simplexe est mal positionné. Sur la figure, la quatrième itération
est un grand succès ; mais à partir de la cinquième itération, NM passe la majeur partie de ses
itérations à générer des points juste au-delà de la discontinuité. Pour avancer, NM doit rendre
le simplexe presque plat, et presque perpendiculaire à la direction à suivre, pour converger.

1. Un simplexe dans Rn consiste en n + 1 points dont l’enveloppe convexe est d’intérieur non vide. Un
simplexe est à l’espace ce qu’un triangle non aplati est au plan.



18

Figure 2.3 Manque d’efficacité de NM à l’approche d’une discontinuité.

Itérations de l'algorithme Nelder-Mead :
(simplexe rouge --> simplexe bleu)

2.2.2 Méthodes fondées sur les modèles

L’une des hypothèses les plus discutables en optimisation sans dérivées est de supposer
que la fonction objectif est une boîte noire, sans aucune structure. Faisons l’analogie avec
un signal bruité : le signal semble très erratique localement à cause du bruit, mais la ten-
dance devient observable en analysant le signal globalement. De même, il est commun que
la fonction objectif présente une tendance générale malgré des difficultés locales. L’objec-
tif des méthodes présentées ici est de capter cette tendance. Nous montrons que même si
ces méthodes ont des garanties de convergence et sont efficaces dans les cas continus ; elles
sont aisément mises en échec sur des cas discontinus. Nous pouvons conjecturer qu’à moins
de retravailler significativement les méthodes, il faudrait probablement connaître explicite-
ment les points de discontinuité pour s’affranchir de l’hypothèse de continuité. Infirmer cette
conjecture pourrait être une avancée notable dans la gestion des discontinuités en DFO.

Régions de confiance

Les méthodes de régions de confiance (Trust-Region, Tr [34, 122], [17, chapitre 11], [35,
chapitre 10]) sont très étudiées dans de nombreux domaines de l’optimisation. Notamment,
dans les cas non-lisses [5, 12, 54, 78, 91]. L’étude des Tr est trop riche pour être discutée de
manière exhaustive. De plus, l’algorithme complet décrivant ces méthodes est technique [52,
algorithme 4.1], [17, algorithme 11.1] et une bonne construction de certaines de ces étapes
fait l’objet de travaux entiers [84, 93, 115]. L’algorithme Tr n’est pas donné dans cette thèse,
mais la figure 2.4 en illustre le fonctionnement. Le comportement de la Tr [52, algorithme 4.1]
lorsque la fonction objectif est non-lisse est connu [52], et peut être résumé comme suit.



19

Théorème 2.1. [52, Théorème 4.3]. Si f|X vérifie [52, hypothèses 4.1, 4.2, 4.3], alors
f ◦

C (x∗; d∗) ≥ 0 pour tout (x∗; d∗) ∈ X × (D∗ ∩ H(x∗)) tels que (K∗; x∗; D∗) ∈ G∗
Tr.

Les méthodes de régions de confiance construisent des modèles locaux. Le comportement
de f est étudié autour d’un point, sur un voisinage assez large pour capter une tendance.
À chaque itération k ∈ N, étant donné T k

S ⊂ Rn un ensemble de points d’échantillonnage
passés, on construit f̃k à partir de T k

S ⊂ Rn comme un modèle interpolant f en des points
de T k

S bien choisis proches de xk
r ∈ argmin f(T k

S ). On se fie alors au modèle f̃k sur l’ensemble
de la boule fermée cl(Bδk(xk

r)), où δk > 0, pour calculer minimiseur de f̃k sur cl(Bδk(xk
r))

noté tk ∈ argmin f̃k(cl(Bδk(xk
r))). On définit alors T k+1

S ≜ T k
S ∪ {tk}. Selon la concordance

entre f̃k(tk) et f(tk), on peut soit conclure que le modèle est localement pertinent et alors
autoriser δk+1 ≥ δk, soit remarquer que le modèle est erroné et alors forcer δk+1 < δk. Ces
méthodes privilégient l’intensification à l’exploration.

Un cas particulier notable des Tr est l’ensemble des méthodes dites de Powell. La thèse [92]
en offre un bon survol et le solveur PRIMA [123] les implémente. Les méthodes de Powell
construisent différents modèles (linéaires, quadratiques, ou pseudo-quadratiques) et traitent
différents types de contraintes. L’analyse de convergence des méthodes reste à faire lorsque f

n’est pas lisse, mais [92, chapitre 8.2.1] conjecture que cette analyse sera similaire à celles des
méthodes originelles dont les méthodes de Powell s’inspirent.

Enfin, le potentiel des Tr dans un cas discontinu n’est pas clair. La figure 2.5 illustre
comment une Tr simple peut être induite en erreur par une discontinuité. Il est probablement
possible de les adapter, mais l’adaptation ne semble pas directe. Une autre approche serait
de supposer que les points de discontinuité sont connus, car on pourrait alors adapter les
modèles pour tenir compte d’éventuelles discontinuités entre les points d’interpolation.

Figure 2.4 Illustration d’une Tr.
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Figure 2.5 Manque d’efficacité d’une Tr sur un cas discontinu.
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Algorithme bayésien : EGO, extensions, et autres algorithmes

Les méthodes bayésiennes [29, 50, 53] développent itérativement une surface de réponse f̃k

captant la forme globale de la fonction objectif f à partir d’un ensemble T k
S ⊂ Rn de points

d’échantillonnage. La surface de réponse interpole f sur T k
S , et extrapole f sur Rn \ T k

S . Une
estimation de la variance statistique σk(x) associée à l’extrapolation f̃k(x) est également
disponible pour tout x ∈ Rn. Cette variance est en général estimée en tout x ∈ Rn via la
variabilité locale de la surface de réponse et via la distance aux points d’interpolation. À
chaque itération k ∈ N, un nouveau point d’échantillonnage est choisi suivant une fonction
d’acquisition φk qui encode un compromis entre garantie d’intensification (donnée par f̃k)
et potentiel exploratoire (décrit par σk). Les méthodes bayésiennes sont donc pensées pour
l’exploration, autant voire plus que pour l’intensification.

Une méthode bayésienne très populaire est l’Efficient Global Optimization (Ego [69]). Cet
algorithme calcule f̃ par krigeage [72, 106, 119] et définit φ par un expected improvement [69].
La figure 2.6 illustre comment le krigeage réagit à l’ajout de points d’échantillonnage, et
comment la variance associée traduit de l’incertitude loin de ces points. La figure de droite
illustre la façon dont Ego exploite le krigeage. La fonction d’acquisition estime que les points
d’intéret sont ceux en lesquels σ est grande et f̃ pas trop élevée, et ceux en lesquels σ est très
faible mais f̃ est basse. Il n’y a pas de preuve de convergence pour Ego, mais [69] conjecture
qu’Ego garantit à minima que l’algorithme explore tout l’espace.

Conjecture 2.2. [69, Conjecture 1]. Si X est compact et f|X est continue, alors Ego
génère un ensemble de points d’échantillonnage dense dans X.

Une extension d’Ego nommée Trust-Region Ego (TrEgo) est proposée en [39]. Celle-ci
ajoute à Ego des éléments issus des régions de confiance pour renforcer l’analyse.
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Théorème 2.3. [39, Théorème 4.3]. Si f est Lipschitz-continue, alors f ◦
C (x∗; d∗) ≥ 0

pour tout (x∗; d∗) ∈ X × (D∗ ∩ H(x∗)) tels que (K∗; x∗; D∗) ∈ G∗
TrEgo.

Les méthodes fondées sur Ego peuvent cependant être mises en échec lorsque f n’est pas
continue, car l’hypothèse de continuité est au coeur de l’idée d’extrapolation par distance
aux points d’échantillonnage. La figure 2.7 montre comment Ego peut persister dans une
extrapolation de f peu représentative à proximité des points de discontinuité.

Figure 2.6 Illustration du krigeage et d’Ego.

0
1
2
3
4
5
6
7
8
9

10
11
12

0 1 2 3 4 5 6 7 8 9 10 11 12 13 14 15
0
1
2
3
4
5
6
7
8
9

10
11
12

0 1 2 3 4 5 6 7 8 9 10 11 12 13 14 15

Krigeage à 3, 6, 9 et 12 points f f f ± 2

0
1
2
3
4
5
6
7
8
9

10
11
12

0 1 2 3 4 5 6 7 8 9 10 11 12 13 14 15
0
1
2
3
4
5
6
7
8
9

10
11
12

0 1 2 3 4 5 6 7 8 9 10 11 12 13 14 15

Itérations d'EGO f f f ± 2  normalisée

Figure 2.7 Manque d’efficacité du krigeage et d’Ego sur un cas discontinu.
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De nombreux autres algorithmes bayésiens existent, fondés sur d’autres choix pour φ [75],
mais souffrent du même défaut. Quelques références traitent des extensions à des fonctions
mal structurées, comme [110] qui propose un moyen de détecter des contraintes cachées (des
points hors de X, donc en lesquels f renvoie +∞). Des algorithmes bayésiens certifiant la
détection d’une solution globale existent également [43].
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Gradients simplexes, Hessiens simplexes, recherches linéaires

En optimisation lisse, les méthodes de descente de gradient et de descente hessienne sont
très efficaces [100]. Dans le cas non-lisse, des équivalents existent en substituant le gradient
et le Hessien par respectivement un gradient simplexe [96] et un Hessien simplexe [61]. Cer-
taines références parlent également d’oracle d’ordre zéro [42]. Les méthodes résultantes [17,
chapitre 10] sont des méthodes d’intensification efficaces, mais pas pensées pour l’exploration.

Un gradient simplexe de f en x ∈ Rn s’obtient via une matrice D ≜
[
d1 . . . dn

]
inversible,

et se construit comme

∇Sf(x; D) ≜ D−⊤δS(x; D), où δS(x; D) ≜


f(x + d1) − f(x)

...
f(x + dn) − f(x)

 .

Le hessien simplexe suit une logique de construction similaire, qu’on ne discute pas ici.
L’algorithme de descente de gradient simplexe, et le résultat de convergence associé, sont alors
similaires à une descente de gradient dans le cas lisse : au point raffiné, toutes les directions
hypertangentes ont un produit scalaire positif avec le gradient.

Théorème 2.4. [17, Théorème 10.6]. Si f est dérivable et que les gradients simplexes
suivent les hypothèses techniques de [17, théorème 10.6], alors l’algorithme de descente
de gradient simplexe génère un point x∗ vérifiant (∇f(x∗) | d) ≥ 0 pour tout d ∈ H(x∗).

La figure 2.8 montre qu’une discontinuité de f peut mener à un gradient simplexe peu
pertinent. En bien ou en mal selon les cas, les discontinuités faussent l’estimation d’une
direction de décroissance. Ce phénomène n’est pas propre aux fonctions discontinues, mais les
discontinuités peuvent l’amplifier. Pour la même raison, un algorithme de recherche linéaire
(line search [26, 55, 56]) plus avancé peut aussi être mis en défaut par des discontinuités.

Figure 2.8 Manque de pertinence d’un gradient simplexe sur un cas discontinu.
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2.2.3 Méthodes de recherche directe (DSM)

Lorsque la fonction objectif est très coûteuse à évaluer, il n’est pas toujours conseillé de
calculer des modèles ou des estimations de gradients. Estimer un gradient par différences finies
requiert n + 1 évaluations de la fonction objectif, où n est la dimension du problème, et ne
donne une information valide que localement. Partant du constat que le coût d’évaluation est
élevé en situations réelles, la méthode de recherche directe (Direct Search Methods, notée DSM,
[17, partie 3] et [35, chapitre 7]) s’est développée avec l’objectif d’économiser un maximum
d’évaluations de la fonction objectif. La méthode de recherche directe n’évalue jamais la
fonction objectif dans le but d’en concevoir un modèle.

Cette méthode est itérative, et chaque itération est usuellement constituée de deux étapes.
La principale est l’étape de sonde (en anglais poll, notée poll), qui constitue le coeur de
l’analyse théorique. La seconde est l’étape d’exploration (en anglais search, notée search),
introduite pour donner de la flexibilité aux méthodes. La poll est une étape assez rigide, alors
que la search peut contenir n’importe quelle méthode laissée au choix des usagers. L’état de
l’art a pendant un temps accepté la croyance que DSM traite nativement les discontinuités,
mais nous revenons sur cette croyance à la fin de chapitre.

Recherche par coordonnées et Recherche par motifs

Le précurseur de DSM est l’algorithme Coordinate Search (Cs, [46]). À chaque itération k ∈
N, Cs évalue les 2n points voisins du meilleur point actuel, xk ∈ Ω, suivant les directions
canoniques et un pas δk ∈ R∗

+. L’ensemble des points de poll est donc T k
P ≜ {xk} + δkDCs,

où DCs ≜ {±ei : ei dans la base canonique de Rn}. Si T k
P ∩ Ω ̸= ∅ et si tk ∈ argmin f(T k

P ∩ Ω)
vérifie f(tk) < f(xk), alors Cs définit xk+1 ≜ tk et δk+1 ≜ δk. Autrement, Cs définit xk+1 ≜ xk

et δk+1 ≜ 1
2δk. On a alors le résultat suivant.

Théorème 2.5. [17, Théorème 3.4]. Si f est Lipschitz-continue, alors f ◦
C (x∗; d∗) ≥ 0

pour tout (x∗; d∗) ∈ X × (D∗ ∩ H(x∗)) tels que (K∗; x∗; D∗) ∈ G∗
Cs.

Cs est cependant peu satisfaisant, pour deux raisons. D’abord, il force la suite (δk)k∈N

à être décroissante, ce qui inhibe tout potentiel exploratoire efficace. Ensuite, et surtout, il
limite ses recherches aux directions canoniques. Il vient que l’ensemble des directions raffinées
potentielles est restreint à D∗ = DCs. Une extension importante de Cs corrigeant ces deux
défauts est l’algorithme Generalized Pattern Search (Gps, [111]). Gps choisit l’ensemble de
directions à considérer à chaque itération parmi une liste prédéfinie, aussi riche que désiré, et
augmente le pas de recherche en cas de succès au cours d’une itération. En d’autres termes,
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Gps est paramétré par une liste {Di}N−1
i=0 de N ∈ N∗ sous-ensembles finis de Rn, et construit

l’ensemble de poll à chaque itération k ∈ N comme T k
P ≜ {xk} + δkD(k modulo N). De là,

si T k
P ∩ Ω ̸= ∅ et si tk ∈ argmin f(T k

P ∩ Ω) vérifie f(tk) < f(xk), alors Gps définit xk+1 ≜ tk

et δk+1 ≜ 2δk. Autrement, Gps définit xk+1 ≜ xk et δk+1 ≜ 1
2δk. L’ensemble des directions

raffinées potentielles est donc DGps ≜ { d
∥d∥ : d ∈ ∪N

i=1Di}.

Gps a une propriété de convergence similaire à Cs, mais qui porte sur un ensemble de
directions plus riche que dans le résultat lié à Cs. L’ensemble D∗ des directions raffinées est
au moins la normalisation de l’un des (Di)N

i=1, et au plus DGps. Toutefois, Gps a le défaut de
rester dépendant de l’ensemble ∪N

i=1Di, qui est choisi à priori et limite donc la richesse de D∗.

Théorème 2.6. [17, Théorème 7.7]. Si f est Lipschitz-continue, alors f ◦
C (x∗; d∗) ≥ 0

pour tout (x∗; d∗) ∈ X × (D∗ ∩ H(x∗)) tels que (K∗; x∗; D∗) ∈ G∗
Gps.

Algorithme Mads

L’algorithme Mesh Adaptive Direct Search (Mads [14]) corrige les défauts de Gps. Mads
construit automatiquement l’ensemble de directions de poll à chaque itération. L’algorithme
n’est donc pas dépendant d’un choix fait à priori. Pour ce faire, Mads choisit les directions de
poll sur un treillis adaptatif, comme illustré en figure 2.9.

Figure 2.9 Ensembles de directions admissibles sur le treillis adaptatif de Mads.
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Le treillis adaptatif est une fonction M : R∗
+ → 2Rn donnant des discrétisations de Rn. La

figure 2.9 illustre le treillis M : δ 7→ min(δ, δ2)Z2. On a également représenté le cadre de sonde
paramétré par δ, défini par cl(Bδ) en norme infinie, et on note Mν(δ) ≜ M(δ) ∩ cl(Bν) pour
tout (δ; ν) ∈ (R∗

+)2. À δ donné, l’algorithme Mads originel considère l’ensemble des directions
admissibles Mδ(δ). 2 Ainsi, le nombre de directions potentielles croît lorsque δ décroît, et
Mads peut considérer un ensemble de directions devenant dense dans Sn après normalisation.
L’ensemble des directions raffinées potentielles est donc DMads ≜ Sn.

2. Nous choisissons ici de prendre le treillis dans l’espace des directions et pas dans l’espace des variables.
Ceci diffère de la littérature, mais simplifie notre présentation et n’altère pas l’analyse.
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Mads autorise aussi une étape de search. Cette étape est optionnelle à chaque itération,
mais elle permet de tester d’autres stratégies (par exemple, heuristiques) en parallèle. La
seule condition est que l’ensemble de directions considéré soit Dk

S ⊂ M(δk).

Une version simple de Mads est alors décrite comme suit. Initialiser x0 ∈ X ∩ Ω et δ0 = 1.
Pour tout k ∈ N, définir Dk

S ⊂ M(δk) (potentiellement vide) et Dk
P ⊂ M(δk) ∩ cl(Bδk) (non

vide). Définir T k ≜ {xk}+(Dk
S ∪Dk

P), et tk ∈ argmin f(T k). Si f(tk) < f(xk), définir xk+1 ≜ tk

et δk+1 ≜ 2δk, sinon, définir xk+1 ≜ xk et δk+1 ≜ 1
2δk. Une version avancée et performante de

Mads est implémentée dans le solveur NOMAD [19].

Mads admet le résultat de convergence suivant. La formulation est proche des résultats de
Cs et Gps, mais il est possible de se persuader que D∗ peut égaler DMads = Sn avec une bonne
construction de (Dk)k∈N. Divers schémas existent, notamment celui d’OrthoMads [1]. Ainsi,
Mads garantit des conditions nécessaires d’optimalité dans toutes les directions.

Théorème 2.7. [17, Théorème 7.7]. Si f est Lipschitz-continue, alors f ◦
C (x∗; d∗) ≥ 0

pour tout (x∗; d∗) ∈ X × (D∗ ∩ H(x∗)) tels que (K∗; x∗; D∗) ∈ G∗
Mads.

Algorithme de décroissance suffisante

Une alternative à Mads permet de retrouver un théorème similaire au théorème 2.7 sans
discrétiser l’espace des directions. L’algorithme de décroissance suffisante (SuDe, [35, cha-
pitre 7.7]) ne repose pas sur un treillis adaptatif pour choisir l’ensemble des directions de
poll. Pour un pas de sonde δ ∈ R∗

+ donné, les directions sont tirées comme Dk
P ⊂ cl(Bδ). Une

nouvelle contrainte est qu’un point candidat n’est considéré comme meilleur que la solution
courante que lorsque la décroissance sur f est suffisamment importante. SuDe requiert une
fonction de forçage ρ : R∗

+ → R∗
+ croissante et telle que ρ(ν) ∈ o(ν) lorsque ν ↘ 0. 3

À toute itération k ∈ N, SuDe considère Dk
S ⊂ Rn (potentiellement vide) et Dk

P ⊂ cl(Bδk)
(non vide), et définit T k ≜ {xk}+(Dk

S ∪Dk
P). Si T k ∩Ω ̸= ∅, SuDe note tk ∈ argmin f(T k ∩Ω),

puis n’autorise xk+1 ≜ tk et δk+1 ≜ 2δk que si f(tk) ≤ f(xk) − ρ(δk) ; et autrement il
pose xk+1 ≜ xk et δk+1 ≜ 1

2δk. L’ensemble des directions raffinées potentielles est DSuDe ≜ Sn.

Cet algorithme dispose d’une garantie de convergence similaire à celle de Mads. De plus,
tout comme Mads, SuDe peut générer des suites raffinantes telles que D∗ = DSuDe = Sn.

Théorème 2.8. [35, th. 7.5 et 7.12]. Si f est Lipschitz-continue, alors f ◦
C (x∗; d∗) ≥ 0

pour tout (x∗; d∗) ∈ X × (D∗ ∩ H(x∗)) tels que (K∗; x∗; D∗) ∈ G∗
SuDe.

3. La condition ρ(ν) ∈ o(ν) lorsque ν ↘ 0 n’intervient dans la littérature étudiant SuDe, que dans l’étude
du cas continûment différentiable. Aussi, par la suite nous imposons à la place limν↘0 ρ(ν) = 0.
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Expression de Mads et de SuDe comme un unique algorithme

Les algorithmes Mads et SuDe sont conceptuellement très proches, au point qu’il est pos-
sible de les exprimer comme deux variantes d’un unique algorithme. Cette structure générale
est esquissée par [116, algorithme 1]. Dans cette thèse nous nous concentrons sur une adap-
tation de leur construction donnée par l’algorithme 1. Les différences par rapport à [116,
algorithme 1] sont mineures ; ce sont des détails techniques (que nous ne discutons pas ici)
pour éviter des difficultés théoriques.

Algorithme 1 DSM générique pour résoudre le problème (P).
Initialisation :

initialiser (x0; δ0) ∈ (X ∩ Ω) × R∗
+, et poser δ0 ≜ δ0 ;

définir ρ : R+ → R+ et M : R+ → 2Rn et Λ ⊂ ]0, 1[ et Υ ⊂ [1, +∞[ suivant, au choix,
— DSM à treillis adaptatif : ρ(ν) ≜ 0 et M(ν) ≜ min{ν, ν2

δ0 }MNp pour tout ν ∈ R+,
où M ∈ Rn×p est une base positive de Rn (avec p > n), et Λ ⊆ {τ ℓ : ℓ ∈ J1, mK}
et Υ ⊆ {τ ℓ : ℓ ∈ J−m, 0K}, où τ ∈ Q ∩ ]0, 1[ et m ∈ N∗ ;

— DSM à décroissance suffisante : ρ nulle en 0 et strictement croissante et M(ν) ≜ Rn

pour tout ν ∈ R+, et Λ ⊆ [λ, λ] et Υ ⊆ [υ, υ], où 0 < λ ≤ λ < 1 ≤ υ ≤ υ < +∞ ;
pour k ∈ N faire :

exploration (notée search) :
définir Dk

S ⊆ M(δk) et T k
S ≜ {xk} + Dk

S ; si T k
S ∩ Ω ̸= ∅ et tk

S ∈ argmin f(T k
S ∩ Ω)

vérifie f(tk
S) < f(xk) − ρ(δk), définir tk ≜ tk

S et ne pas faire la poll ;
sonde (notée poll) :

définir ∅ ≠ Dk
P ⊆ Mδk(δk) et T k

P ≜ {xk}+Dk
P ; si T k

P ∩Ω ̸= ∅ et tk
P ∈ argmin f(T k

P ∩Ω)
vérifie f(tk

P) < f(xk) − ρ(δk), définir tk ≜ tk
P, sinon définir tk ≜ xk ;

mise à jour des paramètres :
si tk ̸= xk, définir δk+1 ∈ δkΥ, sinon définir δk+1 ∈ δkΛ ; définir δk+1 ≜ minℓ≤k+1 δk ;
définir xk+1 ≜ tk.

DSM est flexible dans les choix des ensembles Dk
S et Dk

P à chaque itération k ∈ N, ainsi
que dans les choix des paramètres. Moult références discutent de bons choix de Dk

S [9, 16] et
de Dk

P [1, 18, 60, 62, 90, 97, 114]. Des choix éprouvés sont donnés dans [17, chapitre 8] pour
DSM à treillis adaptatif, et dans [35, chapitre 7] pour DSM à décroissance suffisante. Cependant,
le théorème suivant est vrai pour tout choix algorithmique valide.

Théorème 2.9. Corollaire des théorèmes 2.7 et 2.8. Si f est Lipschitz-continue,
alors f ◦

C (x∗; d∗) ≥ 0 pour tout (x∗; d∗) ∈ X × (D∗ ∩ H(x∗)) tels que (K∗; x∗; D∗) ∈ G∗
DSM.

Des extensions de DSM gérant plus efficacement les contraintes existent, comme [12, 15]
reposant sur le principe proposé par [48]. Nous les mentionnons car elles servent au chapitre 7,
mais nous ne les discutons pas plus ici.
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Invalidité de DSM sur des cas discontinus

Lorsque la fonction f est discontinue, le théorème 2.9 ne tient plus. La référence [116] fut un
premier pas vers un nouveau théorème, pensant pouvoir adapter le théorème 2.9 directement
en passant de la dérivée de Clarke à celle de Rockafellar. En d’autres termes, l’objectif
de [116] était de montrer que DSM génère des points raffinés vérifiant la proposition 1.5.
Cependant, l’analyse développée dans cet article comporte une erreur qui rend invalide l’un
des résultats proposés. Nous discutons de ce fait plus en détails au chapitre 3. Nous prouvons
que lorsque f n’est pas continue, DSM peut ne générer aucun point raffiné satisfaisant la
proposition 1.5 donnée au chapitre 1.2.2. Par conséquent, au moment de la rédaction de
cette thèse (fin 2023), DSM n’a aucune garantie de convergence dans le cas discontinu, et il
doit forcément être adapté pour obtenir une analyse satisfaisante. De fait, actuellement ni Cs
et Gps, ni Mads, ni SuDe n’ont d’analyse de convergence satisfaisante dans le cas discontinu.
Nous traitons cette question au chapitre 4.

Un autre travail précurseur de l’étude des cas discontinus est [8], qui introduit l’algorithme
DiscoMads (discontinuities Mads). La finalité de DiscoMads est de ne pas renvoyer de point
trop proche d’une discontinuité. Pour cela, il attend en paramètre un rayon de sécurité r > 0
fixé, et à chaque itération il effectue une étape supplémentaire nommée révélatrice (revealing
dans la référence) : à δ fixé quelconque, l’étape revealing considère un ensemble DR ⊂ Mr(δ)
de directions. Ainsi, lorsque l’algorithme génère un point raffiné x∗, toute discontinuité à
distance inférieure à r de x∗ peut être révélée. DiscoMads ne permet pas de renforcer l’analyse
de convergence, mais l’idée derrière l’étape revealing est une base intéressante que nous
utilisons dans cette thèse pour établir notre propre analyse.



28

CHAPITRE 3 CORRECTIF À UN RÉSULTAT DE LA LITTÉRATURE

Que me soient donnés la force de supporter ce qui ne peut être changé, le courage
d’altérer ce qui peut l’être, mais aussi la sagesse de distinguer l’un de l’autre.

« Pensées pour moi-même », Marc Aurèle.

Le chapitre 2 démontre que l’optimisation discontinue est un domaine difficile. Dans ce
contexte, DSM se démarque des autres méthodes de la DFO. Parmi les méthodes ayant des
garanties de convergence, ce sont les seules ne tentant pas d’approximer la fonction objectif
par un modèle continu. Il est donc naturel de supposer que cette méthode est la plus propice à
gérer les cas discontinus. L’un des travaux fondateurs de l’étude de DSM en contexte discontinu
est « Analysis of direct searches for discontinuous functions » [116], qui visait à prouver que
DSM ne requiert aucune adaptation. Malheureusement, cette thèse doit revenir sur [116] car
l’un de ses derniers théorèmes ([116, théorème 4.1]) est erroné. Le contenu de ce chapitre
est extrait de notre référence [11], acceptée pour publication dans la revue Mathematical
Programming et en cours d’édition au moment de l’écriture de cette thèse.

Nous commençons par rappeler le raisonnement mené par les auteurs de « Analysis of
direct searches for discontinuous functions », en précisant les enjeux, les différents résultats
établis pour y répondre, et les techniques utilisées pour les établir. Ceci fait l’objet du cha-
pitre 3.1. Nous attirons ensuite l’attention sur le résultat erroné et sur les conséquences de
cette erreur sur la fin du raisonnement. Pour ce faire, nous construisons un contre-exemple
pour illustrer le problème et nous étudions en détail la preuve du théorème incorrect pour
cibler l’argument invalide. Le chapitre 3.2 se concentre sur ces questions. Enfin, nous propo-
sons une modification de DSM afin d’éviter cette écueil. Nous montrons qu’il est alors possible
de suivre une analyse proche de celle menée dans [116] pour retrouver des résultats similaires
à ceux auparavant erronés, sous réserve que l’on accepte une hypothèse supplémentaire. Ce
travail est effectué au chapitre 3.3.

3.1 Synthèse de « Analysis of direct searches for discontinuous functions »

« Analysis of direct searches for discontinuous functions » [116] avait deux objectifs. Le
premier consistait à rendre la dérivée de Rockafellar exploitable dans l’étude du problème (P),
pour établir des conditions nécessaires d’optimalité lorsque la fonction objectif est discontinue.
Nous revenons sur cet objectif au chapitre 3.1.1, qui a été atteint. Le second était de prouver
que DSM génère au moins un point raffiné vérifiant cette proposition. Comme nous le montrons
au chapitre 3.1.2, cet objectif n’est malheureusement pas validé.



29

3.1.1 Établissement de conditions nécessaires d’optimalité

Pour établir la proposition 1.5 dans le cas contraint, [116] commence par introduire, en
tout point x ∈ X et toute direction d ∈ Sn, la sous-dérivée supérieure qu’on note

f−(x; d) ≜ lim sup
y → x, h ↘ 0,

f(y) → f(x), y ∈ Ω

inf
u → d,

y + hu ∈ Ω

f(y + hu) − f(y)
h

,

et un analogue que l’on pourrait nommer sur-dérivée supérieure dans le cas contraint,

f+(x; d) ≜ lim sup
y → x, h ↘ 0,

f(y) → f(x), y ∈ Ω

sup
u → d,

y + hu ∈ Ω

f(y + hu) − f(y)
h

;

pour enfin établir la dérivée de Rockafellar dans le cas contraint,

f ◦
R (x; d) ≜ lim sup

y → x, h ↘ 0,

f(y) → f(x), y ∈ Ω, y + hd ∈ Ω

f(y + hd) − f(y)
h

.

Il est alors prouvé que si f est semi-continue en un point x ∈ X et que f+(x; d) < +∞
pour une direction d ∈ Sn, alors f−(x; d) = f+(x; d) = f ◦

R (x; d). Ce résultat généralise le
cas non contraint, prouvé dans [99]. Enfin, [116] prouve également que lorsque d appartient
à cl(H(x)), le cône tangent à Ω en x, alors f−(x; d) est la limite inférieure d’une suite f ◦

R (x; uk)
où uk ∈ H(x) pour tout k ∈ N et converge vers d. Cela mène à la première conclusion
importante de [116] : un résultat de convergence valide pour toute direction d ∈ cl(H(x)).

Théorème 3.1. [116, Théorème 3.2]. Lorsque DSM résout le problème (P), pour tout
triplet (K∗; x∗; D∗) ∈ G∗

DSM tel que (f(xk))k∈K∗ → f(x∗) et pour tout d∗ ∈ D∗ ∩ H(x∗)
admettant un voisinage U dans Sn tel que sup f+(x∗; U) < +∞, on a f ◦

R (x∗; d∗) ≥ 0.

Rien ne laisse penser que ce théorème est erroné et aucune erreur n’a été détectée dans
sa preuve. Nous le tenons donc pour acquis dans cette thèse. Nous avons déjà statué au
chapitre 2.2.3 que l’ensemble D∗ des directions raffinées peut égaler Sn ; aussi le principal
inconvénient de ce théorème est la condition technique (f(xk))k∈K∗ → f(x∗).

Ensuite, [116] propose un second théorème, visant à établir des conditions suffisantes pour
garantir (f(xk))k∈K∗ → f(x∗). Nous en parlons au chapitre 3.1.2, car il s’agit de la partie du
raisonnement qui est erronée.
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3.1.2 Affirmation de la convergence de DSM vers un point vérifiant des conditions
nécessaires d’optimalité

Même lorsque la fonction objectif est semi-continue, il est possible qu’une suite (xk)k∈N

d’éléments de X convergeant vers un point x∗ ∈ X ne vérifie pas (f(xk))k∈N → f(x∗).
Prenons par exemple f ≜ IR∗

+
: R → R, définie par IR∗

+
(x) ≜ 0 si x ∈ R− et IR∗

+
(x) ≜ 1

si x ∈ R∗
+ ; et x∗ ≜ 0 approché par la suite xk ≜ 2−k pour tout k ∈ N. Ainsi, le pré-requis du

théorème 3.1 stipulant que DSM doit générer une suite raffinante vérifiant (f(xk))k∈K∗ → f(x∗)
n’est pas automatique. Pour le garantir, [116] propose une hypothèse supplémentaire sur les
ensembles de continuité de f et prétend qu’alors DSM génère des points raffinés approchés
depuis l’ensemble de continuité de f les contenant. Ce résultat est cependant erroné, comme
illustré au chapitre 3.2.

L’hypothèse proposée par [116] repose sur la propriété de cône extérieur (Exterior Cone
Property, ECP), que nous rappelons à la définition 3.1 et illustrons en figure 3.1. Nous
adaptons ici les notations de [116] pour coïncider avec celles que nous utilisons par la suite.

Définition 3.1. ECP, adaptée de [116, définition 4.1]. Un ensemble S ⊆ Rn a la
propriété de cône extérieur si pour tout x ∈ ∂S, il existe un cône K d’intérieur non
vide, un voisinage O de 0 et un angle θx ∈ ]0, π[ tel que Θ(e − x, s − x) ≥ θx pour
tout (e, s) ∈ (Ex \ {x}) × (Sx \ {x}), où Θ(·, ·) désigne l’angle saillant entre deux vecteurs
et Ex ≜ (Ox ∩ Kx) ⊂ (Rn \ S) et Sx ≜ S ∩ Ox, et Ox ≜ {x} + O et Kx ≜ {x} + K.

Figure 3.1 Illustration d’ensembles ayant l’ECP ou non.
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L’ECP est alors utilisée pour poser l’hypothèse suivante sur f .

Hypothèse 3.1. [116, hypothèse 4.1]. Pour tout x ∈ X∩Ω, il existe un voisinage X de x

admettant une partition X = ⊔N
i=0Xi (où N ∈ N∗ est fini) vérifiant X0 ≜ (X \ (X ∪ Ω))

et, pour tout i ∈ J1, NK, int(Xi) ̸= ∅ et Xi a l’ECP et f|Xi
est Lipschitz-continue.

Sous l’hypothèse 3.1, [116] prétend le résultat suivant.
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Énoncé 3.1. [116, théorème 4.1 et corollaire 4.1]. Lorsque DSM résout le problème (P)
sous l’hypothèse 3.1, tout (K∗; x∗; D∗) ∈ G∗

DSM tel que D∗
K′ est dense dans Sn pour

tout K ′ ⊆ K∗ (où D∗
K′ est l’ensemble des directions raffinées associées à K ′) vérifie

1. soit x∗ ∈ ∪N
i=1int(Xi), et alors f ◦

C (x∗; d) ≥ 0 pour tout d ∈ cl(H(x∗)) ;

2. soit x∗ /∈ ∪N
i=1int(Xi), et alors il existe K ′ ⊆ K∗ et un indice j ∈ J1, NK tel

que xk ∈ cl(Xj) pour tout k ∈ K ′ et xk ∈ int(Xj) pour une infinité de valeurs
de k ∈ K∗ et xk ∈ Rn \ cl(Xj) pour tout k ∈ K ′ ;

où on note X = ⊔N
i=0Xi un voisinage de x∗ tel que défini par l’hypothèse 3.1. Si de

plus N = 2, alors l’indice j dans les résultats précédents est l’indice tel que x∗ ∈ Xj, et
de plus (f(xk))k∈K∗ → f(x∗).

Ce résultat clôture le raisonnement mené par [116], puisqu’il donne des conditions sur f

garantissant le pré-requis (f(xk))k∈K∗ → f(x∗) impliqué dans le théorème 3.1. L’analyse
est encore améliorable, notamment sur le présupposé que x∗ ∈ X, sur la restriction au
cas N = 2, et sur l’hypothèse de densité de l’ensemble des directions raffinées associé à
n’importe quel K ′ ⊆ K∗. Cependant, le résultat contient un autre problème plus profond sur
lequel nous nous concentrons maintenant. Le point crucial de l’énoncé est l’affirmation que
DSM génère des points dans chacun des deux ensembles de continuité de f lorsque N = 2. Or,
ceci est malheureusement erroné.

Remarque 3.1. L’hypothèse portant sur la densité de l’ensemble des directions raffinées associé
à n’importe quel K ′ ⊆ K∗ n’est jamais vérifiée en pratique. Fixons U un ouvert de Sn, et
définissons K ′ ⊆ K∗ comme l’ensemble des itérations k ∈ K∗ dans lesquelles aucune direction
d’évaluation n’appartient à U . Alors K ′ contredit l’hypothèse. L’énoncé 3.1 est donc déjà
inutilisable pour cette raison. Cependant, ce défaut important de l’énoncé 3.1 n’est pas celui
sur lequel nous nous attardons, car il est issu d’une interprétation dégénérée de la notion de
suite raffinante. Il est contre-productif de sélectionner délibérément une suite raffinante de
manière à éviter d’avoir un ensemble de directions raffinées. En comparaison, l’erreur que
nous mettons en évidence est plus critique, car elle est issue d’une faiblesse inhérente à DSM.

3.2 Erreur dans l’affirmation de la convergence de DSM

Le problème dans le raisonnement proposé dans « Analysis of direct searches for discon-
tinuous functions » a déjà été illustré dans la référence [11], l’un des articles écrits durant
cette thèse. Aussi, le contenu de ce chapitre reprend le contenu de [11, sections 2 et 3].
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3.2.1 Construction d’un contre-exemple

Le contre-exemple que nous construisons ici prouve que l’énoncé 3.1 est erroné. Nous
proposons une instance du problème (P) avec une fonction objectif fCE : R2 → R présentant
une discontinuité en 0 satisfaisant l’hypothèse 3.1 avec N = 2, et un ensemble Ω = R2. La
fonction fCE est représentée dans le cadre de gauche de la figure 3.2.

Figure 3.2 Fonction objectif fCE du contre-exemple.
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Construction de la fonction objectif

Sur R−, fCE est définie comme fCE : x ∈ R− 7→ (x + 1)2 − 2. Sur R∗
+, fCE est construite à

partir du polynôme pCE : [1, 2] → R suivant, illustré dans le cadre de droite de la figure 3.2,

pCE(x) ≜ −18 + 60x − 69x2 + 34x3 − 6x4 pour tout x ∈ [1, 2],

vérifiant pCE(1) = 1, pCE(2) = 2, p′
CE(1)=p′(5

4)=p′
CE(2) = 0, p′′

CE(1) < 0, p′′
CE(2) < 0, p′′

CE(5
4) > 0.

Ainsi, pCE a un unique minimum local en x = 5
4 , avec pCE(x) = 121

128 , et deux maxima locaux aux
bornes de l’intervalle [1, 2]. La fonction fCE est alors construite sur R∗

+ par mises à l’échelle
de pCE : fCE égale 2pCE sur 2[1, 2[, égale pCE sur [1, 2[, égale pCE

2 sur 1
2 [1, 2[, et plus généralement

égale 2ℓpCE sur 2ℓ[1, 2[ avec ℓ ∈ Z. Ainsi, sur tout intervalle 2ℓ[1, 2] avec ℓ ∈ Z, fCE a exactement
un minimum local en x = 2ℓ 5

4 , de valeur objectif 2ℓ 121
128 .

Le contre-exemple consiste donc en l’instance suivante du problème (P) :

minimiser
x ∈ R

fCE(x), où fCE : x 7→


(x + 1)2 − 2 si x ≤ 0,

2ℓpCE

(
x

2ℓ

)
si x ∈ 2ℓ[1, 2[ avec ℓ ∈ Z.

(PCE)

Il s’agit bien une instance du problème (P), et les hypothèses requises par « Analysis of
direct searches for discontinuous functions » sont toutes satisfaites ici.
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Proposition 3.2. La fonction fCE est semi-continue, a ses ensembles de niveau bornés, et
vérifie l’hypothèse 3.1.

Démonstration. La fonction fCE est semi-continue et a ses ensembles de niveau bornés.
De plus, l’hypothèse 3.1 tient en tout x ̸= 0, et en x = 0 le voisinage X ≜ ]−2, 2[ peut
être partitionné en X = X1 ⊔ X2 où X1 ≜ ]−2, 0] et X2 ≜ ]0, 2[ tels que int(Xi) ̸= ∅
et fCE|Xi

est Lipschitz-continue et cl(Xi) vérifie l’ECP, pour i ∈ {1, 2}.

Construction de l’instance de DSM

L’instance de DSM retenue pour résoudre le problème (PCE) est la suivante. L’initialisation
est faite avec (x0; δ0) ≜ (5

4 ; 1
4). Nous choisissons une instance de DSM à treillis adaptatif,

avec M ≜ [−1, 1] et τ = 1
2 , Υ ≜ {1}, Λ ≜ {1

2}. L’étape de search est négligée aux itérations
paires (Dk

S ≜ ∅ pour tout k ∈ 2N), et évalue une direction autrement : Dk
S ≜ {−5δk} pour

tout k tel que k−1 ∈ 2N. L’ensemble des directions de poll est Dk
P ≜ {−1, 1} pour tout k ∈ N.

Ces paramètres sont choisis de telle sorte qu’à chaque itération paire, k = 2q avec q ∈ N, la
solution courante x2q est le minimum de fCE sur l’intervalle 2−q[1, 2], l’étape de poll échoue
car tous les points qu’elle génère sont dans cet interalle, et l’étape de search tournant à
l’itération suivante (k = 2q + 1) génère son point candidat exactement au minimum de fCE

sur l’intervalle 2−(q+1)[1, 2]). Par conséquent, (xk)k∈N converge vers l’origine, (δk)k∈N → 0, et
les directions d1 = −1 et d2 = 1 sont considérées à chaque itération paire. Nous illustrons ces
affirmations en figure 3.3 et les formalisons dans le lemme 3.3.

Figure 3.3 Quatre premières itérations de DSM sur le contre-exemple.
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Lemme 3.3. Les suites (xk)k∈N et (δk)k∈N satisfont

∀q ∈ N, x2q = 2−q 5
4 = x2q+1, δ2q = 2−q 1

4 = 2δ2q+1.

De plus, à chaque itération paire, k = 2q avec q ∈ N, l’étape de poll échoue après avoir
considéré les directions d1 ≜ −1 et d2 ≜ 1.

Démonstration. Cette preuve fonctionne par récurrence sur q ∈ N.

L’itération 0 commence avec x0=5
4 et δ0=1

4 . L’étape de search est négligée car 0 est
pair. Le point x0 est le minimum de fCE sur [1, 2], et ainsi la poll mène à fCE(t0

P) ≥ fCE(x0)
(car elle évalue T 0

P ≜ {x0 +δ0d1, x0 +δ0d2} ⊂ [1, 2]). L’itération 0 est donc un échec. Cela
implique x1 ≜ x0 = 5

4 et δ1 ≜ 1
2δ0 = 2−1 1

4 . Le résultat désiré est donc vrai pour q = 0.

Considérons q ∈ N∗ et supposons que le résultat est vrai pour q−1. Par hypothèse,
l’itération 2q−1 est partie de x2q−1 = x2(q−1)+1 = 2−(q−1) 5

4 et δ2q−1 = δ2(q−1)+1 = 2−q 1
4 .

Puisque 2q−1 est impair, la search a généré le point t2q−1
S ≜ x2q−1 − 5δ2q−1 = 2−q 5

4 . Ce
point satisfait fCE(t2q−1

S ) = fCE(x2q−1)
2 < fCE(x2q−1). L’itération 2q−1 était donc un succès,

donc l’itération 2q part de x2q ≜ t2q−1
S = 2−q 5

4 et δ2q ≜ δ2q−1 = 2−q 1
4 . Cette itération

est d’indice pair, donc il n’y a pas d’étape de search. La solution courante, x2q, est
le minimum de fCE sur 2−q[1, 2], et ainsi la poll mène à fCE(t2q

P ) ≥ fCE(x2q) (car elle
évalue T 2q

P ≜ {x2q +δ2qd1, x2q +δ2qd2} ⊂ 2−q[1, 2]). L’itération 2q est donc un échec. Cela
implique x2q+1 ≜ x2q = 2−q 5

4 et δ2q+1 ≜ 1
2δ2q = 2−(q+1) 1

4 . Le résultat désiré est donc vrai
pour q ∈ N∗ s’il est vrai pour q−1.

La suite (xk; δk; Dk)k∈N résultant de l’exécution de DSM sur le problème (PCE) vérifie toutes
les conditions requises par [116, théorème 4.1] et [116, corollaire 4.1].

Proposition 3.4. La suite (xk; δk; Dk)k∈N est une suite raffinante, avec l’origine comme
point raffiné, et l’ensemble des directions raffinées associé est D∗ ≜ {−1, 1}.

Démonstration. Le lemme 3.3 prouve que la suite (xk)k∈N converge vers x∗ ≜ 0 et que la
suite (δk)k∈N converge vers 0. De plus, pour tout k ∈ 2N, l’étape de poll échoue après
avoir évalué xk + δkd pour tout d ∈ Dk

P = {−1, 1}. Ainsi, K∗ ≜ N indexe une suite
raffinante, et l’ensemble des directions raffinées est D∗ = {−1, 1}.
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Observation que le contre-exemple contredit le théorème

Les propositions 3.2 et 3.4 prouvent que le contre-exemple satisfait toutes les conditions
énoncées dans l’énoncé 3.1. l’énoncé 3.1 prétend donc qu’il existe une suite raffinante (indexée
par K ′ ⊆ N) et i ∈ {1, 2} tels que

(a) : ∀k ∈ K ′,


xk ∈ cl(Xi),
xk + δkd1 ∈ R \ cl(Xi),
xk + δkd2 ∈ int(Xi),

et (b) : lim
k ∈ K

fCE(xk) = fCE(x∗).

La suite (xk)k∈N ayant tous ses éléments dans X2 = ]0, 2[, et donc aucun dans X1 = ]−2, 0],
il nous faut considérer i ≜ 2 pour espérer satisfaire le résultat (a). De plus, il nous faut
considérer K∗ ⊆ 2N, car sinon K∗ n’indexe pas une suite raffinante. Or, aucun K ′ ⊆ K∗

ne vérifie le résultat (a). En effet, pour tout k ∈ K∗, le point xk+δkd1 = xk−δk = 2−q est
dans X2 (où q = k

2 ), et donc il ne rencontre jamais l’ensemble R\ cl(X2). La figure 3.4 illustre
ce phénomène. De plus, la suite (fCE(xk))k∈K∗ converge vers 0 tandis que fCE(x∗) = −1. De
fait, le résultat (b) est également erroné.

Figure 3.4 Échec de DSM à visiter chaque ensemble de continuité.
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3.2.2 Analyse de la preuve erronée

Le contre-exemple proposé à la section précédente met en évidence un problème dans
l’énoncé 3.1. Cette section vise à analyser argument par argument la preuve donnée par [116],
afin de localiser cette erreur. On se place dans le cadre proposé par l’énoncé 3.1.

La preuve proposée par [116] est divisée en six paragraphes que nous décrivons ci-dessous.
Un septième mène à [116, corollaire 4.1]. L’erreur réside dans le cinquième paragraphe.

Notons i ∈ J1, NK tel que x∗ ∈ Xi. D’abord, [116] restreint la preuve au cas de DSM à
treillis adaptatif, en clamant que la preuve s’adapte aisément au cas de DSM à décroissance
suffisante. Ensuite, [116] traite le cas où x∗ ∈ int(Xi), qui est similaire aux analyses menées
sous une hypothèse de continuité de f . Ceci fait, [116] considère alors le cas où x∗ ∈ ∂Xi.
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Le sous-cas où xk ∈ ∂Xi pour tout k ∈ K∗ à partir d’un certain rang est simple. Dans le
sous-cas restant, [116] extrait une sous-suite (indexée par K ′ ⊆ K∗) telle que xk ∈ int(Xi)
pour tout k ∈ K ′. Puisque l’ensemble des directions raffinées associées à K ′ est supposé
dense dans Sn, on peut extraire une seconde sous-suite (indexée par K ′′ ⊆ K ′) telle que, pour
tout k ∈ K ′′, certains points de poll sont dans int(Xi). Ces étapes semblent correctes.

Ensuite, au cinquième paragraphe, [116] envisage de prouver par contradiction que certains
des points de poll associés aux itérations k ∈ K ′′ ne sont pas dans cl(Xi). Pour ce faire, [116]
définit une fonction f̃ étendant f|Xi

à Rn de manière Lipschitz-continue et telle que f̃ est
localement strictement décroissante en tout x ∈ ∂Xi dans toutes les directions pointant dans
un cône extérieur à Xi en x. Ces étapes semblent correctes. Cependant, [116] considère alors
une direction d dans laquelle f̃ est strictement décroissante en x∗, et prétend que la dérivée
de Clarke f̃ ◦

C (x∗; d) est donc strictement négative. L’erreur dans la preuve réside dans cet
argument. 1 L’extrait suivant, tiré de [116], met en évidence cette affirmation.

Erreur au cinquième paragraphe de la preuve de [116, théorème 4.1]
(transcription dans les notations de cette thèse) Let us assume that all
poll points associated with the refining subsequence belong to cl(Xi). We will see
that this leads us to a contradiction. [. . .] Let f̃ be the extended function. We then
obtain that

f̃ ◦
C (x∗; d) ≥ [. . .] ≥ 0,

for all refining directions d, which is a contradiction since these directions are
dense in the unit sphere and f̃ is locally strictly decreasing from x∗ along all
directions in a cone of nonempty interior.

Enfin, le sixième paragraphe (qui considère l’affirmation précédente comme vraie) déduit
l’existence d’une troisième sous-suite (indexée par K ′′′ ⊆ K ′′) telle que pour tout k ∈ K ′′′,
l’étape de poll génère un point candidat t ≜ xk + δkdk vérifiant t /∈ cl(Xi). Ceci conclut la
preuve de [116, théorème 4.1]. Enfin, un septième paragraphe mène à [116, corollaire 4.1].
Dans le cas où N = 2, [116] déduit que certains points de poll sont dans X2 et d’autres
dans X1 pour tout k ∈ K ′′′. Ainsi, la limite de (f(xk))k∈K′′′ égale f(x∗) par semi-continuité
de f en x∗ et le fait que la poll échoue à tout itération k ∈ K ′′′. Malheureusement, ces deux
dernières étapes sont incorrectes si l’affirmation erronée n’est pas tenue pour vraie.

1. Le fait qu’une fonction f est strictement décroissante un point x dans une direction d n’implique pas
que f◦

C (x; d) < 0. Par exemple, f : x ∈ R 7→ − |x| vérifie f◦
C (x; 1) = f◦

C (x; −1) = 1 en x = 0.
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3.3 Modification de DSM corrigeant l’erreur

Le contre-exemple décrit précédemment illustre un défaut de DSM dans le cas discontinu.
Pour K∗ ⊆ N donné indexant une suite raffinante, il est possible que la suite des solutions
courantes (xk)k∈K∗ approche le point raffiné x∗ par un et un seul ensemble de continuité
de f . L’algorithme ne détecte donc pas les discontinuités en x∗, même si x∗ n’est pas dans
l’ensemble de continuité de f contenant toutes les solutions courantes. Toutefois, il est possible
de corriger DSM pour éviter ce défaut, comme proposé au chapitre 3.3.1. Nous proposons
ensuite une analyse de convergence de cette modification de DSM, au chapitre 3.3.2. Enfin,
nous montrons au chapitre 3.3.3 que notre modification de DSM traite le contre-exemple.

Précisons que ce chapitre reprend le contenu de [11, section 4], mais la lecture de l’analyse
est optionnelle pour la compréhension de la suite de cette thèse. L’algorithme développé et
étudié ci-après est généralisé au chapitre 4, et l’analyse menée dans ce chapitre repose sur des
hypothèses plus fortes que dans [116], alors que celle du chapitre 4 requiert des hypothèses
plus faibles. Ainsi, seul le chapitre 3.3.1 est important dans la suite de ce manuscrit.

3.3.1 Modification de DSM par ajout d’une étape revealing : rDSM

Le correctif à DSM proposé dans ce chapitre consiste en l’ajout d’une étape révélatrice à DSM,
notée revealing et inspirée par l’algorithme DiscoMads [8, 71]. DiscoMads est une variante
de Mads pensée pour un objectif différant du nôtre ([8] vise à éviter de générer des points
raffinés proches d’une discontinuité), mais l’idée de l’étape revealing peut être reprise et
adaptée. À chaque itération, l’étape revealing sélectionne une direction sur l’intersection
entre le treillis et une boule de rayon constant. Par conséquent, si les directions de l’étape
revealing sont bien choisies, le nouvel algorithme rDSM (revealing DSM) peut évaluer un
ensemble de points dense dans chaque ensemble de continuité de f proche d’un point raffiné.
Ainsi, contrairement à DSM, rDSM vérifie l’énoncé 3.1 clamé par [116].

L’algorithme rDSM est formalisé dans l’algorithme 2, et est très proche de l’algorithme DSM.
Les différences sont l’ajout de l’étape de revealing, avec ses paramètres r ∈ R∗

+ et (Dℓ)ℓ∈N

en initialisation, et l’ensemble K∗ ⊆ N généré explicitement. Pour un treillis M donné, nous
notons roundM

δ (·) la fonction d’arrondi sur M(δ), pour tout δ ∈ R∗
+.

La suite (Dℓ)ℓ∈N peut être construite en définissant chaque terme comme un tirage de
la distribution de probabilité uniforme et indépendante sur cl(Br). Une autre stratégie est
d’utiliser des suites pseudo-aléatoires [58] de manière similaire à la génération de directions
de poll dans [1]. Avec ces stratégies, il n’est pas nécessaire de construire la suite à priori ;
chaque terme peut n’être défini qu’au moment où il intervient pour la première fois.
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Algorithme 2 rDSM générique pour résoudre le problème (P), généralisant DSM.
Initialisation :

initialiser (x0; δ0) ∈ (X ∩ Ω) × R∗
+, et poser δ0 ≜ δ0 ;

définir ρ : R+ → R+ et M : R+ → 2Rn et Λ ⊂ ]0, 1[ et Υ ⊂ [1, +∞[ suivant, au choix,
— DSM à treillis adaptatif : ρ(ν) ≜ 0 et M(ν) ≜ min{ν, ν2

δ0 }MNp pour tout ν ∈ R+,
où M ∈ Rn×p est une base positive de Rn (avec p > n), et Λ ⊆ {τ ℓ : ℓ ∈ J1, mK}
et Υ ⊆ {τ ℓ : ℓ ∈ J−m, 0K}, où τ ∈ Q ∩ ]0, 1[ et m ∈ N∗ ;

— DSM à décroissance suffisante : ρ nulle en 0 et strictement croissante et M(ν) ≜ Rn

pour tout ν ∈ R+, et Λ ⊆ [λ, λ] et Υ ⊆ [υ, υ], où 0 < λ ≤ λ < 1 ≤ υ ≤ υ < +∞ ;
initialiser K∗ ≜ ∅ et ℓ ≜ 0 ;

pour k ∈ N faire :
exploration (notée search) :

définir Dk
S ⊆ M(δk) et T k

S ≜ {xk} + Dk
S ; si T k

S ∩ Ω ̸= ∅ et tk
S ∈ argmin f(T k

S ∩ Ω)
vérifie f(tk

S) < f(xk) − ρ(δk), poser tk ≜ tk
S et ne pas faire la revealing et la poll ;

révélation (notée revealing) :
poser Dk

R ≜ roundM
δk (Dℓ) et T k

R ≜ {xk}+Dk
R ; si T k

R ∩Ω ̸= ∅ et tk
R ∈ argmin f(T k

R ∩Ω)
vérifie f(tk

R) < f(xk) − ρ(δk), poser tk ≜ tk
R et ne pas faire la poll ;

sonde (notée poll) :
définir ∅ ≠ Dk

P ⊆ Mδk(δk) et T k
P ≜ {xk}+Dk

P ; si T k
P ∩Ω ̸= ∅ et tk

P ∈ argmin f(T k
P ∩Ω)

vérifie f(tk
P) < f(xk) − ρ(δk), poser tk ≜ tk

P, sinon poser tk ≜ xk ;
mise à jour des paramètres :

si tk ̸= xk, poser δk+1 ∈ δkΥ, sinon poser δk+1 ∈ δkΛ ; poser δk+1 ≜ minℓ≤k+1 δk ;
poser xk+1 ≜ tk ; si δk+1 < δk, redéfinir K∗ .= K∗ ∪ {k} et ℓ

.= ℓ + 1.

L’étape revealing intensifie fortement le long de directions de recherche données avant
d’en changer. Par construction, les directions considérées ne changent que lorsque le pas de
sonde atteint une valeur plus faible qu’à toutes les itérations précédentes.

3.3.2 rDSM garantit des conditions nécessaires d’optimalité

L’intégralité de l’analyse de convergence de DSM s’applique également à rDSM. En ef-
fet, l’étape revealing peut être vue comme une search particulière. Cependant, l’étape
revealing permet de renforcer l’analyse en garantissant que le pré-requis f(xk) → f(x∗)
demandé par le théorème 3.1 est vérifié ; sous une légère adaptation de l’hypothèse 3.1 (pour
des raisons techniques discutées ci-après) et une nouvelle hypothèse sur le comportement
de rDSM. Notre analyse ne tient que si rDSM génère exactement un point raffiné. Ces deux
nouvelles hypothèses sont données ci-dessous.

Pour poser l’altération de l’hypothèse 3.1, nous proposons une simplification de l’ECP.
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Définition 3.2 (Propriété de cône intérieur (Interior Cone Property, ICP) et définition
équivalente de l’ECP). Un ensemble S ⊆ Rn a la propriété de cône intérieur (ICP) si

∀x ∈ cl(S), ∃


U un ouvert non vide de Sn

K ≜ R∗
+U le cône généré par U , Kx ≜ {x} + K

O un ouvert de Rn contenant 0, Ox ≜ {x} + O
: (Kx ∩ Ox) ⊆ S.

De même, S a l’ECP si et seulement si Rn \ S a l’ICP.

Hypothèse 3.2. [Adaptation de l’hypothèse 3.1] Pour tout x ∈ X ∩ Ω, il existe une
partition BR(x) = ⊔N

i=0Xi (où R ∈ ]0, r] et N ∈ N∗ est fini), avec X0 ≜ (BR(x) \ (X ∪ Ω)),
et vérifiant, pour tout i ∈ J1, NK, Xi a l’ICP et f|Xi

est Lipschitz-continue.

Hypothèse 3.3. La suite (xk)k∈N générée par rDSM converge vers un point x∗ ∈ X.

L’hypothèse 3.2 est très proche de l’hypothèse 3.1. Les différences sont une restriction du
voisinage (BR(x) au lieu d’un voisinage quelconque), le fait que int(Xi) n’est plus imposé, et
l’application de l’ICP à chacun des Xi au lieu de l’ECP. La première est nécessaire car un
voisinage quelconque peut ne pas être un ouvert (c’est simplement un ensemble contenant
un ouvert contenant x), ce qui aurait pu casser les preuves à venir. La seconde vient du
fait que int(Xi) ̸= ∅ pour tout i ∈ J1, NK est une conséquence de l’ICP de Xi. 2 Enfin, nous
imposons l’ICP à Xi au lieu de l’ECP car nous avons constaté qu’une interprétation dégénérée
de l’hypothèse 3.1 pouvait accepter des discontinuités qu’on aurait dû rejeter. 3 Ceci n’est
plus possible avec notre correctif, et nous prouvons dans le lemme 3.8 que le changement de
l’ECP de la définition 3.1 vers l’ICP de la définition 3.2 est transparent.

L’hypothèse 3.3 n’est généralement pas restrictive en pratique, car le comportement de
rDSM le plus plausible est la convergence de la suite des solutions courantes vers un point du
domaine effectif de f . Le contre-exemple introduit au chapitre 3.3.3 vérifie également cette
hypothèse. Nous prouvons que sous cette hypothèse, l’ensemble K∗ généré par rDSM indexe
une suite raffinante. Ceci permet d’affirmer les propriétés suivantes.

2. La définition appliquée en n’importe quel x ∈ cl(Xi) donne Kx ∩ Ox ouvert inclus dans Xi.
3. Prenons f : x ∈ R2 7→ 0 si x ∈ epi(

√
|·|) et 1 sinon. Les ensembles de continuité de f sont X1 ≜ epi(

√
|·|)

et X2 ≜ R2 \ X1. Une telle discontinuité est censée être rejetée car X2 n’a pas l’ECP en l’origine. Or, on peut
re-partitioner X2 en X2 = X2,m ⊔ X2,p où X2,m ≜ {(x1, x2) ∈ X2 : x1 ≤ 0} et X2,p ≜ {(x1, x2) ∈ X2 : x1 > 0}.
ainsi, X1 ⊔ X2,m ⊔ X2,p forme toujours une partition d’un voisinage de l’origine en ensembles de continuité
de f , et chacun des ensembles de partition possède l’ECP.



40

Lemme 3.5. Généralisation de [8, lemme 4.12] à rDSM. rDSM résolvant le pro-
blème (P) génère (Dk

R)k∈N et K∗ ⊆ N tels que (Dk
R)k∈K∗ est dense dans cl(Br).

Démonstration. Notons ℓ : k ∈ K∗ 7→ #(K∗ ∩ J0, kK), la fonction qui calcule la position
de tout élément k ∈ K∗ dans l’ensemble K∗ ordonné. On a ℓ(K∗) ≜ {ℓ(k) : k ∈ K∗} = N.
De plus, par construction de rDSM, nous avons Dk

R = roundM
δk (Dℓ(k)) pour tout k ∈ K∗,

et (δk)k∈K∗ → 0 par construction de K∗. Ainsi, supd∈Dk
R , d′∈Dℓ(k)

∥d′ − d∥ → 0 (c’est trivial
dans le cas de rDSM à décroissance suffisante car round est alors l’identité, et prouvé de
manière similaire à [8, lemme 4.12] dans le cas de rDSM à treillis adaptatif). Le résultat
suit par densité de (Dℓ)ℓ∈N dans cl(Br), qui est requise en préambule de rDSM.

Remarquons que [8, lemme 4.12] comporte également une erreur, car il affirme le résultat
pour n’importe quelle suite raffinante. Ceci est faux, pour la raison déjà donnée dans la
remarque 3.1. Néanmoins, considérer la suite raffinante indexée par K∗ évite le problème.

Lemme 3.6. Considérons la suite (xk; δk; Dk)k∈N et l’ensemble K∗ ⊆ N générés par rDSM
(où Dk ≜ Dk

S ∪ Dk
R ∪ Dk

P pour tout k ∈ N) résolvant le problème (P). Sous l’hypo-
thèse 3.3, K∗ indexe une suite raffinante de point raffiné x∗, d’ensemble D∗ des direc-
tions raffinées dense dans Sn, et d’ensemble T ∗ ≜ ∪k∈K∗T k (où T k ≜ {xk} + Dk pour
tout k ∈ N est l’ensemble des points évalués à l’itération k) dense dans cl(BR(x∗)).

Démonstration. Prouvons que K∗ indexe une suite raffinante. Par construction, K∗ ne
contient que des indices d’itérations d’échec ; et (xk)k∈K∗ converge (via l’hypothèse 3.3) ;
et (δk)k∈K∗ converge vers 0 car δk → 0 ([17, théorème 8.1] et [35, théorème 7.1]) et pour
tout k ∈ K∗, δk ≤ 1

inf Υδk ; et la densité de D∗ dans Sn découle directement du lemme 3.5.
Ensuite, prouvons la densité de T ∗ dans cl(BR(x∗)). Soit x ∈ cl(BR(x∗)), d ≜ x − x∗,
et K ′ ⊆ K∗ tel qu’il existe (dk)k∈K′ convergeant vers d avec dk ∈ Dk

R pour tout k ∈ K ′,
et soit tk ≜ xk + dk ∈ T ∗ pour tout k ∈ K ′. Alors ∥tk − x∥ ≤ ∥xk − x∗∥ + ∥dk − d∥ → 0,
ce qui conclut la preuve.

On peut maintenant établir un correctif à l’énoncé 3.1 vérifiant tous les éléments qu’il
voulait établir. On doit pour cela altérer l’hypothèse 3.1 en l’hypothèse 3.2 (cette altération est
technique et non restrictive), et surtout supposer l’unicité du point raffiné via l’hypothèse 3.3
(là encore, peu restrictive en pratique). Mis en contrepartie, on gagne une définition explicite
de la suite raffinante à considérer ; la suite indexée par K∗, qui est explicitement généré par
rDSM. Aussi, l’hypothèse très restrictive discutée dans la remarque 3.1 n’est plus requise.
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Théorème 3.7. Considérons la suite (xk; δk; Dk)k∈N et l’ensemble K∗ ⊆ N générés par
rDSM résolvant le problème (P). Sous l’hypothèse 3.3, K∗ indexe une suite raffinante de
point raffiné x∗ ∈ X et d’ensemble D∗ des directions raffinées dense dans Sn. Si de plus
l’hypothèse 3.2 est vérifiée, alors en notant BR(x∗) = ⊔N

i=0X ∗
i issus de son application

en x∗ et X ∗ ∈ {Xi, i ∈ J1, NK} tel que x∗ ∈ X ∗, on a

1. soit x∗ ∈ int(X ∗), et alors f ◦
C (x∗; d) ≥ 0 pour tout d ∈ cl(H(x∗)) ;

2. soit x∗ ∈ ∂X ∗, et alors T ∗ ≜ ∪k∈K∗T k est dense dans int(Xi) pour tout i ∈ J1, NK,
et (xk)k∈K∗ admet une sous-suite incluse dans cl(X ∗), et (f(xk))k∈K∗ → f(x∗).

Démonstration. Comme dans la preuve originelle de [116], cette preuve est restreinte au
cas de rDSM à treillis adaptatif. L’adaptation au cas de rDSM à décroissance suffisante
requiert de surmonter quelques subtilités techniques, mais n’en discutons pas ici car le
théorème 3.7 est de toute manière remplacé par un résultat plus satisfaisant au chapitre 4.

Le cas x∗ ∈ int(X ∗) est similaire aux études supposant la continuité de f . On se
concentre donc sur le cas où x∗ ∈ ∂X ∗. Rappelons que pour tout i ∈ J1, NK, int(Xi) ̸= ∅.
Notons aussi que x∗ ∈ cl(int(X ∗)) comme conséquence de l’ICP appliquée à X ∗ en x∗,
car nous avons alors x∗ ∈ cl(Ex∗ ∩ BR(x∗)) et Ex∗ ∩ BR(x∗) ⊆ int(X ∗). Rappelons enfin
que X ∗ ⊆ Ω par construction dans l’hypothèse 3.2.

Le lemme 3.6 garantit que K∗ indexe une suite raffinante, que T ∗ est dense dans int(Xi)
pour tout i ∈ J1, NK, et que D∗ est dense dans Sn. Ainsi, il ne reste qu’à prouver l’existence
de f ∗ ≜ limk∈K∗ f(xk) et l’égalité f ∗ = f(x∗), même lorsque N ̸= 2. D’abord, (f(xk))k∈K∗

est décroissante et bornée, donc elle converge, donc f ∗ existe. Ensuite, f ∗ ≥ f(x∗) par
semi-continuité de f . Enfin, supposons que f ∗ > f(x∗), pour établir une contradiction. On
a f(xk) ≥ f(x∗)+ε pour un certain ε > 0 et tout k ∈ K∗. Alors inf f(T ∗ ∩Ω) ≥ f(x∗)+ε,
car f(x) ≥ f(xk) pour tout k ∈ K∗ et x ∈ T k ∩Ω. Ainsi, inf f(T ∗ ∩ int(X ∗)) ≥ f(x∗)+ε.
Définissons enfin une suite (yℓ)ℓ∈N d’éléments de T ∗ ∩ int(X ∗) convergeant vers x∗, ce qui
est possible car x∗ ∈ cl(int(X ∗)) et T ∗ est dense dans int(X ∗). La contradiction apparaît
alors comme suit : lim infℓ∈N f(yℓ) ≥ f(x∗) + ε alors que f|X ∗ est continue en x∗.

Le théorème 3.7 garantit limk∈K∗ f(xk) = f(x∗). Ainsi, le théorème 3.1 est applicable
en x∗, ce qui certifie que x∗ vérifie des conditions nécessaires d’optimalité. Le théorème 3.7
affirme également que rDSM sonde chaque ensemble de continuité de f au voisinage de x∗,
pour n’importe quelle valeur de N alors que l’énoncé 3.1 ne l’affirme que dans le cas N = 2.
Enfin, Le théorème 3.7 assure la densité de l’ensemble des directions raffinées dans la sphère
unité. Ceci est requis par le théorème 3.1 mais pas clamé par l’énoncé 3.1.
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La principale restriction du théorème 3.7 est finalement sa dépendance en l’hypothèse 3.3.
Cependant, celle-ci est vérifiée dans une grande majorité de cas pratiques (à notre connais-
sance, seuls des contre-exemples théoriques construits ad hoc ont déjà mené à DSM générant
plus d’un point raffiné ; ou à un point raffiné en lequel f renvoie +∞).

Terminons cette analyse par la preuve que notre nouvelle définition de l’ECP (comme
complémentaire à notre définition de l’ICP dans la définition 3.2) est bien équivalente à la
définition de l’ECP proposée par [116].

Lemme 3.8. L’ECP de la définition 3.1 est équivalente à l’ECP de la définition 3.2.

Démonstration. Notons (ECP ) la propriété de cône extérieur telle que posée dans la
définition 3.2, et [ECP ] la propriété de cône extérieur telle qu’introduite par [116] (rap-
pelée en définition 3.1). Soit S ⊆ Rn. Notons Sc ≜ Rn \ S. Pour tout (x, y) ∈ (Rn)2, on
note [x, y] ≜ {x+ t(y −x) : t ∈ [0, 1]} le segment reliant x et y. On note également Θ(·, ·)
l’angle saillant entre deux vecteurs.

Supposons que S a l’[ECP ]. On remarque qu’il est clair que l’(ICP ) d’un ensemble
tient en tout point de l’intérieur de cet ensemble, ainsi Sc a l’(ICP ) en tout point
de son intérieur. Par conséquent, pour prouver que S a l’(ECP ), il suffit de montrer
que Sc a également l’(ICP ) en tout point de sa frontière. Soit x ∈ ∂Sc et considérons
le cône K, le voisinage O et l’ensemble Ex issus de l’application de l’[ECP ] de S en x.
Soit U ≜ int(K ∩ Sn) ̸= ∅ (pour la topologie de Sn) et K′ ≜ R∗

+U . Alors Sc a l’(ICP )
en x, en considérant U , O et K′ dans la définition, puisque (K′

x ∩ Ox) ⊆ Ex ⊆ Sc par
construction. Ainsi, l’(ICP ) de Sc est avérée en tout x ∈ ∂Sc. Ainsi, Sc a l’(ICP ), et
donc S a l’(ECP ) comme désiré.

Supposons à la place que S a l’(ECP ), et donc que Sc a l’(ICP ). Soit x ∈ ∂Sc = ∂S,
et considérons l’ensemble U et le voisinage O issus de l’application de l’(ICP ) de Sc

en x. Sans perte de généralité, supposons que U ≠ Sn, de sorte que ∂U ̸= ∅ dans la
topologie induite par Sn. Soit ε ∈ R∗

+, suffisamment petit pour que U ′ ≜ {u ∈ U :
Θ(u, v) ≥ ε, ∀v ∈ ∂U} ̸= ∅. Soit K′ ≜ R∗

+U ′. Soit Ox ≜ {x} + O et K′
x ≜ {x} + K′

et Ex ≜ (Ox ∩ K′
x) et Sc

x ≜ Sc ∩ Ox. D’abord, on constate que Ex ⊆ Ac par construction.
Ensuite, pour tout (e, s) ∈ (Ex \{x})× (Sc

x \{x}), on définit y ∈ ∂K′
x ∩ [e, s], pour arriver

à Θ(e−x, s−x) = Θ(e−x, y−x)+Θ(y−x, s−x) = Θ( e−x
∥e−x∥ , y−x

∥y−x∥)+Θ(y−x, s−x) ≥ ε+0.
Ainsi, S a l’[ECP ] en x, en considérant K′, θx ≜ ε, et O. Cela prouve que l’(ECP )
implique l’[ECP ].
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3.3.3 rDSM répond au contre-exemple

Terminons ce chapitre en nous assurant que rDSM répond au contre-exemple construit au
chapitre 3.2.1. La figure 3.5 illustre le cas où le paramètre r est choisi à r ≜ 2. On voit que
dès la première itération, il y a une possibilité que la revealing génère un point permettant
à rDSM de franchir la discontinuité en x = 0. La proposition 3.9 formalise cette affirmation.
Le cas r ∈ R∗

+ quelconque pourrait également être prouvé, mais la preuve est technique et
son intérêt est limité.

Figure 3.5 Itération 0 de rDSM résolvant le contre-exemple avec r = 2.
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Proposition 3.9. Soit l’instance de DSM du chapitre 3.3.3 résolvant le problème (PCE),
et étendue en une instance de rDSM via une sonde revealing de rayon r ≜ 2. Alors
l’algorithme génère le point raffiné x∗ ≜ −1, le minimum global de fCE.

Démonstration. Remarquons que fCE(x) ≤ 0 si et seulement si x ∈ I ≜ [−
√

2−1, 0].
Ainsi, s’il existe κ ∈ N tel que xκ ∈ I, alors toutes les solutions courantes xk avec k ≥ κ

sont aussi dans I. Par conséquent, (xk)k≥κ converge nécessairement vers x∗ = −1, car il
s’agit du seul point de I vérifiant des conditions d’optimalité. Il suffit donc de prouver
qu’un tel indice κ existe. Or, si κ n’existe pas, alors par construction la suite raffinante
indexée par K∗ est telle que (xk)k∈K∗ reste confinée dans l’intervalle J ≜ ]0, x0] = ]0, 5

4 ].
Or, pour tout x ∈ J , on a cl(Br(x)) ∩ I ̸= ∅. Par conséquent, par construction, il
existe κ ∈ N tel que l’étape revealing génère un point dans I à l’itération κ, ce qui
mène à une contradiction.
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CHAPITRE 4 SIMPLIFICATION DU CADRE THÉORIQUE ET
AMÉLIORATION DES RÉSULTATS DE CONVERGENCE DE rDSM

- Mais alors, osai-je commenter, vous êtes encore loin de la solution . . .
- J’en suis très près, dit Guillaume, je ne sais simplement pas de laquelle.

« Le nom de la rose », Umberto Eco.

L’algorithme rDSM défini au chapitre 3 est une première extension de DSM permettant de
résoudre le problème (P). Comme nous l’avons montré, rDSM génère au moins un point raffiné,
et s’il y en a exactement un, ce point vérifie des conditions nécessaires d’optimalité pour le
problème (P). Ce résultat étend naturellement les théorèmes habituels issus de la littérature
sur le cas continu. Cependant, cette analyse de rDSM est incomplète. Nous montrons au
chapitre 4.1 que sous l’hypothèse d’unicité du point raffiné, ce point est en réalité une solution
locale au problème (P). Nous proposons ensuite une extension de rDSM pour supprimer le
besoin d’unicité du point raffiné. Le nouvel algorithme (cDSM, covering DSM) remplace l’étape
revealing par une nouvelle étape nommée covering, et est formalisé au chapitre 4.2. Nous
montrons également que cDSM ne requiert que des hypothèses strictement plus faibles que
celles requises par « Analysis of direct searches for discontinuous functions » et par rDSM
pour obtenir un résultat strictement plus fort : tous les points raffinés générés par cDSM sont
des solutions locales au problème (P), dans un sens généralisé traitant également le cas des
points hors de X.

4.1 Complément à l’analyse de convergence de rDSM

Rappelons le cadre requis pour établir le théorème 3.7 (prouvant que le point raffiné de
rDSM vérifie des conditions nécessaires d’optimalité).

Cadre 4.1. Cadre d’étude de rDSM. Considérons le problème (P) dans le cadre 1.1,
résolu par rDSM. On suppose que la suite (xk)k∈N générée par rDSM converge vers un
point x∗ ∈ X (hypothèse 3.3). On suppose aussi qu’il existe R ∈ ]0, r] tel que BR(x∗)
admet une partition BR(x∗) = ⊔N

i=0Xi, où X0 ≜ (BR(x∗) \ (X ∪ Ω)), N ∈ N∗, et pour
tout i ∈ J1, NK, Xi a l’ICP et f|Xi

est Lipschitz-continue (hypothèse 3.2 en x∗).

Dans ce cadre, il est possible d’arriver à une conclusion plus forte que celle énoncée par
le théorème 3.7. Ce dernier dit que x∗ vérifie des conditions nécessaires d’optimalité. En
comparaison, le chapitre 4.1.1 établit que x∗ est en réalité une solution locale au problème (P).
Nous discutons ensuite des aspects restrictifs de ce cadre au chapitre 4.1.2.
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4.1.1 Optimalité locale sous l’hypothèse d’unicité du point raffiné

Le lemme 3.6 établit que l’ensemble T ∗ ≜ ∪k∈K∗T k est dense dans BR(x∗), où pour
tout k ∈ N, T k est l’ensemble des points évalués par rDSM à l’itération k. Cependant, on peut
aussi en déduire la densité de T ∗ dans chacun des ensembles de continuité de f au voisinage
de x∗. Ceci n’a pas été énoncé au chapitre 3. Le lemme 4.1 formalise un résultat technique
proche de cette affirmation.

Lemme 4.1. Dans le cadre 4.1, Xi ⊆ cl(T ∗ ∩Xi \{x}) pour tout i ∈ J1, NK et tout x ∈ Xi.

Démonstration. Soit i ∈ J1, NK et x ∈ Xi. Le lemme 3.6 implique que E ⊆ cl(T ∗ ∩ E)
pour tout ouvert E ⊆ BR(x∗). Or, l’ICP appliquée à Xi en x donne l’ouvert Ex ⊆ Xi

vérifiant x ∈ cl(Ex). Ainsi, il existe un ouvert E ′
x ⊆ Ex tel que x ∈ cl(E ′

x) \ E ′
x, et on en

déduit x ∈ cl(T ∗ ∩ E ′
x) ⊆ cl(T ∗ ∩ Xi) comme conséquence du lemme 3.6.

On peut alors en déduire un théorème remplaçant le théorème 3.7.

Théorème 4.2. Dans le cadre d’étude 4.1, x∗ est une solution locale au problème (P).

Démonstration. Nous avons bien x∗ ∈ Ω, comme limite de la suite (xk)k∈N d’éléments
du fermé Ω. Prouvons alors que f(x) ≥ f(x∗) pour tout x ∈ BR(x∗) ∩ Ω. Ceci est trivial
pour tout x /∈ X, donc considérons x ∈ Xi ⊆ Ω pour un certain i ∈ J1, NK. Par le
lemme 4.1, il existe une suite (yℓ)ℓ∈N d’éléments de T ∗ ∩ Xi \ {x} convergeant vers x.
Notons, pour tout ℓ ∈ N, κ(ℓ) ∈ K∗ tel que yℓ ∈ T κ(ℓ), qui indexe une itération d’échec
par construction de K∗. Par conséquent, on a f(yℓ) ≥ f(xκ(ℓ)) − ρ(δκ(ℓ)) pour tout ℓ ∈ N.
De plus, (f(yℓ))ℓ∈N → f(x) par continuité de f|Xi

. Enfin, κ(ℓ) → +∞ puisque T k est
fini pour tout k ∈ N, et donc (xκ(ℓ))ℓ∈N → x∗ et (δκ(ℓ))ℓ∈N → 0. On déduit de tout ceci
que f(x) = limℓ∈N f(yℓ) ≥ limℓ∈N f(xκ(ℓ)) − 0 ≥ f(x∗) par semi-continuité de f .

4.1.2 Aspects restrictifs dans le cadre d’étude de rDSM

Le cadre d’étude 4.1 est restrictif sur trois aspects. D’abord, en pratique, l’étape revealing
est peu exploitable car peu compatible avec le critère d’arrêt usuel de rDSM. La construction
de l’étape revealing ne peut considérer que peu de directions de recherche avant que le
critère d’arrêt de rDSM ne soit atteint. Ensuite, l’hypothèse 3.3 est souvent avérée dans les
cas réels mais est simple à briser dans la théorie. Enfin, l’ICP des ensembles de continuité
de f|Ω est difficilement vérifiable puisque f est souvent une boîte noire.
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Faible nombre de directions considérées en cas d’interruption anticipée de rDSM

L’étape revealing traduit mal en pratique sa propriété de densité des directions de re-
cherche dans cl(Br). Prenons une instance de rDSM avec δ0 ≜ 1 et δk divisé par deux à
chaque itération d’échec et doublé à chaque succès. Construisons l’étape revealing via une
suite (Dℓ)ℓ∈N de tirages indépendants de la distribution uniforme sur cl(Br), où r ≜ 1. Pour
tout k ∈ N, l’étape revealing considère alors l’ensemble de directions Dk

R ≜ Dℓ(k), où la
suite (ℓ(k))k∈N est incrémentée lorsque δk atteint la première fois une nouvelle puissance né-
gative de 2. Sous le critère d’arrêt « δk ≤ 2−20 », l’étape revealing ne peut donc considérer
que les 20 premiers éléments de (Dℓ)ℓ∈N avant l’interruption de l’algorithme. Or, ceci n’est
pas suffisant pour recouvrir cl(Br) de façon satisfaisante. Même 30 voire 100 tirages restent
insuffisants, comme illustré en figure 4.1. En général, pour pouvoir considérer L éléments
de (Dℓ)ℓ∈N, il faut baisser le critère d’arrêt à « δk ≤ 2−L », alors qu’un choix de L > 6 est
prohibé car il mène usuellement à une exécution très longue et en grande partie inutile.

Figure 4.1 Répartition de tirages uniformes indépendants dans la boule unité.
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Absence de densité des points évalués en présence de plusieurs points raffinés

Lorsque rDSM génère plusieurs points raffinés, la densité de l’ensemble des points évalués
autour de chacun n’est plus garantie. Prouvons ceci via l’exemple suivant, illustré en figure 4.2.

Exemple 4.1. Considérons f ≜ ∥·∥∞ dans R2. L’instance de rDSM part de x0 ≜ −31,
où 1 ≜ (1, 1), avec δ0 ≜ 1 et Λ ≜ {1

2} et Υ ≜ {1}. L’étape de search est exécutée
aux itérations k = 3q ∈ 3N, pour évaluer t3q

S ≜ (−1)q (1 + 2−q)1. L’étape de poll
considère l’ensemble de points T k

P ≜ {xk}+{(±δk, 0), (0, ±δk)} pour tout k ∈ N. L’étape
revealing repose sur une suite (Dℓ)ℓ∈N dense dans cl(Br) où r ≜ 1 telle que, pour
tout q ∈ N, D4q ⊂ R+ × R+, D4q+1 ⊂ R− × R+, D4q+2 ⊂ R− × R−, D4q+3 ⊂ R+ × R−.

Par construction, rDSM a ici le comportement suivant, pour tout q ∈ N. 1



47


x3q = (−1)q−1

(
1 + 2−(q−1)

)
1, δ3q = 4−q, D3q

R = D2q, succès de search,
x3q+1 = (−1)q (1 + 2−q)1, δ3q+1 = 4−q, D3q+1

R = D2q, itération d’échec,
x3q+2 = (−1)q (1 + 2−q)1, δ3q+2 = 1

24−q, D3q+2
R = D2q+1, itération d’échec.

Ici, rDSM génère deux points raffinés, x∗
+ ≜ 1 et x∗

− ≜ −1, et aucun ne minimise ∥·∥∞.
L’étape de search à toute itération k ∈ 3N est un succès, et donc seule la search est
effectuée à ces itérations. Comme la boule cl(Br(x∗

+)) égale l’ensemble [0, 2]2, les seuls
points évalués dans cl(Br(x∗

+)) sont les points de search aux itérations {3q : q pair}, les
points de poll aux itérations {3q + 1, 3q + 2 : q pair}, et les points de revealing aux
itérations {3q + 1, 3q + 2 : q pair}. L’analyse pour x∗

− est symétrique. On a donc

cl
(

∪
k∈N

T k

)
∩
{
x ∈ cl(Br(x∗

+)) : x − x∗
+ ∈ R− × R−

}
= ∅,

cl
(

∪
k∈N

T k

)
∩
{
x ∈ cl(Br(x∗

−)) : x − x∗
− ∈ R+ × R+

}
= ∅.

Figure 4.2 Mise en échec de rDSM lorsque plusieurs points raffinés existent.
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xk tk
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k
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k
P {x : f(x) = f(xk)}

1. La preuve se fait par une récurrence simple, mais longue à rédiger et d’intérêt limité. Comme de coutume
dans un tel cas, nous clamons que la preuve est laissée comme exercice au lecteur.
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4.2 Extension de rDSM : étape de covering remplaçant l’étape revealing

L’algorithme rDSM peut être adapté pour surmonter le besoin d’unicité du point raffiné.
Nous altérons l’étape revealing en une nouvelle étape que nous nommons covering. Il
en résulte un nouvel algorithme (covering DSM, cDSM), introduit au chapitre 4.2.1. Nous
donnons ensuite le cadre théorique le plus large possible pour garantir la convergence de
cDSM, au chapitre 4.2.2. Enfin, nous donnons au chapitre 4.2.3 une analyse de convergence
de cDSM dans ce cadre, qui étend le théorème 4.2 au cas où plusieurs points raffinés existent.

4.2.1 Algorithme cDSM

Expression de l’algorithme cDSM

L’algorithme cDSM est formalisé comme suit. Il consiste en une altération de rDSM, où
l’étape revealing est remplacée par l’étape covering. Le nouveau paramètre en entrée,
l’oracle de covering O, est discuté plus loin dans ce chapitre.

Algorithme 3 cDSM générique pour résoudre le problème (P), généralisant rDSM.
Initialisation :

initialiser (x0; δ0) ∈ (X ∩ Ω) × R∗
+, et poser δ0 ≜ δ0 ;

définir ρ : R+ → R+ et M : R+ → 2Rn et Λ ⊂ ]0, 1[ et Υ ⊂ [1, +∞[ suivant, au choix,
— DSM à treillis adaptatif : ρ(ν) ≜ 0 et M(ν) ≜ min{ν, ν2

δ0 }MNp pour tout ν ∈ R+,
où M ∈ Rn×p est une base positive de Rn (avec p > n), et Λ ⊆ {τ ℓ : ℓ ∈ J1, mK}
et Υ ⊆ {τ ℓ : ℓ ∈ J−m, 0K}, où τ ∈ Q ∩ ]0, 1[ et m ∈ N∗ ;

— DSM à décroissance suffisante : ρ nulle en 0 et strictement croissante et M(ν) ≜ Rn

pour tout ν ∈ R+, et Λ ⊆ [λ, λ] et Υ ⊆ [υ, υ], où 0 < λ ≤ λ < 1 ≤ υ ≤ υ < +∞ ;
définir r ∈ R∗

+ et O un oracle de covering (voir définition 4.1), et poser T ≜ ∅ ;
pour k ∈ N faire :

exploration (notée search en anglais) :
définir Dk

S ⊆ M(δk) et T k
S ≜ {xk} + Dk

S ; si T k
S ∩ Ω ̸= ∅ et tk

S ∈ argmin f(T k
S ∩ Ω)

vérifie f(tk
S) < f(xk) − ρ(δk), poser tk ≜ tk

S et ne pas faire la covering et la poll ;
recouvrement (notée covering en anglais) :

poser Dk
C ≜ O(xk; δk; T ) et T k

C ≜ {xk} + Dk
C ; si T k

C ∩ Ω ̸= ∅ et tk
C ∈ argmin f(T k

C ∩ Ω)
vérifie f(tk

C) < f(xk) − ρ(δk), poser tk ≜ tk
C et ne pas faire la poll ;

sonde (notée poll en anglais) :
définir ∅ ≠ Dk

P ⊆ Mδk(δk) et T k
P ≜ {xk}+Dk

P ; si T k
P ∩Ω ̸= ∅ et tk

P ∈ argmin f(T k
P ∩Ω)

vérifie f(tk
P) < f(xk) − ρ(δk), poser tk ≜ tk

P, sinon poser tk ≜ xk ;
mise à jour des paramètres :

si tk ̸= xk, poser δk+1 ∈ δkΥ, sinon poser δk+1 ∈ δkΛ ; poser δk+1 ≜ minℓ≤k+1 δk ;
poser xk+1 ≜ tk ; redéfinir T .= T ∪ {x ∈ T k

S ∪ T k
C ∪ T k

P : x a été évalué}.
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L’oracle de covering O garantit que l’ensemble des points évalués par cDSM est dense au
voisinage de tout point raffiné. Des expressions pratiques de O suivent dans ce chapitre.

Propriété 4.3 (dense covering property garantie par l’étape covering). Pour tout point
raffiné x∗ généré par cDSM, l’ensemble T vérifie

Br(x∗) ⊆ cl (T ) . (DCP)

Définition d’un oracle de covering

La véracité de la propriété 4.3 ne peut être observée qu’à posteriori, après une exécution
d’une infinité d’itérations de cDSM. Cependant, il est possible de garantir à priori (avant
l’exécution de cDSM) que l’algorithme la vérifiera à posteriori. Nous formalisons ceci dans la
proposition 4.4, qui dépend de la structure d’oracle de covering définie comme suit.

Définition 4.1 (oracle de covering). Pour M : R+ → 2Rn et r > 0 donnés, une fonc-
tion O : Rn × R∗

+ × 2Rn → 2Rn est un oracle de covering si O(y; ν; S) ⊆ Mr(ν) pour
tout point y ∈ Rn et tout rayon ν ∈ R∗

+ et tout ensemble S ⊆ Rn, et si

lim
k∈N

max
d∈cl(Br)

dist
(

yk + d, ∪
ℓ<k

Sℓ
)

= 0

pour toute suite (yk; νk)k∈N de Rn ×R∗
+ avec (yk)k∈N convergente et νk → 0, où S−1 ⊆ Rn

et Sk ≜ {yk} + O(yk; νk; Sk−1) pour tout k ∈ N et où dist(x, S) ≜ infa∈S ∥x − a∥ pour
tout x ∈ Rn et S ⊆ Rn.

Proposition 4.4. Si O satisfait la définition 4.1 et si cDSM a son étape de covering
construite suivant le schéma

∀k ∈ N, Dk
C ≜ O

(
xk, δk, ∪

ℓ<k
T ℓ
)

,

où T ℓ est l’ensemble des points évalués à l’itération ℓ, pour tout ℓ ∈ N, alors l’exécution
de cDSM satisfait la propriété 4.3.

Démonstration. Nous notons ici Mr(ν; y) ≜ {y} + Mr(ν) pour tout (ν; y) ∈ R∗
+ × Rn.

On se place dans le cadre d’étude de la proposition 4.4. Soit K∗ ⊆ N indexant une suite
raffinante générée par cDSM, et x∗ le point raffiné associé. Prouvons que T ∩ Bε(x) ̸= ∅,
pour tout x ∈ Br(x∗) et tout ε > 0. Soit x ∈ Br(x∗) et ε > 0. On exploite alors la
définition d’un oracle de covering avec la suite (xk; δk; T k

C )k∈K∗ en lieu de (yk; δk; Sk)k∈N.
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Nous obtenons alors dist(Mr(δk, xk), ∪ℓ<kT ℓ) ≤ dist(Mr(δk, xk), ∪ℓ∈K∗∩J0,kJT ℓ
C ) < ε

2 pour
tout k ∈ K∗ suffisamment grand. De plus, nous avons aussi dist(x, Mr(xk, δk)) < ε

2 pour
tout k ∈ K∗ suffisamment grand, par construction de M(δk). Prenons alors k ∈ K∗

satisfaisant ces deux conditions, définissons y comme l’arrondi de x sur Mr(δk, xk) et c

comme l’arrondi de y sur ∪ℓ<kT ℓ. On a alors ∥x − c∥ ≤ ∥x − y∥ + ∥y − c∥ < ε
2 + ε

2 = ε,
ce qui montre que c ∈ Bε(x) ∩ T et conclut ainsi la preuve.

Construction d’un oracle de covering

Tout oracle de covering mène à la propriété 4.3, mais en pratique un oracle de covering
doit satisfaire deux propriétés supplémentaires. D’abord, il doit générer peu de points, pour
éviter que l’étape de covering associée ne soit trop coûteuse par itération. Ensuite, il doit
garantir une bonne répartition des points qu’il propose à toute itération (et non pas seulement
asymptotiquement), pour éviter le défaut de l’étape revealing illustré en figure 4.1. Pour
répondre à tous ces prérequis supplémentaires, nous proposons l’oracle de covering suivant.

∀(y; ν; S) ∈ Rn × R∗
+ × 2Rn

, Omax dist(y; ν; S) ≜ argmax
d∈M(ν)∩cl(Br)

dist (y + d, S) . (Omax dist)

Cet oracle de covering force la définition de Dk
C à toute itération k ∈ N comme une direc-

tion dk
C dans M(δk) ∩ cl(Br) telle que tk

C ≜ xk + dk
C soit le plus loin possible de l’ensemble des

points d’évaluation passés. Dans le cas où deux directions ou plus vérifient cette propriété,
on peut toutes les prendre ou en choisir une au hasard. Cette construction est pensée pour
viser un recouvrement uniforme de la boule cl(Br(xk)) à chaque itération k ∈ N.

Proposition 4.5. La fonction Omax dist est un oracle de covering.

Démonstration. Pour tout point y ∈ Rn, tout rayon ν ∈ R∗
+ et tout ensemble S ⊆ Rn, on

a Omax dist(y, ν, S) ⊆ Mr(ν), donc le premier prérequis de la définition 4.1 est vérifié. Pour
vérifier le second prérequis, considérons y ∈ Rn et (yk; νk) ∈ Rn×R∗

+ pour tout k ∈ N tels
que yk → y et νk → 0. Sans perte de généralité, supposons que yk ∈ Br(y) pour tout k ∈
N. Définissons S−1 ≜ ∅ et Sk ≜ {yk}+Omax dist(yk, νk, Sk−1) et tk ∈ Sk, pour tout k ∈ N.
Alors maxd∈M(νk)∩cl(Br) dist(yk + d, ∪ℓ<kSℓ) = dist(tk, ∪ℓ<kSℓ) ≤ minℓ<k∥tk − tℓ∥ pour
tout k ∈ N. De plus, (tk)k∈N a tous ses éléments inclus dans le compact cl(B2r(x)), et
donc minℓ<k∥tk − tℓ∥ → 0 lorsque k → +∞. Cela prouve que le second prérequis de la
définition 4.1 est vérifié.

Pour cDSM à treillis adaptatif, calculer Omax dist(y; ν; S) est un problème combinatoire pour
n’importe quel (y; ν; S) ∈ Rn × R∗

+ × 2Rn , puisque M(ν) est un ensemble discret. Ce pro-
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blème est difficile lorsque S contient beaucoup d’éléments et que ν est petit. Un problème
très proche, le facility dispersion problem (nommé aussi obnoxious facility location [109]) est
NP-difficile. Il est cependant possible de surmonter cette difficulté. Le schéma reste valide
si Omax dist est remplacé par Omax distα pour n’importe quel α ∈ ]0, 1], où Omax distα(y; ν; S)
renvoie un élément dα tel que dist(y +dα, S) ≥ α maxd∈M(ν)∩cl(Br) dist(y +d, S). La preuve de
la proposition 4.4 s’adapte aisément au cas où Omax distα est considéré à la place de Omax dist,
et la littérature sur le facility dispersion problem mentionne des heuristiques efficaces pour
construire Omax dist 1

2
[95]. On peut aussi résoudre le problème sur l’espace continu (en autori-

sant d ∈ cl(Br) au lieu de d ∈ Mr(ν) = M(ν) ∩ cl(Br)) puis arrondir la solution sur Mr(ν).

Pour cDSM à décroissance suffisante (où M(·) ≜ Rn), Omax dist(y; ν; S) est la solution
d’un problème d’optimisation continue non lisse. Nous pouvons considérer un substitut,
comme Omax dist(y; ν; S) ≜ argmaxd∈cl(Br) Σa∈S

−1
∥y+d−a∥ par exemple. Nous pouvons de plus

remplacer Omax dist par Omax distα
pour n’importe quel α ∈ ]0, 1] fixé, où Omax distα

(y; ν; S)
renvoie un élément dα tel que Σa∈S

−1
∥y+dα−a∥ ≥ α maxd∈cl(Br) Σa∈S

−1
∥y+d−a∥ . Ceci n’altère pas

le schéma, et permet l’utilisation d’heuristiques simples pour calculer dα. Par exemple, une
recherche exhaustive sur un treillis suffisamment fin, ou une recherche itérant sur les premiers
termes d’une suite remplissante telle que la suite pseudo-aléatoire de Halton [58].

L’oracle de covering Omax dist pourrait servir de base de comparaison avec d’autres oracles,
car il n’est certainement pas le seul envisageable. On peut par exemple considérer un schéma
exploitant les fonctions d’acquisition des algorithmes bayésiens, en posant

∀(y; ν; S) ∈ Rn × R∗
+ × 2Rn

, Omax φ(y; ν; S) ≜ argmax
d∈M(ν)∩cl(Br)

φ(y + d, S), (Omax φ)

où φ est une fonction d’acquisition (pour des détails, nous référons à la section dédiée aux
algorithmes bayésiens du chapitre 2.2.2). Si la conjecture 2.2 est vraie et se généralise au cas
discontinu, alors elle mène immédiatement à la proposition 4.4.

Le coût de calcul associé à ces schémas peut paraître rédhibitoire, mais dans un contexte
sans dérivées il est négligeable comparé au coût de calcul de f(x) en n’importe quel x ∈
X. L’efficience pratique de ces schémas découle donc du fait qu’ils génèrent peu de points
mais bien choisis, et que le calcul de ces points n’implique aucun appel à f . Le coût de
chaque itération de cDSM engendré par l’étape de covering est alors de 1 point à évaluer
à chaque itération. En comparaison, l’étape usuelle de poll évalue au moins n + 1 points
par itération, puisqu’elle repose sur une base positive de directions de Rn. Minimiser le
coût de l’étape de covering est probablement le choix le plus pertinent dans de nombreux
contextes pratiques. Remarquons de plus que la définition d’un oracle de covering autorise O
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à renvoyer l’ensemble vide. Nous pouvons donc limiter encore le nombre de points considérés
par l’étape de covering au cours de l’optimisation. Par exemple, O peut ne renvoyer un
ensemble non vide que lorsque δk est suffisamment petit.

Le choix du rayon de covering r ∈ R∗
+ est laissé libre dans l’algorithme, mais il est

difficile d’identifier une valeur optimale. Ce choix dépend probablement de l’instance du
problème (P) considérée. En effet, plus r est petit, plus vite l’étape de covering recouvre
efficacement Br(x∗), mais en contrepartie, plus r est grand et plus cDSM peut s’échapper de
solutions locales de faible qualité. En l’absence d’information sur le problème, deux choix
simples sont r ≜ δ0 ou r ≜ δ0

10 . Nous pouvons également envisager une suite (rk)k∈N de rayons
au lieu d’un rayon r fixe, sous réserve que r ≜ infk∈N rk > 0 et que (DCP) tienne avec r > 0.

4.2.2 Allègement du cadre théorique requis pour l’analyse de cDSM

Nous mentionnions au chapitre 4.1.2 que le cadre d’étude 4.1 présente quelques défauts.
Le principal, lié à l’unicité du point raffiné, est surmonté grâce au remplacement de rDSM
par cDSM. Le remplacement de l’étape revealing par l’étape covering règle aussi le manque
de compatibilité pratique de rDSM avec les critères d’arrêt usuels. Il reste donc à corriger le
troisième défaut du cadre 4.1, portant sur l’hypothèse 3.2 difficile à garantir en pratique.
Dans ce chapitre, nous donnons une nouvelle hypothèse (hypothèse 4.1), strictement plus
légère que l’hypothèse 3.2 mais qui permet quand même d’établir une analyse de convergence
satisfaisante de cDSM. L’analyse est laissée au chapitre 4.2.3.

Dans un contexte sans dérivées où f est une boîte noire, les ensembles de continuité de f

peuvent être mal connus. Il est alors difficile de garantir qu’ils vérifient l’ICP demandée par
l’hypothèse 3.2. En comparaison, il est possiblement plus aisé de garantir que les ensembles
de continuité sont amples, 2 au sens de la définition suivante illustrée par la figure 4.3.

Définition 4.2. Un ensemble S ⊆ Rn est dit ample lorsque S ⊆ cl(int(S)).

Définition 4.3. Un ensemble S ⊆ Rn est dit localement fin lorsqu’il existe O ⊆ Rn ouvert
tel que S ∩ O ≠ ∅ = int(S) ∩ O.

Imposer la notion d’amplitude aux ensembles de continuité de f est le prérequis le moins
restrictif possible pour l’analyse de cDSM. En effet, les seules ensembles non-amples sont les
ensembles que nous nommons localement fins, comme prouvé dans la proposition suivante.

2. Nous présentons ici la notion comme si elle était nouvelle ; mais durant la rédaction de ce manuscrit
nous avons découvert une référence introduisant la notion d’ensemble semi-ouvert [76], équivalente à notre
notion d’ensemble ample [76, théorème 1]. Toutefois, nous nous permettons de conserver la notion d’ensemble
ample telle que développée durant cette thèse, car nous la trouvons plus parlante.
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Proposition 4.6. Un ensemble est localement fin si et seulement s’il n’est pas ample.

Démonstration. Soit S ⊆ Rn. Supposons que S est localement fin. Prenons x ∈ S ∩ O,
où O ⊆ Rn est un ouvert tel que S ∩ O ̸= ∅ = int(S) ∩ O. Alors si S était ample, on
aurait x ∈ cl(int(S))∩O. Il existerait donc ε > 0 tel que Bε(x) ⊆ O et Bε(x)∩ int(S) ̸= ∅,
et de fait int(S) ∩ O ̸= ∅, ce qui soulève une contradiction. Ainsi, S localement fin ne
peut pas être ample. Maintenant, supposons à la place que S ⊆ Rn n’est pas ample.
Alors O ≜ Rn \ cl(int(S)) est ouvert, et S ∩ O ̸= ∅ = int(S) ∩ O par construction. De
fait, S non ample est localement fin.

Figure 4.3 Illustration d’ensembles amples ou non.
 a l'ICP (donc est ample)  n'a pas l'ICP mais est ample  n'a pas l'ICP mais est ample  est localement fin

La notion d’ensemble ample est strictement plus générale que celle de l’ICP.

Proposition 4.7. Si S ⊆ Rn a l’ICP, alors S est ample, mais la réciproque est fausse.

Démonstration. Soit S ⊆ Rn. Supposons que S a l’ICP et prenons x ∈ S. Appliquons
l’ICP à S en x. Suivant les notations de la définition, K est ouvert comme image de R∗

+×U
(un ouvert de R∗

+ × Sn) par l’homéomorphisme (λ, u) ∈ R∗
+ × Sn 7→ λu ∈ Rn \ {0}. On a

aussi les ensembles Kx et Ox tels que (Kx ∩ Ox) ⊆ S et x ∈ cl(Kx ∩ Ox). Ainsi, Kx ∩ Ox

est également ouvert, et donc (Kx ∩ Ox) ⊆ int(S). On a donc x ∈ cl(int(S)), ce qui
clôt la preuve de l’implication directe. Pour contredire la réciproque, considérons n ≜ 2
et S ≜ epi(

√
|·|). Alors S est ample mais n’a pas l’ICP en x = (0, 0) ∈ cl(S).

Ainsi, en ne supposant pas que les ensembles de continuité de f ont l’ICP mais uniquement
qu’ils sont amples, on peut toujours faire tenir le lemme 4.1 (et donc le théorème 4.2). On
peut donc affaiblir l’hypothèse 3.2 comme suit.

Hypothèse 4.1. [Hypothèse 3.2 affaiblie]. Il existe une partition de X en X = ⊔N
i=0Xi,

avec N ∈ N∗ et X0 ≜ X \ Ω, où pour tout i ∈ J1, NK, Xi est ample et f|Xi
est continue.
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Il y a trois différences entre l’hypothèse 4.1 et l’hypothèse 3.2. D’abord, l’hypothèse 4.1 est
globale, alors que l’hypothèse 3.2 est locale mais stipulée en x∗ supposé connu. Ce changement
est transparent. Ensuite, l’hypothèse 3.2 requiert la continuité de Lipschitz de f sur chaque
ensemble de continuité, alors que l’hypothèse 4.1 n’impose que la continuité simple. Nous ne
nous concentrerons pas plus sur ce changement. 3 Enfin, la principale différence réside dans
le fait que l’hypothèse 3.2 impose l’ICP à chacun des ensembles de continuité de f , alors
que l’hypothèse 4.1 ne demande qu’un caractère ample. Ce dernier changement est le plus
notable, car c’est lui qui justifie notre affirmation que l’hypothèse 4.1 est strictement plus
légère que l’hypothèse 3.2. Cette affirmation découle directement de la proposition 4.7.

Le cadre d’étude minimal requis pour l’analyse de cDSM est donc le suivant.

Cadre 4.2. Cadre d’étude de cDSM. Considérons le problème (P) dans le cadre 1.1,
résolu par cDSM. L’ensemble T des points évalués vérifie la propriété 4.3. On suppose
que X admet une partition en X = ⊔N

i=0Xi, avec N ∈ N∗ où X0 ≜ X \ Ω et Xi est un
ensemble ample de continuité de f pour tout i ∈ J1, NK (hypothèse 4.1).

4.2.3 Analyse de convergence de cDSM vers des optima locaux

Comme annoncé au chapitre 4.2.2, le cadre d’étude 4.2 permet d’établir une analyse de
convergence satisfaisante pour cDSM. Nous la précisons maintenant, en posant et prouvant le
théorème suivant.

Théorème 4.8. Dans le cadre d’étude 4.2, cDSM génère au moins une suite raffinante, et
en considérant n’importe laquelle (notée K∗ ⊆ N, de point raffiné noté x∗), on a

x∗ ∈ cl(X) ∩ Ω et lim
k∈K∗

f(xk) =

 min f(Br(x∗) ∩ Ω) = f(x∗) si x∗ ∈ X,

inf f(Br(x∗) ∩ Ω) si x∗ /∈ X.

Préliminaire topologique liés aux ensembles amples

Nous utilisons dans cette section une notion de densité que nous nommons intersection
dense entre deux ensembles. Un ensemble S1 ⊆ Rn a une intersection dense avec S2 ⊆ Rn

lorsque S2 ⊆ cl(S1 ∩ S2). Cette notion étend la notion usuelle de sous-ensemble dense dans
un ensemble (S1 ⊆ S2 et S2 = cl(S1)) au cas où S1 n’est pas inclus dans S2. On peut alors
poser et prouver le lemme suivant.

3. La continuité de Lipschitz n’était requise dans l’hypothèse 3.2 que pour permettre le calcul de dérivées
de Clarke dans l’analyse initiale de rDSM menée dans [11]. Nous ne calculons pas cette dérivée dans l’analyse
de cDSM, donc la continuité est allégée en conséquence.
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Lemme 4.9. Soit S1 ⊆ Rn, S2 ⊆ Rn et S3 ⊆ Rn. Alors,

a) si S1 est ample et S2 est ouvert, alors S1 ∩ S2 est ample ;

b) si S1 a une intersection dense avec S2 et S3 ⊆ S2 est ample, alors S1 a une inter-
section dense avec S3 ;

c) si S1 a une intersection dense avec S2 et S2 est ample, alors pour tout x ∈ S2, S1\{x}
a une intersection dense avec S2.

Démonstration. a). Considérons S1 ⊆ Rn ample et S2 ⊆ Rn ouvert. Pour tout x ∈ S1∩S2,
on a x ∈ S1 ⊆ cl(int(S1)), donc il existe (xk)k∈N → x avec xk ∈ int(S1) pour tout k ∈ N.
Cela implique que xk ∈ int(S1) ∩ S2 = int(S1 ∩ S2) pour tout k suffisamment grand, et
donc que x ∈ cl(int(S1 ∩ S2)) comme désiré.

b). Considérons que S1 ⊆ Rn a une intersection dense avec S2 ⊆ Rn, et que S3 ⊆ S2 est
ample. Pour tout x ∈ S3 ⊆ cl(int(S3)), considérons (xk)k∈N convergeant vers x avec xk ∈
int(S3) ⊆ S2 ⊆ cl(S1 ∩S2) pour tout k ∈ N. Alors, pour tout k ∈ N, il existe (xk

ℓ )ℓ∈N → xk

avec xk
ℓ ∈ S1∩S2 pour tout ℓ ∈ N, et il existe un indice ℓ(k) ∈ N tel que ∥xk

ℓ(k) − xk∥ ≤ 2−k

et xk
ℓ(k) ∈ int(S3). Il vient alors que xk

ℓ(k) → x. De plus, xk
ℓ(k) ∈ S1 ∩ S2 ∩ int(S3) ⊆ S1 ∩ S3

pour tout k ∈ N, et ainsi x ∈ cl(S1 ∩ S3) comme désiré.

c). Considérons que S1 ⊆ Rn a une intersection dense avec S2 ⊆ Rn ample. Soit x ∈ S2.
Prenons y ∈ S2. On a donc y ∈ cl(int(S2)), donc il existe (yk)k∈N convergeant vers y

avec yk ∈ int(S2) pour tout k ∈ N. Pour tout k ∈ N, on peut donc définir 0 < rk ≤ 2−k

tel que Brk(yk) ⊆ int(S2), et il existe donc zk ∈ Brk(yk) \ {x}. Par construction, zk → y

et zk ∈ S1 ∩ S2 \ {x} pour tout k ∈ N. Ainsi, y ∈ cl((S1 \ {x}) ∩ S2) comme désiré.

Préliminaires liés à cDSM

L’étape de covering est exprimable comme une search. De fait, cDSM hérite de toutes
les propriétés de DSM. La proposition 4.10, stipulée en [17, théorème 8.1] pour DSM à treillis
adaptatif et en [35, corollaire 7.2] pour DSM à décroissance suffisante, est donc valide.

Proposition 4.10. Dans le cadre 4.2, cDSM génère au moins une suite raffinante.

Cependant, l’étape de covering différencie cDSM de DSM. En effet, cDSM dispose de la
propriété 4.3, qui permet de clamer le lemme suivant. Ce lemme est très proche du lemme 3.6
donnant la densité des points d’évaluation de rDSM dans chaque ensemble de continuité de f

autour de l’unique point raffiné de rDSM ; mais contrairement au lemme 3.6, le résultat ci-
dessous reste vrai lorsqu’il y a plusieurs points raffinés.



56

Lemme 4.11. Dans le cadre 4.2, pour tout point raffiné x∗, tout i ∈ J1, NK et tout x ∈ Xi,
les ensembles T et T \ {x} ont tous les deux une intersection dense avec Br(x∗) ∩ Xi.

Démonstration. Soit x∗ un point raffiné généré par cDSM. Soit i ∈ J1, NK. Alors (DCP)
et le lemme 4.9.b) appliqué à S1 ≜ T , S2 ≜ cl(T ) et S3 ≜ Br(x∗) prouvent que T a
une intersection dense avec Br(x∗). De plus, le lemme 4.9.a) sous l’hypothèse 4.1 affirme
que Br(x∗) ∩ Xi est un sous-ensemble ample de Br(x∗). Le premier résultat en découle
alors, par application du lemme 4.9.b) à S1 ≜ T , S2 ≜ Br(x∗) et S3 ≜ Br(x∗) ∩ Xi. Le
second résultat suit par application du lemme 4.9.c) à S1 ≜ T et S2 ≜ Br(x∗) ∩ Xi.

On peut alors en déduire la proposition principale découlant de la propriété 4.3.

Proposition 4.12. Dans le cadre 4.2, limk∈K∗ f(xk) ≤ f(x) pour tout x ∈ Br(x∗) ∩ Ω et
tout (K∗; x∗; ·) ∈ G∗

cDSM.

Démonstration. Soit (K∗; x∗; ·) ∈ G∗
cDSM. Observons d’abord que (f(xk))k∈N est bornée

inférieurement (car f|Ω l’est et xk ∈ Ω pour tout k ∈ N) et décroît par construction.
Ainsi f ∗ ≜ limk∈K∗ f(xk) = limk∈N f(xk) ̸= +∞ existe.

Soit x ∈ Br(x∗) ∩ Ω. On a f(x) = +∞ > f ∗ pour tout x /∈ X, donc on peut se
restreindre à supposer également que x ∈ Xi pour un certain i ∈ J1, NK. Soit (yℓ)ℓ∈N → x

avec yℓ ∈ T ∩Xi\{x} pour tout ℓ ∈ N, dont l’existence découle du lemme 4.11. Définissons
aussi κ(ℓ) ≜ min{k ∈ N : yℓ ∈ T k} pour tout ℓ ∈ N. On a (κ(ℓ))ℓ∈N → +∞ puisque T k

est fini pour tout k ∈ N. En effet, à supposer le contraire, il existe alors k ≤ maxℓ∈N κ(ℓ)
tel que T k contient une infinité d’éléments de la suite (yℓ)ℓ∈N ; or (yℓ)ℓ∈N prend une infinité
de valeurs distinctes car yℓ ̸= x pour tout ℓ ∈ N et (yℓ)ℓ∈N → x.

Enfin, par construction, nous avons f(yℓ) ≥ f(tκ(ℓ)
C ) ≥ f(xκ(ℓ)+1) si l’itération κ(ℓ)

est un succès et f(yℓ) ≥ f(tκ(ℓ)
C ) ≥ f(xκ(ℓ)) − ρ(δκ(ℓ)) si l’itération κ(ℓ) est un échec.

Ceci implique que f(yℓ) + ρ(δκ(ℓ)) ≥ f(xκ(ℓ)+1) pour tout ℓ ∈ N. Le résultat suit,
puisque f(xκ(ℓ)+1) → f ∗, et ρ(δκ(ℓ)) → 0, et f(yℓ) → f(x).

Démonstration du théorème 4.8

Grâce à la proposition 4.12, la preuve du théorème 4.8 devient plus concise que ce qui a
été fait pour prouver le théorème 4.2 relatif à l’étude de rDSM.
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Démonstration. Plaçons-nous dans le cadre du théorème 4.8. La proposition 4.10 ga-
rantit que G∗

cDSM ̸= ∅. Soit (K∗; x∗; ·) ∈ G∗
cDSM. On a x∗ ∈ cl(X) ∩ Ω comme limite de la

suite (xk)k∈K∗ où xk ∈ Ω∩X pour tout k ∈ K∗ et Ω est fermé. Notons f ∗ ≜ limk∈K∗ f(xk),
qui existe et est finie car (f(xk))k∈N est décroissante et f|Ω est bornée inférieurement.
Montrons d’abord que f ∗ = inf f(Br(x∗) ∩ Ω). Nous avons f ∗ ≥ inf f(Br(x∗) ∩ Ω)
car xk ∈ Br(x∗) ∩ Ω pour tout k ∈ K∗ assez grand, et l’autre inégalité est prouvée
par l’absurde : en supposant que f ∗ > inf f(Br(x∗) ∩ Ω), on peut définir x♯ ∈ Br(x∗) ∩ Ω
tel que f ∗ > f(x♯), mais alors f ∗ > f(x♯) ≥ f ∗ par la proposition 4.12. Remarquons que
cela clôture déjà la preuve du cas où x∗ /∈ X. Terminons donc le cas restant en supposant
de plus que x∗ ∈ X. On a alors f ∗ ≥ f(x∗) par semi-continuité de f , et f ∗ ≤ f(x∗) par la
proposition 4.12. Il vient que f(x∗) = f ∗ = inf f(Br(x∗) ∩ Ω) = min f(Br(x∗) ∩ Ω).

4.2.4 Généraliser plus le cadre d’étude affaiblit la convergence

Le cadre d’étude 4.2 peut être légèrement généralisé encore. Mais en le faisant, la qualité
de l’analyse de convergence se détériore. Nous discutons de ce fait dans cette section.

Impossibilité d’affaiblir l’hypothèse 4.1

Le caractère ample des ensembles de continuité de f est critique dans l’analyse, pour que
la propriété 4.3 garantisse que cDSM évalue des points dans tous les ensembles de continuité.
L’exemple suivant montre que négliger l’hypothèse 4.1 brise la convergence vers une solution.

Exemple 4.2. Soit n = 2, Ω ≜ Rn et f : R2 → R définie par

∀x ∈ X ≜ R2, f(x) ≜

 |x1 − 1| + |x2| − 1, si x ∈ X1 ≜ (R− × R) ∪ (R∗
+ × {0}),

|x1| + |x2|, si x ∈ X2 ≜ X \ X1.

Le problème de la minimisation de f consiste en une instance valide du problème (P).
Cependant, le cadre d’étude 4.2 n’est pas exploitable car l’hypothèse 4.1 n’est pas sa-
tisfaite. En effet, X1 est localement fin (prendre O ≜ R∗

+ × R), et donc non-ample.
Dans cet exemple, l’unique minimiseur de f est le point (1, 0) ∈ X1 \ cl(int(X1)), tandis
que l’origine est le minimum global de f|cl(int(X1))∪X2 mais pas de f . Ainsi, n’importe
quelle instance de cDSM telle que (Dk

C ∪ Dk
S ∪ Dk

P) ∩ (R∗
+ × {0}) = ∅ pour tout k ∈ N

et exécutée depuis x0 ≜ (0, 0) ne quitte pas (0, 0), puisqu’elle n’évalue que des points
dans cl(int(X1)) ∪ X2. Dans cette situation, (0, 0) est donc l’unique point raffiné et ap-
partient à X, mais il n’est pas un minimum local de f .
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On pourrait toutefois se contenter de supposer que les ensembles de niveau de f sont
localement amples au voisinage d’au moins un point raffiné, et alors clamer le théorème uni-
quement en ces points raffinés. Cependant, cette hypothèse est difficile à clamer en pratique
car les points raffinés que cDSM va générer ne sont pas connus à priori.

Affaiblissement du cadre 1.1 de la DFO

Affaiblir les hypothèses posées à la définition du problème (P) affaiblit le résultat de
convergence. Le caractère non vide de X et de X ∩ Ω est critique. Le caractère fermé de Ω
est très commun en optimisation, mais il est toutefois aisé d’adapter le théorème 4.8 pour se
passer de ce pré-requis. Les hypothèses sur f méritent une discussion plus approfondie.

L’hypothèse stipulant que f|Ω est bornée inférieurement et a ses ensembles de niveau bornés
garantit à priori que cDSM génère des points raffinés. Sans cette hypothèse, le théorème devient
dépendant d’une hypothèse à posteriori, clamant que l’exécution de cDSM a bien généré au
moins un point raffiné. En pratique, ceci est simple à conjecturer mais impossible à certifier.

L’hypothèse de semi-continuité de f|X peut être négligée. En effet, sans la semi-continuité,
on a toujours limk∈K∗ f(xk) = inf f(Br(x∗) ∩ Ω) pour tout K∗ ⊂ N indexant une suite
raffinante (avec x∗ le point raffiné associé). Cependant, il faut supposer que f est semi-
continue en x∗ pour retrouver inf f(Br(x∗) ∩ Ω) = min f(Br(x∗) ∩ Ω) = f(x∗). Ce dernier
théorème a une utilité dans les prochains chapitres, aussi nous le formalisons comme suit.

Théorème 4.13. Dans le cadre d’étude 4.2 privé de l’hypothèse de semi-continuité de f ,
cDSM génère au moins une suite raffinante, et en considérant n’importe laquelle (no-
tée K∗ ⊆ N, de point raffiné noté x∗ ∈ Ω), on a

lim
k∈K∗

f(xk) =

 min f(Br(x∗) ∩ Ω) = f(x∗) si f est semi-continue en x∗,

inf f(Br(x∗) ∩ Ω) sinon.

La preuve consiste en une réécriture directe de la preuve proposée au chapitre 4.2.3. Il
suffit pour cela de remarquer que la semi-continuité de f en x∗ n’est possible que si x∗ ∈ X.

Extensions possibles de l’aspect pratique de cDSM

Il semble difficile de pousser l’étude théorique de la convergence de cDSM beaucoup plus
loin que le théorème 4.13. En effet, il dépend de peu d’hypothèses, et nous avons montré
qu’elles sont les plus génériques possibles (en tant qu’hypothèses observables à priori). Ainsi,
des travaux futurs pourraient plutôt privilégier des extensions pratiques.



59

La première option consiste à gérer les contraintes. La formulation actuelle de cDSM re-
quiert un point initial x0 ∈ X ∩Ω, à savoir un point réalisable du point de vue des contraintes
explicites (caractérisant Ω) et cachées (les valeurs de x ∈ Rn telles que f(x) = +∞, caracté-
risant X). Il est difficile de gérer des contraintes cachées lorsque X n’est pas connu à priori,
mais les contraintes explicites sont plus prometteuses. Suivant la taxonomie [74], si Ω est
caractérisé par des contraintes quantifiables, on peut tolérer x0 /∈ Ω. On peut en effet appli-
quer cDSM en deux phases [17, algorithme 12.1], où la première phase minimise la fonction
de violation de contraintes [48] pour identifier un point appartenant à Ω.

L’autre piste principale consiste en la définition de bons oracles de covering. Tout oracle
de covering (définition 4.1) doit atteindre l’objectif asymptotique de valider la propriété 4.3.
Mais en pratique, il faut aussi que l’oracle ait un intérêt en temps fini, et à chaque itération.
Les schémas Omax dist et Omax φ sont deux exemples d’oracles de covering visant à accomplir
un objectif à court terme en complément de l’objectif asymptotique. À toute itération, ils
cherchent respectivement à optimiser le recouvrement du voisinage de la solution courante
par des points évalués, et à extrapoler f pour prédire quel point est statistiquement pertinent
à évaluer.

Le tableau 4.1 récapitule l’intérêt de chacune des étapes de cDSM, et met en évidence ce
qu’un bon oracle de covering pourrait chercher à accomplir à chaque itération.

Tableau 4.1 Intérêt de chaque étape de cDSM, et pistes d’amélioration pratique.

Étape
Potentiel de cDSM

cDSM avec oracle quelconque cDSM avec oracle bien défini

search Optionnelle. Permet l’usage d’heuristiques et de stratégies exploratoires.

poll Optionelle. Mais en pratique, contribue fortement à la convergence.

covering

Requise. Assure l’optimalité locale de
tous les points raffinés. Fortes

garanties asymptotiques, mais peut
manquer d’utilité pratique. Peut être

coûteuse par itération.

Requis pour la convergence vers des
solutions locales. Faible coût par

itération. Optimise le recouvrement
du voisinage de la solution courante,

et enrichit des modèles de f .
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CHAPITRE 5 AMÉLIORATION DE cDSM SUR CERTAINS PROBLÈMES
PAR OPTIMISATION PARTITIONNÉE

Je vais lui faire une ordonnance, et une sévère ! Aux quatre coins de Paris qu’on
va le retrouver, éparpillé par petits bouts, façon puzzle. Moi, quand on m’en fait
trop, je correctionne plus. Je dynamite. Je disperse. Je ventile.

« Les Tontons Flingueurs », tirade de Bernard Blier écrite par Michel Audiard.

Au sortir des chapitres précédents, nous disposons d’un algorithme (cDSM) apte à résoudre
le problème (P). Sa convergence est formalisée par le théorème 4.8, et la structure requise
est décrite par le cadre d’étude 4.2, dont nous avons déjà prouvé qu’il est très large. Toute-
fois, le théorème 4.8 ne certifie que la convergence de cDSM, et ne donne pas de garanties de
performance en pratique. Puisque cDSM est très proche de DSM, nous pouvons conjecturer que
le comportement de cDSM en pratique est proche de celui de DSM. Par conséquent, cDSM peut
manquer d’efficacité lorsque le problème (P) est de trop grande dimension. Dans ce chapitre,
nous proposons une approche que nous nommons optimisation partitionnée (Partitioned Op-
timization, PO) pour accélérer cDSM lorsqu’elle est applicable.

La PO est envisageable dès que la structure du problème (P) serait simplifiée en reliant
des variables entre elles ou en fixant certaines d’entre elles. Cela arrive par exemple lorsque

— seules quelques variables affectent l’aspect non lisse de la structure ;
— on considère un processus boîte grise dont la majeure partie est simple à optimiser ;
— fixer quelques variables rendrait le problème convexe ;
— le problème consiste en deux sous-problèmes distincts reliés par peu de variables ;
— le problème est discontinu mais seules quelques variables affectent les discontinuités.
L’idée est alors d’ajouter des contraintes reliant les variables entre elles afin de partitionner

l’espace des variables suivant les remarques ci-dessus, pour que la fonction objectif restreinte
à n’importe lequel des ensembles de partition soit plus simple à minimiser que sur l’espace
entier. La difficulté de résolution du problème est alors transférée vers l’identification de l’en-
semble de partition minimisant le minimum de la fonction objectif sur l’ensemble. Ce nouveau
problème est potentiellement très peu structuré et fortement discontinu, mais de dimension
faible. cDSM est donc approprié pour le résoudre. La figure 5.1 illustre une fonction φ : R2 → R
qu’il est pertinent de minimiser via la PO. La fonction est discontinue et oscille près de l’ori-
gine, mais sa restriction à n’importe quelle droite de R2 d’abscisse fixée est une fonction
quadratique de l’ordonnée. On peut donc partitionner R2 comme R2 = ⊔y1∈R{y1} × R, et
chercher y1 ∈ R minimisant le minimum de φ|{y1}×R.
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Figure 5.1 Fonction plus simple à minimiser via l’optimisation partitionnée.
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Le cadre de la PO est formalisé au chapitre 5.1. Nous discutons ensuite de l’application de
cDSM au problème reformulé par l’optimisation partitionnée à la place du problème initial, au
chapitre 5.2. Nous prouvons à cette occasion que les solutions locales au problème reformulé
calculées par cDSM permettent d’obtenir directement des solutions locales au problème initial.
Enfin, le chapitre 5.3 discute d’extensions possibles du cadre. Notons qu’une illustration de
l’application de la PO et une étude numérique des gains de performance qu’elle apporte
sont proposées aux chapitres 6 (sur des problèmes de DFO) et 7 (pour une application à des
problèmes de contrôle optimal requérant des méthodes sans dérivées).

5.1 Reformulation d’un problème via l’optimisation partitionnée

Les problèmes dont nous discutons dans ce chapitre sont plus structurés que le pro-
blème (P) générique. Le détail de cette structure requise est précisé au chapitre 5.1.1. Nous
y introduisons la reformulation d’un problème par le cadre de l’optimisation partitionnée. Les
liens entre le problème initial et le problème reformulé sont exposés au chapitre 5.1.2. Enfin,
nous comparons notre approche avec des travaux issus de la littérature, au chapitre 5.1.3.

5.1.1 Présentation formelle du cadre de l’optimisation partitionnée

Pour bien distinguer le problème structuré que nous regardons ici du problème générique,
nous nous permettons un changement de notations. Dans tout le chapitre 5, le cadre d’étude
de l’optimisation partitionnée est le suivant.
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Cadre 5.1. Cadre de l’optimisation partitionnée (PO). Le problème étudié est

minimiser
y ∈ Y

φ(y) sous contrainte y ∈ Ω, (Pini
PO )

où Y est un espace normé, φ : Y → R admet un domaine effectif Y ⊆ Y non vide,
et Ω ⊆ Y est fermé et intersecte Y . Nous supposons avoir une partition Y = ⊔x∈XY(x),
où X est un espace normé de dimension finie, et où

∀x ∈ X, ∃! γ(x) ∈ YΩ(x) : inf φ(YΩ(x)) = min φ(YΩ(x)) = φ(γ(x)),

où X ≜ {x ∈ X : YΩ(x) ≜ Y (x) ∩ Ω ̸= ∅} et, pour tout x ∈ X, Y (x) ≜ Y(x) ∩ Y .
On considère que la fonction oracle γ : X → Y est accessible, de même que la fonction
d’indice χ : Y → X définie pour tout y ∈ Y comme l’unique élément x ∈ X pour lequel y

appartient à Y(x). Nous introduisons alors la reformulation de (Pini
PO ) comme

minimiser
x ∈ X

Φ(x), avec Φ :


X → R

x 7→

 φ(γ(x)) si x ∈ X,

+∞ sinon.
(Pref

PO )

Pour simplifier la discussion du cadre, nous introduisons également pour tout x ∈ X le
sous-problème associé à (Pini

PO ) en x comme

minimiser
y ∈ Y(x)

φ(y) sous contrainte y ∈ Ω, (Psub
PO (x))

qui a une solution globale (unique, valant γ(x)) de valeur objectif finie lorsque x ∈ X.

L’exploitation algorithmique du cadre requiert en plus les deux hypothèses suivantes.

Hypothèse 5.1. La fonction χ est continue, et χ(Y) est borné pour tout Y ⊆ Y borné.

Hypothèse 5.2. La fonction φ|γ(X) est bornée inférieurement et a ses ensembles de niveau
bornés ; et il existe une partition X = ⊔N

i=1Xi, où N ∈ N∗ telle que Xi est ample
et γ|Xi

est uniformément continue et φ|γ(Xi) est continue, pour tout i ∈ J1, NK. De plus,
pour tout x ∈ X et tout r ∈ R∗

+, il existe un nombre fini d’indices i ∈ J1, NK tels
que Xi ∩ Br(x) ̸= ∅.
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5.1.2 Préservation des solutions entre la reformulation et le problème initial

Nous prouvons dans cette section qu’en connaissant une solution (locale ou globale)
de (Pref

PO ), on peut retrouver une solution (de même nature) de (Pini
PO ), et réciproquement.

Proposition 5.1. Dans le cadre d’étude 5.1, les deux affirmations suivantes sont vraies :

1. pour tout y∗ solution globale de (Pini
PO ), χ(y∗) est une solution globale de (Pref

PO ) ;

2. pour tout x∗ solution globale de (Pref
PO ), γ(x∗) est une solution globale de (Pini

PO ).

Démonstration. Soit y∗ une solution globale de (Pini
PO ), et x∗ ≜ χ(y∗). Par construction,

on a Φ(x) = φ(γ(x)) ≥ φ(y∗) = φ(γ(x∗)) = Φ(x∗) pour tout x ∈ X, comme désiré.

Soit x∗ une solution globale de (Pref
PO ), et y∗ ≜ γ(x∗) ∈ Ω. Pour tout y ∈ Ω, on

a φ(y) ≥ φ(γ(χ(y))) = Φ(χ(y)) ≥ Φ(x∗) = φ(y∗). Cela prouve le résultat attendu.

Proposition 5.2. Dans le cadre d’étude 5.1, les deux affirmations suivantes sont vraies :

1. Pour tout y∗ solution locale de (Pini
PO ), si y∗ = γ(χ(y∗)) et γ est continue en χ(y∗),

alors χ(y∗) est une solution locale de (Pref
PO ).

2. Pour tout x∗ solution locale de (Pref
PO ), si χ est continue en γ(x∗), alors γ(x∗) est

une solution locale de (Pini
PO ).

Démonstration. Soit y∗ une solution locale de (Pini
PO ), telle que y∗ = γ(χ(y∗)) et γ est

continue en χ(y∗). Il existe un voisinage Y ⊆ Y de y∗ tel que y∗ ∈ argmin φ(Y ∩Ω), et un
voisinage X ⊆ X de x∗ tel que γ(x) ∈ Y pour tout x ∈ X ∩X. Ainsi, pour tout x ∈ X ∩X,
on a Φ(x) = φ(γ(x)) ≥ φ(y∗) = φ(γ(x∗)) = Φ(x∗), et le résultat suit.

Soit x∗ une solution locale de (Pref
PO ) telle que χ est continue en γ(x∗). Il existe un

voisinage X ⊆ X de x∗ tel que Φ(x) ≥ Φ(x∗) pour tout x ∈ X , et un voisinage Y ⊆ Y
de γ(x∗) tel que χ(Y) ⊆ X . Ainsi, φ(y) ≥ φ(γ(χ(y))) = Φ(χ(y)) ≥ Φ(x∗) = φ(γ(x∗))
pour tout y ∈ Y ∩ Ω. Le résultat suit car on a de plus γ(x∗) ∈ Ω.

5.1.3 Approches similaires dans la littérature

Le cadre de l’optimisation partitionnée est équivalent à celui de l’optimisation paramé-
trique [24, 107], qui étudie le cas où la fonction objectif ou les contraintes dépendent d’un
paramètre réglable. Cependant, nous conservons notre différence de terminologie car la dé-
nomination optimisation partitionnée rappelle que le problème (Pini

PO ) n’est pas paramétrique



64

et que la nature du paramètre du sous-problème (Psub
PO (x)) découle du choix de la partition

de Y, qui n’est pas imposée mais est définie par l’utilisateur. Nous n’avons pas connaissance
de référence en optimisation paramétrique donnant des garanties de trouver une solution
locale dans l’intégralité du cadre d’étude 5.1. Notons toutefois l’étude de la continuité locale
de γ dans un contexte discontinu effectuée par [45], qui pourrait servir dans des travaux
futurs liés à l’optimisation partitionnée.

L’optimisation partitionnée est également un cas particulier d’optimisation bi-niveau [36],
c’est-à-dire l’optimisation de problèmes dans lesquels certaines variables sont fixées comme
des solutions d’un sous-problème d’optimisation. Cependant, les deux cadres présentent une
différence de contexte. En effet, le problème (Pini

PO ) ne comporte qu’un seul niveau. De plus,
ici la reformulation (Pref

PO ) et le sous-problème (Psub
PO (x)) sont les deux facettes d’une restric-

tion du problème (Pini
PO ), alors que le cadre bi-niveau décrit habituellement une structure

meneur-suiveur conflictuelle. La littérature sur l’optimisation bi-niveau discute de problèmes
non lisses [83] et d’applications de DSM [38], mais nous n’avons pas connaissance de travaux
identifiant des solutions locales dans ce cas.

La terminologie optimisation partitionnée est déjà employée dans la littérature en DFO,
comme dans [77] ou dans les méthodes fondées sur l’algorithme direct [68]. Cependant, dans
ces références la partition est discrète, au sens où ces méthodes partitionnent récursivement
un hyperrectangle en hyperrectangles plus petits. Ceci diffère de notre objectif ici, puisque
ces partitions ne visent pas à simplifier la structure du problème restreint à chaque ensemble
de partition. Par conséquent, notre stratégie de partitionnement continu peut être nommé
comme de l’optimisation partitionnée sans causer de confusion avec la terminologie existante.

La PO a également des liens avec les techniques de décomposition en sous-espaces, utilisées
en DFO pour traiter les problèmes présentant beaucoup de variables [31, 105]. Ces techniques
visent à déterminer des sous-espaces plus pertinents que d’autres pour l’optimisation. Le
choix d sous-espace retenu varie d’itération en itération, afin d’asymptotiquement étudier
l’espace entier. En un sens, la PO peut être vue comme un cas particulier de technique de
décomposition en sous-espaces, applicable lorsque les sous-espaces contenant les principales
difficultés du problème sont identifiés à priori et qu’il est possible d’effectuer une minimisation
de la fonction objectif sur les autres sous-espaces de façon rapide.

La PO peut également être rapprochée de l’optimisation sur variété [27, 67], pour contribuer
à la résolution efficace du sous-problème (Psub

PO (x)) lorsque chacun des ensembles de partition
de Y est une variété (c’est-à-dire que Y(x) est homéomorphe à Rp pour un certain p ∈ N∗,
pour tout x ∈ X). Nous pouvons conjecturer qu’en pratique, il est commun que les ensembles
de partition de Y soient bel et bien des variétés de Y lorsque Y est de dimension finie.
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5.2 Application de cDSM au problème reformulé

On se place dans le cadre d’étude 5.1. Nous démontrons au chapitre 5.2.1 que la refor-
mulation (Pref

PO ) est une instance du problème (P). Il vient que l’algorithme cDSM est apte
à résoudre le problème (Pref

PO ), et qu’une solution locale au problème (Pini
PO ) en découle. Le

théorème 5.4 formalise cette affirmation. Une généralisation suit au chapitre 5.2.2.

5.2.1 Convergence de cDSM vers des solutions au problème initial

Ce chapitre vise à clamer et prouver le théorème 5.4, qui stipule qu’on peut obtenir des
solutions au problème (Pini

PO ) en résolvant la reformulation (Pref
PO ) via cDSM.

Analyse de convergence de cDSM

Prouvons d’abord que l’analyse de convergence de cDSM s’applique au problème (Pref
PO ).

Cela signifie que le cadre d’étude 4.2 est valide ici ; à l’exception possible de la semi-continuité
de Φ. On peut appliquer le théorème 4.8 si le cadre 4.2 est entièrement valide, ou sa variante
donnée au théorème 4.13 si seule la semi-continuité de Φ n’est pas vérifiée. Des exemples au
chapitre 6 montrent que Φ peut bel et bien ne pas être semi-continue dans certains cas.

Proposition 5.3. Si le problème (Pini
PO ) entre dans le cadre d’étude 5.1 et vérifie les hypo-

thèses 5.1 et 5.2, alors la reformulation (Pref
PO ) est garantie de vérifier tous les prérequis

du cadre d’étude 4.2 à l’exception de la semi-continuité de Φ.

Démonstration. Considérons le cadre d’étude 5.1 sous les hypothèses 5.1 et 5.2, et mon-
trons que

1. Φ est bornée inférieurement et a ses ensembles de niveau bornés ;

2. il existe une partition de X en X = ⊔N
i=1Xi où N ∈ N∗ et pour tout i ∈ J1, NK, Xi

est ample et Φ|Xi
est continue (ici, il n’y a pas de contraintes dans la reformula-

tion (Pref
PO ), donc dans la notation du cadre 4.2, on a X0 ≜ ∅).

Pour prouver le premier point, posons α ∈ R. On a Φ(x) = α si et seulement
si φ(γ(x)) = α si et seulement si γ(x) ∈ φ−1

|γ(X)({α}), qui implique que x ∈ χ(φ−1
|γ(X)({α})).

Or, on a φ−1
|γ(X)({α}) borné par l’hypothèse 5.2, donc χ(φ−1

|γ(X)({α})) est borné par l’hy-
pothèse 5.1. Par conséquent, Φ(x) = α implique que x appartient à un ensemble borné.
De plus, inf Φ(X) = inf Φ(X) = inf φ(γ(X)) > −∞ donc Φ est bornée inférieurement.



66

Pour établir le second point, prenons la partition de X = ⊔N
i=1Xi définie dans le

cadre 5.1. Pour tout i ∈ J1, NK, on a directement Xi ample, et la continuité de Φ découle
de Φ|Xi

= (φ|γ(Xi)) ◦ (γ|Xi
) exprimée comme composée de fonctions continues.

On peut alors en déduire que le théorème 4.13 est applicable. En exploitant également la
proposition 5.2, on peut même en déduire le résultat suivant. 1

Théorème 5.4. Si le problème (Pini
PO ) entre dans le cadre d’étude 5.1 et vérifie les hy-

pothèses 5.1 et 5.2, alors cDSM résolvant le problème reformulé (Pref
PO ) génère au moins

une suite raffinante ; et pour toute suite raffinante (indexée par K∗ ⊆ N, de point raffiné
noté x∗), x∗ admet un voisinage X ∗ tel que

∅ ≠ adh
(
(γ(xk))k∈K∗

)
⊆ Y∗ ∩ Ω et lim

k∈K∗
φ(γ(xk)) = inf φ (Y∗ ∩ Ω) ,

où Y∗ ≜ Y(X ∗) est un voisinage de tout point de adh((γ(xk))k∈K∗), et si de plus φ est
semi-continue en tout point de Vγ(x∗), alors

φ(γ(x∗)) = min φ (Y∗ ∩ Ω) .

Le théorème 5.4 clame que tout point d’accumulation de la suite (γ(xk))k∈K∗ est une
solution locale à (Pini

PO ) dans un sens généralisé, et que si de plus φ est semi-continue en tout
point de Vγ(x∗) (l’ensemble des valeurs limites possibles de γ(x) lorsque x → x∗), alors γ(x∗)
est une solution locale à (Pini

PO ) au sens usuel. Pour prouver ce théorème, nous devons d’abord
prouver trois lemmes donnés ci-dessous. La preuve suit.

Lemmes préliminaires

Les lemmes 5.5 et 5.6 montrent des propriétés utiles de χ et de γ. Le lemme 5.7 met en
évidence l’intérêt de la continuité uniforme de γ|Xi

et du nombre localement fini d’ensembles
de continuité de f dans l’hypothèse 5.2.

Lemme 5.5. Si χ est continue, alors pour tout X ⊆ X ouvert, Y(X ) ⊆ Y est ouvert.

Démonstration. Supposons χ continue. Soit X ⊆ X ouvert et y ∈ Y(X ). Alors χ(y) ∈ X ,
et il existe Y ⊆ Y ouvert contenant y et tel que χ(Y) ⊆ X . Ainsi, y ∈ Y ⊆ Y(X ).

1. Rappelons la notation des valeurs limites d’une fonction en un point, donnée au chapitre 1.2.1 et qui
intervient ici. L’ensemble des valeurs limites de γ en x ∈ X est l’ensemble Vγ(x) ≜ ∩r>0 cl(γ(Br(x) ∩ X)).



67

Lemme 5.6. La fonction oracle γ : X → Y est une bijection de X dans γ(X), et sa
réciproque est la restriction de la fonction d’indice χ : Y → X à γ(X).

Démonstration. Pour tout couple (x1, x2) ∈ X2 avec x1 ̸= x2, on a Y (x1) ∩ Y (x2) = ∅,
et γ(x1) ∈ Y(x1) et γ(x2) ∈ Y(x2). Il vient donc que γ est bijective de X dans γ(X). De
plus γ(x) ∈ Y(x) mène à χ(γ(x)) = x par définition de χ, pour tout x ∈ X.

Lemme 5.7. Sous l’hypothèse 5.2, pour tout x ∈ cl(X) et toute suite (xk)k∈N d’éléments
de X convergeant vers x, il existe i ∈ J1, NK tel que Ki ≜ {i ∈ J1, NK : xk ∈ Xi} est
infini, et de plus (γ(xk))k∈Ki

admet une limite pour tout i ∈ J1, NK tel que Ki est infini.

Démonstration. Soit x ∈ cl(X) et (xk)k∈N une suite d’éléments de X convergeant vers x.
Soit r ∈ R∗

+ tel que xk ∈ Br(x) pour tout k ∈ N, et soit Ki ≜ {i ∈ J1, NK : xk ∈ Xi}
pour tout i ∈ J1, NK. Par l’hypothèse 5.2, l’ensemble I ≜ {i ∈ J1, NK : Xi ∩ Br(x) ̸= ∅}
est fini. Ainsi, pour tout i /∈ I, Ki = ∅. Comme de plus N = ⊔i∈J1,NKKi, il vient qu’au
moins l’un des ensembles Ki, i ∈ I, est infini. De plus, pour tout i ∈ J1, NK tel que Ki

est infini, (γ(xk))k∈Ki
admet une limite par continuité uniforme de γ|Xi

.

Démonstration du théorème 5.4

La preuve repose sur le théorème 4.13 appliqué à la reformulation (Pref
PO ), et l’utilisation

de la proposition 2 pour en déduire une solution locale du problème (Pini
PO ).

Démonstration. Application du théorème 4.13. La proposition 5.3 garantit que le
théorème 4.13 est applicable. Ainsi, il existe K∗ ⊆ N indexant une suite raffinante générée
par cDSM. Le voisinage X ∗ ≜ Br(x∗) de x∗ ≜ limk∈K∗ xk vérifie

lim
k∈K∗

Φ(xk) =

 min Φ(X ∗) = Φ(x∗) si Φ est semi-continue en x∗,

inf Φ(X ∗) sinon.
(5.1)

On note Y∗ ≜ Y(X ∗). C’est un ouvert de Y, d’après le lemme 5.5.

Points adhérents à (γ(xk))k∈K∗). Montrons que ∅ ≠ adh((γ(xk))k∈K∗) ⊆ Y∗ ∩ Ω. Le
lemme 5.7 assure que adh((γ(xk))k∈K∗) ̸= ∅. Notons y ∈ adh((γ(xk))k∈K∗), et K ⊆ K∗

tel que (γ(xk))k∈K → y. On a χ(y) = limk∈K χ(γ(xk)) = limk∈K xk par continuité de χ et
le lemme 5.6. On a alors χ(y) = x∗, et donc y ∈ Y(x∗) ⊂ Y∗. Enfin, y ∈ Ω car γ(xk) ∈ Ω
pour tout k ∈ K∗ et Ω est fermé.
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Convergence de (φ(γ(xk)))k∈K∗. On a φ(γ(xk)) ≥ inf φ(Y∗ ∩ Ω) pour tout k ∈ K∗,
et φ(y) ≥ φ(γ(χ(y))) = Φ(χ(y)) ≥ inf Φ(X ∗) = limk∈K∗ Φ(xk) = limk∈K∗ φ(γ(xk)) pour
tout y ∈ Y∗ ∩ Ω. Ainsi, limk∈K∗ φ(γ(xk)) = inf φ (Y∗ ∩ Ω).

Optimalité locale de γ(x∗) si φ est semi-continue en tout point de Vγ(x∗).
Supposons la semi-continuité de φ en tout point de Vγ(x∗). Prouvons que Φ est semi-
continue en x∗. Soit (zk)k∈N une suite d’éléments de X ∗ ∩ X convergeant vers x. Par
le lemme 5.7, ∅ ≠ adh((γ(zk))k∈N) ⊆ Vγ(x∗). Soit y ∈ adh((γ(xk))k∈K∗) et K ⊆ N tel
que γ(zk) → y. Alors lim infk∈K Φ(zk) = lim infk∈K φ(γ(zk)) ≥ φ(y) par semi-continuité
de φ en y. De plus, χ(y) = x∗, donc y ∈ Y(x∗). Ainsi, φ(y) ≥ φ(γ(x∗)) = Φ(x∗). Il
vient qu’alors Φ est semi-continue en x∗. La preuve s’achève alors via l’équation (5.1),
qui implique que x∗ est une solution locale au problème (Pref

PO ) sur le voisinage X ∗, et via
la proposition 5.2.2 qui clame alors que γ(x∗) est une solution locale au problème (Pini

PO ).
Il est de plus aisé de prouver que γ(x∗) est optimale sur son voisinage Y∗.

5.2.2 Pistes de généralisations possibles de l’analyse

Il est possible que cDSM génère un point raffiné x∗ vérifiant φ(γ(x∗)) = min φ (Y∗ ∩ Ω) alors
que φ n’est pas semi-continue en tout point de Vγ(x∗). Nous illustrons ce fait au chapitre 6.1.
Le théorème 5.4 est donc généralisable, comme suit.

Théorème 5.8. Si le problème (Pini
PO ) entre dans le cadre d’étude 5.1 et vérifie les hypo-

thèses 5.1 et 5.2, alors cDSM résolvant le problème reformulé (Pref
PO ) génère au moins une

suite raffinante ; et pour toute suite raffinante (indexée par K∗ ⊆ N) de point raffiné x∗, x∗

admet un voisinage X ∗ tel que

∅ ≠ adh
(
(γ(xk))k∈K∗

)
⊆ Y∗ ∩ Ω et lim

k∈K∗
φ(γ(xk)) = inf φ (Y∗ ∩ Ω) ,

où Y∗ ≜ Y(X ∗) est un voisinage de tout point de adh((γ(xk))k∈K∗). De plus,

φ(γ(x∗)) = min φ (Y∗ ∩ Ω) ⇐⇒ ∀K ⊆ K∗, lim inf
k∈K

φ(γ(xk)) ≥ φ(γ(x∗)).

Ainsi, tout point d’accumulation de la suite (γ(xk))k∈K∗ est une solution locale au pro-
blème (Pini

PO ) dans un sens généralisé, et de plus γ(x∗) est une solution locale à (Pini
PO )

au sens usuel si et seulement si la dernière condition est vérifiée. Le théorème 5.8 est
strictement plus général que le théorème 5.4, mais la preuve est similaire. Cependant, en
pratique le théorème 5.4 est possiblement plus utile en pratique, car la semi-continuité
de φ en tout point de Vγ(x∗) est parfois simple à étudier à priori alors que la condi-
tion lim infk∈K φ(γ(xk)) ≥ φ(γ(x∗)) ne peut être observée qu’à posteriori.
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5.3 Remarques sur l’optimisation partitionnée et extensions potentielles

Le cadre de l’optimisation partitionnée représente une avancée vers l’augmentation de la
dimension maximale que les méthodes sans dérivées peuvent traiter. Cependant, ce cadre
est restrictif sur certains aspects, que nous identifions au chapitre 5.3.1. Le chapitre 5.3.2
propose alors des allègements du cadre via une définition moins contraignante de la fonction
oracle γ. Enfin, le chapitre 5.3.3 entrevoit le développement de méthodes hybrides, exploitant
des méthodes de la DFO collaborant avec des méthodes d’autres domaines de l’optimisation.

5.3.1 Commentaires sur le cadre actuel

Dans le cadre de la PO, nous imposons un partitionnement de l’intégralité de Y. Ceci est
adaptable, en ne partitionnant que l’espace réalisable Ω ⊆ Y. On peut poser Ω = ⊔x∈XΩ(x),
et alors définir X ≜ {x ∈ X : Y ∩ Ω(x) ̸= ∅}. Les définitions de γ et du reste des éléments
du cadre sont alors inchangées. De même, les indices de partitionnement peuvent ne pas
parcourir l’intégralité de X. Le cadre autorise Y(x) = ∅ pour certains x ∈ X.

La dimension de X est importante pour l’applicabilité du cadre de la PO. Le cadre autorise X
à être de dimension 0, mais ce cas est inutile (X ≜ {0} donc Y(0) ≜ Y, donc γ(0) est la
solution globale du problème, supposé connu). On peut également avoir X et Y de même
dimension finie. Ce cas a un intérêt théorique, car il englobe par exemple le cas où X et Y
sont homéomorphes. On pourrait donc étudier l’influence d’une déformation continue de
l’espace des variables sur la performance d’un algorithme. Toutefois, la PO est pensée pour Y
de dimension dY ≥ 2, possiblement infinie, et X est de dimension 0 < dX ≪ dY finie. De plus,
même si Y peut être quelconque, X est en général l’espace RdX usuel, et en pratique on doit
avoir dX ≤ 50 pour résoudre la reformulation (Pref

PO ) par un solveur de la DFO [19, 123].

Les défauts pratiques de la PO sont les suivants. D’abord, elle requiert de la structure sur le
problème (Pini

PO ), puisqu’on suppose que le problème est simplifié par la restriction à n’importe
quel ensemble de partition. Dans la terminologie de la DFO, la PO s’applique donc aux boîtes
grises [6]. Ensuite, sur chacun des ensembles de partition, la fonction objectif doit présenter
un et un seul minimiseur global, qui doit de plus être explicitement accessible. Toutefois,
des pistes de recherche allègent ce prérequis (voir chapitre 5.3.2), et en pratique on peut se
contenter d’une approximation du minimiseur global (par exemple fournie par un algorithme
d’optimisation globale [66, 87] usuel ou valide dans des cas non-lisses [43, 68]). On pourrait
aussi analyser la sensibilité du sous-problème (Psub

PO (x)) pour estimer le comportement local
de γ via le théorème des fonctions implicites généralisé au cas non-lisse [98], suivant une idée
proposée par [45] pour l’optimisation paramétrique.
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Enfin, un défaut théorique du théorème 5.4 est sa dépendance en l’hypothèse 5.2, qui
impose beaucoup de structure ad hoc sur le problème et le partitionnement. Par exemple,
puisque γ(x) ∈ Y(x) pour tout x ∈ X et que les ensembles Y(·) sont tous disjoints, la
continuité de γ|X pour n’importe quel X ⊆ X impose que γ(x) ∈ ∂Y(x) pour tout x ∈ X .
Dit autrement, s’il existe x ∈ X tel que γ(x) ∈ int(Y(x)), alors γ|X est discontinue en x pour
tout {x} ≠ X ⊆ X contenant x. L’hypothèse 5.2 ne peut donc pas tenir en x.

5.3.2 Définitions moins strictes de la fonction d’oracle

La fonction d’oracle γ est la pierre angulaire de la PO. Heureusement, même si elle est
centrale, sa définition actuellement stricte peut être allégée. Dans ce chapitre, nous discu-
tons de tels allègements, pour viser une définition bien plus exploitable en pratique. La
finalité de ce chapitre est de montrer qu’on pourrait adapter le cadre d’étude 5.1 pour que
pour tout x ∈ X, γ(x) ne représente qu’une approximation d’une solution locale du sous-
problème (Psub

PO (x)). Le cadre en serait alors d’autant plus exploitable, puisqu’en pratique on
résout souvent le sous-problème (Psub

PO (x)) par un algorithme d’optimisation qui ne renvoie
que des approximations de solutions locales.

Inexistence ou non-unicité de la solution globale du sous-problème

On peut supprimer l’hypothèse d’existence et d’unicité de la solution globale du sous-
problème dans la définition de γ. Pour tout x ∈ X, on note S(x) ⊆ Y(x) l’ensemble des
solutions globales de (Psub

PO (x)) de valeur objectif finie. On définit ensuite X ≜ {x ∈ X :
S(x) ̸= ∅}. Enfin, on définit γ : X → Y comme un oracle déterministe qui, pour tout x ∈ X,
renvoie un élément de S(x) (cet élément doit toujours être le même pour deux évaluations
successives de γ(x)). Le reste du cadre, des hypothèses et de l’analyse demeurent inchangés.

Oracle renvoyant une solution locale

La définition de l’oracle γ peut être allégée pour ne considérer qu’une solution locale.
Pour tout x ∈ X, on note S(x) ⊆ Y(x) l’ensemble des solutions locales de (Psub

PO (x)) de
valeur objectif finie. On pose X ≜ {x ∈ X : S(x) ̸= ∅}, et on définit γ : X → Y comme
un oracle déterministe qui, pour tout x ∈ X, renvoie un élément de S(x) (cet élément doit
toujours être le même pour deux évaluations successives de γ(x)). Nous supposons que γ

est tel que pour tout X ⊆ X, s’il existe une application u : X → ∪x∈X S(x) continue
vérifiant u(x) ∈ S(x) pour tout x ∈ X , alors γ|X est continue. Cette hypothèse traduit
un principe que l’on pourrait énoncer par « γ reste autant que possible dans un bassin
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d’attraction donné ». Enfin, pour tout x ∈ X, nous notons Y(x) le plus grand ouvert de Y(x)
(pour la topologie de Y induite par Y(x)) tel que φ(γ(x)) = min φ(Y(x) ∩ Ω), et on suppose
que r ≜ inf{r : (Br(γ(x)) ∩ Y(x)) ⊆ Y(x) pour tout x ∈ X} > 0. Ceci traduit que, pour
tout x ∈ X, le plus grand voisinage sur lequel γ(x) est une solution locale de (Psub

PO (x))
est Y(x), et que tous les points de Y(x) à distance inférieure à r de γ(x) sont dans Y(x).

Il faut alors modifier l’étude faite au chapitre 5.1.2 sur les liens entre les solutions du
problèmes (Pini

PO ) et celles du problème (Pref
PO ).

Lemme 5.9. Soit Y un espace normé partitionné en Y = ⊔x∈XY(x), où X est un espace
normé, tel que la fonction χ : Y → X d’indice est continue. Soit Y : X → 2Y, telle que
pour tout x ∈ X, Y(x) ⊆ Y(x) est ouvert en topologie induite par Y(x). Soit X ⊆ X
ample et γ : X → Y telle que γ(x) ∈ Y(x) pour tout x ∈ X. S’il existe un ouvert X ⊆ X
tel que γ|X ∩X est continue et r ≜ inf{r : (Br(γ(x))∩Y(x)) ⊆ Y(x) pour tout x ∈ X } > 0,
alors γ(X ∩ X) ⊆ cl(int(Y(X ))).

Démonstration. Soit X ⊆ X ouvert tel que γ est continue sur X et r > 0. Dans un
premier temps, soit x ∈ int(X ∩ X), et ρ > 0 tel que Bρ(x) ⊆ X . Par continuité de χ

sur Y, on a χ(y) → x lorsque y → γ(x). Par continuité de γ en x, on a γ(x′) → γ(x)
lorsque x′ → x. De ces deux faits, on déduit qu’il existe µ > 0 vérifiant χ(y) ∈ X
et y ∈ Br(γ(χ(y)))∩Y(χ(y)) pour tout y ∈ Bµ(γ(x)). Il vient alors que la boule Bµ(γ(x))
est incluse dans ∪x∈X Br(γ(x)) ∩ Y(x), donc à fortiori dans ∪x∈X Y(x) = Y(X ), ce qui
prouve que γ(x) ∈ int(Y(X )). Dans un second temps, soit x ∈ ∂(X ∩ X). Puisque X ∩ X

est ample (lemme 4.9.a)), on a x ∈ cl(int(X ∩ X)). Le résultat suit en considérant une
suite d’éléments de int(X ∩ X) convergeant vers x.

Proposition 5.10. Dans le cadre d’étude de ce sous-chapitre,

1. Pour tout y∗ solution locale de (Pini
PO ), on a y∗ ∈ S(x∗), où x∗ ≜ χ(y∗). Si de

plus y∗ = γ(x∗) et γ est continue en x∗, alors x∗ est une solution locale de (Pref
PO ).

2. Pour tout x∗ solution locale de la reformulation (Pref
PO ), si γ est continue en x∗ et χ

est continue en γ(x∗), alors γ(x∗) est une solution locale du problème (Pini
PO ).

Démonstration. Soit y∗ une solution locale de (Pini
PO ). Il existe un voisinage Y ⊆ Y

de y∗ tel que y∗ ∈ argmin φ(Y ∩ Ω). Par conséquent, y∗ ∈ argmin φ(Y ∩ YΩ(x∗)), et
donc y∗ ∈ S(x∗). Si de plus y∗ = γ(x∗) et γ est continue en x∗, alors il existe un
voisinage X ⊆ X de x∗ tel que pour tout x ∈ X ∩ X, γ(x) ∈ Y . Cela implique que pour
tout x ∈ X ∩ X, φ(γ(x)) ≥ φ(y∗) = φ(γ(x∗)). Ainsi, x∗ est une solution locale de (Pref

PO ).
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Soit x∗ une solution locale de (Pref
PO ) telle que γ est continue en x∗ et χ est continue

en γ(x∗). Il existe un ouvert X ⊆ X contenant x∗ tel que γ|X ∩X est continue, χ est continue
sur Y(X ), et Φ(x) ≥ Φ(x∗) pour tout x ∈ X . Par le lemme 5.9, Y∗ ≜ int(Y(X )) ⊆ Y est
un ouvert contenant γ(x∗). De plus, φ(y) ≥ φ(γ(χ(y))) = Φ(χ(y)) ≥ Φ(x∗) = φ(γ(x∗))
pour tout y ∈ Y∗ ∩ Ω, et γ(x∗) ∈ Ω. Le résultat en découle.

Ceci corrigé, le théorème 5.4, montrant que cDSM résolvant la reformulation (Pref
PO ) mène

à des solutions du problème (Pini
PO ), est inchangé.

Oracle renvoyant une approximation de solution locale

Enfin, une dernière extension de γ est envisageable. En pratique, γ(x) est souvent obtenu
pour tout x ∈ X via un algorithme d’optimisation résolvant le sous-problème (Psub

PO (x)).
Or, en pratique un algorithme est interrompu après un temps fini, et donc il ne renvoie pas
exactement une solution locale. Par conséquent, pour modéliser exactement une situation
réelle, il faudrait que γ(x) représente une approximation d’une solution à une tolérance fixée.
La formalisation de ce cadre n’est pas encore achevée au moment de la rédaction de cette
thèse, aussi nous ne poursuivons pas la discussion au-delà de ce point.

5.3.3 Méthodes hybrides

Le cadre de l’optimisation partitionnée peut être vu comme un prototype de méthode hy-
bride, utilisant conjointement un algorithme sans dérivées (pour résoudre le problème (Pref

PO ))
et d’autres classes d’algorithmes (pour résoudre le sous-problème (Psub

PO (x)) pour tout x ∈ X).
Le développement de telles méthodes est un projet à peine commencé au moment de la ré-
daction de cette thèse, donc la discussion qui suit manque de formalisme. Toutefois, nous
croyons déjà au potentiel de telles méthodes. Elles traiteraient les aspects non-lisses du pro-
blème (Pini

PO ) par une méthode sans dérivées pensée pour cet usage, et laisseraient les aspects
lisses et structurés à une méthode dédiée et qui peut être choisie indépendemment de la
méthode sans dérivées. Ainsi, ces méthodes hybrides pourraient prendre le meilleur des dif-
férentes littératures. Le chapitre 7 illustre ce fait sur des applications en contrôle optimal.

Infaisabilité dans le sous-problème et barrière progressive dans la reformulation

Une piste de méthode hybride est de calculer l’infaisabilité du sous-problème (Psub
PO (x))

pour alléger la définition de la fonction Φ, actuellement définie à +∞ pour tout x ∈ X tel
que γ(x) ne peut pas être défini. Ceci revient à suivre une stratégie de barrière extrême [14],
qui restrictive. En comparaison, la barrière progressive [15] est plus efficace.
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Appliquer une barrière progressive dans notre cadre requiert deux éléments importants.
À tout x ∈ X, on doit pouvoir associer une valeur objectif et une valeur d’infaisabilité. En
d’autres termes, on redéfinit la reformulation (Pref

PO ) comme

minimiser
x ∈ X

Φ̃(x) sous contrainte h̃(x) ≤ 0, (P̃ref
OP )

où h̃(x) représente l’infaisabilité du sous-problème (Psub
PO (x)) et où Φ̃(x) représente la valeur

objectif minimale associée à (Psub
PO (x)) (qu’on n’associera pas à +∞ lorsque h̃(x) > 0). Ce

problème peut alors être résolu par un algorithme de DFO exploitant la barrière progressive.

Définissons d’abord une fonction h : Y → R+ servant de métrique de l’infaisabilité d’un
point vis-à-vis de Ω. Un choix simple consiste à prendre h(y) ≜ dist(y, Ω) pour tout y ∈ Ω.
Cependant, lorsque Ω ≜ c−1(Rk

−) est défini via c : Y → Rk semi-continue (avec k ∈ N∗),
on préfère la fonction de violation de contrainte [48] définie par h(y) ≜

∑k
i=1 max(0, ci(y))2

pour tout y ∈ Y. Ainsi, pour tout x ∈ X, on peut définir h̃(x) ≜ min h(Y (x)), 2 qui vaut 0 si
et seulement si (Psub

PO (x)) est réalisable, donc si et seulement si x ∈ X. De là, on peut alors
définir Φ̃(x) ≜ φ(γ̃(x)), où γ̃(x) = γ(x) si x ∈ X, et γ̃(x) est le minimiseur global de h|Y (x)

autrement (supposé unique dans cette phrase, mais ceci est aisément relaxable).

Une telle définition de γ̃(x) est pertinente d’un point de vue appliqué, car lorsqu’on résout
le sous-problème (Psub

PO (x)) numériquement, l’algorithme employé peut chercher en priorité à
minimiser l’infaisabilité, puis à minimiser la valeur objectif à partir d’un point d’infaisabilité
nulle. Notamment, le solveur IPOPT [118] adopte ce comportement.

Optimisation jointe plutôt que bi-niveau

Actuellement, pour tout x ∈ X, nous devons résoudre le sous-problème (Psub
PO (x)) pour

récupérer γ(x) et s’en servir dans la reformulation (Pref
PO ). En ce sens, nous suivons une

structure d’optimisation bi-niveau. Or, notre problème diffère du cadre usuel en bi-niveau,
puisqu’ici les deux niveaux minimisent la valeur objectif. Une possible méthode hybride serait
d’optimiser conjointement l’ensemble de partition considéré et le point considéré à l’intérieur
de l’ensemble. Partons de y0 ∈ Y ∩Ω et x0 ≜ χ(y0). À chaque itération k ∈ N, l’algorithme DFO
propose un ensemble T k de points autour de xk. Pour tout t ∈ {xk}∪T k, on effectue quelques
itérations d’un algorithme sur le problème (Psub

PO (t)) partant de yk (qui est irréalisable pour ce
problème). On récupère un point γ̃(t, yk). Enfin, on note T̃ k ≜ {t ∈ {xk}∪T k : γ̃(t, yk) ∈ Ω},
puis on pose tk ∈ argmin{φ(γ̃(t, yk)) : t ∈ T̃ k}, et on pose xk+1 ≜ tk et yk+1 ≜ γ̃(tk, yk).

2. Ce minimum peut ne pas être défini, mais l’infimum existe toujours et le raisonnement peut être adapté.
Nous ne discuterons pas des cas dégénérées menant à ce problème, car ceci nous emmènerait trop loin.
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CHAPITRE 6 MISE EN APPLICATION DE L’OPTIMISATION
PARTITIONNÉE

Toute généralisation est une hypothèse. Elle doit toujours, le plus tôt possible et
le plus souvent possible, être soumise à la vérification.

« La Science et l’Hypothèse », Henri Poincaré.

Ce chapitre prouve que le cadre de l’optimisation partitionnée élargit le champ des pos-
sibles de la DFO. D’abord, le chapitre 6.1 illustre comment l’appliquer en pratique. Pour alléger
la présentation, nous nous concentrons sur l’application de la PO pour simplifier des problèmes
bruités. Ensuite, le chapitre 6.2 propose quatre problèmes de dimension trop grande pour la
DFO usuelle, et compare les performances d’une instance naïve de DSM résolvant les problèmes
reformulés avec des solveurs performants de la DFO résolvant les problèmes initiaux. Cette
comparaison montre que l’optimisation partitionnée apporte un gain de performance dans
la mise en application numérique. Précisons que l’étude de la performance des DSM n’est pas
l’objectif de cette section. Précisons aussi que ce chapitre se concentre sur des problèmes de
dimension finie. Une application en dimension infinie est illustrée au chapitre 7.

6.1 Optimisation partitionnée pour simplifier des problèmes bruités

Cette section illustre comment l’optimisation partitionnée peut aider à la résolution de
problèmes dans lesquels l’objectif φ dépend d’un bruit ε dont on connaît les paramètres. En
d’autres termes, lorsqu’on a φ ≜ φ̃ + ε ◦ f , où φ̃ : Y → R est simple à minimiser, ε : Rd → R
est non-lisse, et f : Y → Rd est connue. Résoudre le problème (Pini

PO ) est difficile, à cause
du bruit ε. Toutefois, ε devient constant si on altère (Pini

PO ) via l’ajout d’une contrainte
d’égalité f(y) = x, avec x ∈ Rd fixé. Cela donne une application du cadre de la PO, en
partitionnant Y via Y(x) ≜ {y ∈ Y : f(y) = x} pour tout x ∈ X ≜ Rd. Pour tout x ∈ X, le
sous-problème (Psub

PO (x)) est alors lisse, et supposé avoir une unique solution globale γ(x). Par
conséquent, la reformulation (Pref

PO ) consiste en la minimisation de Φ ≜ (x 7→ φ̃(γ(x))+ε(x)).

L’instance de cDSM retenue pour résoudre (Pref
PO ) est à décroissance suffisante, avec la

fonction de forçage ρ ≜ (ν 7→ ( ν
8δ0 )3) choisie pour être peu restrictive. Le pas initial est δ0 ≜ 1,

et nous prenons Λ ≜ {1
2}, et Υ ≜ {1} lorsque (Pref

PO ) dépend d’une seule variable ou Υ ≜ {2}
autrement. Nous ne faisons pas d’étape de search, et l’étape de poll est générée comme
dans [1]. Pour simplifier l’implémentation, l’étape de covering tire une direction au hasard
dans cl(Br) à chaque itération, où nous prenons arbitrairement r ≜ 1

10 . L’algorithme est
arrêté au premier k ∈ N tel que δk ≤ 10−10.
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Dans le chapitre 6.1.1, φ̃ est une quadratique dépendant de deux variables et ε dépend de
la première variable uniquement. Dans le chapitre 6.1.2, φ̃ est une fonction des coordonnées
polaires et ε est un bruit dépendant du rayon. Au chapitre 6.1.3, φ̃ est une fonction de deux
variables et ε dépend d’une fonction f : R2 → R non-linéaire. Enfin, le chapitre 6.1.4 propose
un cas où φ̃ est une norme infinie de trois variables et ε dépend de f : R3 → R2 non-linéaire.
Ce problème illustre un cas plus proche de situations réelles, où pour tout x ∈ X, γ(x) ne
peut être obtenu qu’en résolvant algorithmiquement le sous-problème (Psub

PO (x)).

6.1.1 Bruit mono-variable

On considère ici la fonction

φ :

 Y = Y ≜ R2 → R
y = (y1, y2) 7→ ε(y1) + (y2 − σ(y1))2 ,

où ε(x) ≜ |x| (1 + sin(2π
x

)2) 1
2 + |⌊x⌉| si x ∈ R∗ et ε(0) ≜ 0, et σ(x) ≜ 2 ⌊x⌉, et où ⌊x⌉ ≜ ⌊x⌋

si x ∈ R− et ⌊x⌉ ≜ ⌈x⌉ − 1 si x ∈ R∗
+. L’unique minimiseur global de φ est y∗ ≜ (0, 0),

avec φ(y∗) = 0. Ici, Y admet une partition en Y(x) ≜ {x} × R pour tout x ∈ X = X ≜ R.
Pour tout x ∈ X, φ|Y(x) est une quadratique dépendant de y2, tandis que y1 = x est fixé.
Son unique minimiseur global est γ(x) = (x, σ(x)), avec φ(γ(x)) = ε(y1). La figure 6.1
représente φ, la partition de Y et l’image de γ, et la figure 6.2 représente ε dans le cadre de
gauche. La fonction Φ de la reformulation est alors

Φ :

 X → R
x 7→ ε(x),

représentée dans le cadre de droite de la figure 6.2. Son unique minimiseur global est x∗ ≜ 0,
avec Φ(x∗) = 0, et Φ est discontinue à gauche en x∗.

La PO est applicable ici, mais φ n’est pas semi-continue en (0, −1) ∈ Vγ(x∗). Nous testons
huit instances de cDSM pour minimiser Φ depuis huit points de départs différents. Les résultats
sont donnés dans le tableau 6.1, qui donne le nombre d’itérations requises pour atteindre
différents seuils de précision sur la solution. Toutes les instances renvoient x̃∗ ∈ [0, 2E−10],
donc elles approchent x∗ du côté évitant la discontinuité. On a donc ỹ∗ ≜ γ(x̃∗) vérifiant, dans
les huit cas, ∥ỹ∗ − y∗∥ ≤ 2E−10 et |φ(ỹ∗) − φ(y∗)| ≤ 2E−10. Cela valide empiriquement le
théorème 5.4. On remarque qu’ici la conclusion du théorème portant sur l’optimalité de γ(x∗)
est valide, même si φ n’est pas semi-continue en tout point de Vγ(x∗).
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Tableau 6.1 Huit exécutions de cDSM au chapitre 6.1.1. Ici, x̂k ≜ xk.

x0 1er x̂k ∈ [±5E−03] 1er x̂k ∈ [±5E−06] 1er x̂k ∈ [±5E−09] x̂k final
+9.753 x̂23 = +3.37E−03 x̂37 = +8.86E−07 x̂55 = +3.15E−09 x̂64 = +7.41E−12

+π x̂18 = +3.12E−03 x̂31 = +3.93E−06 x̂49 = +1.00E−09 x̂56 = +6.89E−11

+
√

2 x̂13 = +4.65E−03 x̂29 = +2.79E−06 x̂44 = +3.08E−09 x̂54 = +5.12E−11

+e + 1 x̂17 = +2.08E−03 x̂24 = +3.01E−06 x̂45 = +3.29E−09 x̂53 = +3.45E−11

−9.753 x̂17 = +4.61E−04 x̂33 = +3.33E−06 x̂51 = +3.96E−09 x̂60 = +4.05E−12

−π x̂20 = +2.94E−03 x̂33 = +3.46E−06 x̂43 = +2.33E−10 x̂54 = +1.16E−10

−
√

2 x̂06 = +3.45E−03 x̂27 = +1.13E−06 x̂43 = +1.51E−09 x̂52 = +7.67E−13

−e − 1 x̂21 = +2.74E−03 x̂36 = +2.40E−06 x̂49 = +4.02E−09 x̂57 = +5.70E−11

Figure 6.1 Fonction φ (tronquée), partition de Y et image de γ au chapitre 6.1.1.
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Figure 6.2 Fonctions ε et Φ au chapitre 6.1.1.
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6.1.2 Bruit radial

On considère ici la fonction φ, donnée en coordonnées polaires par

φ :


Y = Y ≜ R+ × [0, 2π[ → R

y = (r, θ) 7→


ε(r) +

√
r sin

(
θ − π − 2π log2 (r)

2

)2

si r > 0,

ε(0) sinon,

où ε(x) ≜
√

|x2 − 2| + sin(10π(x−
√

2))2

10 pour tout x ∈ R+. L’unique minimiseur global de φ

est y∗ = (r∗, θ∗) ≜ (
√

2, 0), avec φ(y∗) = 0. Ici, Y admet une partition en Y(x) ≜ {x}× [0, 2π[
si x ∈ R+ et Y(x) ≜ ∅ si x ∈ R∗

−, indexée par X ≜ R avec X ≜ R+. Pour tout x ∈ X, φ|Y(x)

est une sinusoïde 2π-périodique suivant θ, tandis que r = x est fixé. Son unique minimiseur
global est γ(x) = (x, [π + 2π log2(x)]2π), où [z]2π représente le résidu de z ∈ R modulo 2π,
avec φ(γ(x)) = ε(r). La figure 6.3 représente φ, la partition de Y et l’image de γ, et la
figure 6.4 représente ε dans le cadre de gauche. La fonction Φ de la reformulation est alors

Φ|X :

 X → R
x 7→ ε(x),

représentée dans la figure 6.4. Son unique minimiseur global est x∗ ≜
√

2, avec Φ(x∗) = 0.

La PO est applicable ici. Nous testons huit instances de cDSM pour minimiser Φ depuis
huit points de départ différents. Le tableau 6.2 donne le nombre d’itérations requises pour
atteindre différents seuils de précision sur la solution. Toutes les instances approchent x∗,
puisqu’elles retournent x̃∗ ∈ [x∗ ± 6E−11]. Ainsi, elles fournissent toutes ỹ∗ ≜ γ(x̃∗) tel
que ∥ỹ∗ − y∗∥ ≤ 6E−11 et |φ(ỹ∗) − φ(y∗)| ≤ 3E−5. Cela confirme empiriquement la véracité
du théorème 5.4. Ici, on est dans le cas où tous les pré-requis du théorèmes 5.4 sont vérifiées.

Tableau 6.2 Huit exécutions de cDSM au chapitre 6.1.2. Ici, x̂k ≜ xk −
√

2.

x0 1er x̂k ∈ [±5E−03] 1er x̂k ∈ [±5E−06] 1er x̂k ∈ [±5E−09] x̂k final
0 x̂09 = +4.39E−03 x̂29 = −8.47E−07 x̂41 = +2.73E−09 x̂52 = +5.39E−11

2−5 x̂09 = +5.08E−04 x̂27 = +4.42E−06 x̂44 = −3.57E−09 x̂54 = +3.83E−11

3
√

2 x̂17 = −1.14E−03 x̂35 = −1.51E−06 x̂51 = −1.95E−09 x̂60 = +2.94E−11

4π x̂25 = +1.37E−03 x̂39 = +1.50E−06 x̂57 = +2.05E−09 x̂66 = −4.99E−11

5 x̂08 = +6.72E−05 x̂27 = −1.45E−06 x̂41 = −1.81E−09 x̂48 = +5.71E−11

e x̂08 = −1.75E−03 x̂28 = +9.13E−07 x̂41 = +4.04E−09 x̂53 = −3.28E−11

e2 x̂11 = −5.45E−04 x̂25 = +4.01E−06 x̂43 = +5.27E−10 x̂53 = −5.47E−11

e3 x̂30 = +3.83E−03 x̂44 = +4.66E−06 x̂59 = −4.19E−09 x̂69 = +3.72E−12
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Figure 6.3 Fonction φ, partition de Y et image de γ au chapitre 6.1.2.

y 1

2

1

0

1

2

y2

2
1

0
1

2

(y
)

0.0
0.5
1.0
1.5
2.0
2.5
3.0

2.0 1.5 1.0 0.5 0.0 0.5 1.0 1.5 2.0
y1

2.0

1.5

1.0

0.5

0.0

0.5

1.0

1.5

2.0

y 2

x = +0.33    

x = +0.67    

x = +1.00    

x = +1.33    

x = +1.67    

x = +2.00    

x (x)
x (x)

0

1

2

3

4

(y
)

Figure 6.4 Fonctions ε et Φ au chapitre 6.1.2.
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6.1.3 Bruit affecté par une combinaison non-linéaire de deux variables

On considère ici la fonction

φ :


Y ≜ R2 → R

y = (y1, y2) 7→

 ε(y1y2) + ln
(

1 +
(

y2
1

y2
2+1 − 1

)2)
si y ∈ Y ≜ R+ × R,

+∞ sinon,

où ε(x) ≜ exp( 1
x−4) +

√
|x−4|
5 si x ̸= 4 et ε(4) ≜ +∞. Ici, φ n’a pas de minimum global, mais

son infimum est 0. On a Vφ(y∗) = {0, +∞} quand y → y∗ ≈ (2.12, 1.87). La valeur exacte
de y∗ et de certaines directions menant à φ(y) → 0 sont données en fin de paragraphe. Ici, Y
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admet une partition en Y(x) ≜ {y = (y1, y2) ∈ Y : y1y2 = x} pour tout x ∈ X = X ≜ R. Pour
tout x ∈ X, ε(y1y2) est constant et on peut calculer l’unique minimiseur global de φ|Y(x), 1

γ(x) =
√1 +

√
1 + 4x2

2 , x

√
2

1 +
√

1 + 4x2

 , avec φ(γ(x)) = ε(x).

La figure 6.5 représente φ, la partition de Y et l’image de γ, et la figure 6.6 représente ε dans
le cadre de gauche. La fonction Φ de la reformulation est alors

Φ :

 X → R
x 7→ ε(x),

représentée dans le cadre de droite de la figure 6.6. Ici, Φ est discontinue en x = 4 et n’a
pas de minimum global, mais son infimum est 0. De plus, en x∗ ≜ 4 on a VΦ(x∗) = {0, +∞}
avec limx↗x∗ Φ(x) = 0 malgré limx↘x∗ Φ(x) = +∞. On a de même y∗ ≜ γ(x∗) et φ(y) ↘ 0
lorsque y = γ(x) avec x ↗ x∗, tandis que φ(y) ↗ +∞ lorsque y = γ(x) avec x ↘ x∗.

La PO est applicable ici. Nous testons huit instances de cDSM pour minimiser Φ depuis
huit points de départ différents. Le tableau 6.3 donne le nombre d’itérations requises pour
atteindre différents seuils de précision sur la solution. Les instances partant de x0 < x∗

renvoient toutes x̃∗ ∈ [x∗ − 2E−10, x∗], qui approche x∗ du côté minimisant Φ. Ces instances
mènent à ỹ∗ ≜ γ(x̃∗) ≈ y∗, ce qui confirme empiriquement la véracité du théorème 5.4.
L’instance partant de x0 ≜ 3

√
2 ≈ 4.24 > x∗ se comporte de la même manière. Les trois

dernières instances, qui commencent avec x0 ≫ 4, convergent à la place vers x̃∗ ≈ 9.27, mais
ceci reste cohérent avec le théorème 5.4 puisque ce point est bien un minimiseur local de Φ.

Tableau 6.3 Huit exécutions de cDSM au chapitre 6.1.3. Ici, x̂k ≜ xk − 4.

x0 1er x̂k ∈ [±5E−03] 1er x̂k ∈ [±5E−06] 1er x̂k ∈ [±5E−09] x̂k final
−e2 x̂107 = −4.17E−03 x̂120 = −2.20E−06 x̂138 = −1.68E−09 x̂146 = −4.65E−11

−π x̂026 = −1.76E−03 x̂043 = −1.70E−06 x̂057 = −3.88E−09 x̂065 = −4.14E−11

−
√

2 x̂024 = −4.25E−04 x̂040 = −4.95E−06 x̂051 = −1.40E−09 x̂062 = −8.01E−12

+e x̂009 = −4.68E−04 x̂026 = −2.78E−06 x̂043 = −3.13E−09 x̂051 = −1.06E−10

+3
√

2 x̂017 = −2.66E−03 x̂030 = −1.33E−07 x̂046 = −2.41E−09 x̂053 = −8.40E−11

+2e2 / / / x̂201 = +5.27E+00

+4π / / / x̂201 = +5.27E+00

+e3 / / / x̂201 = +5.27E+00

1. Partir de y2
1/(y2

2 + 1) = 1 pour obtenir y2
2 = y2

1 − 1 (et donc y2
1 ≥ 1 donc y1 ̸= 0), avec (y1, y2) ∈ Y (x)

pour trouver y2 = x/y1 et y1 ≥ 0. Égaliser les deux expression de y2
2 mène à (y2

1)2 − y2
1 − x2 = 0, avec une

seule solution y2
1 = 1

2 (1 +
√

1 + 4x2) puisque y2
1 ≥ 1. De là, y1 suit (car il doit être positif), et y2 en découle.
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Figure 6.5 Fonction φ, partition de Y et image de γ au chapitre 6.1.3.
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Figure 6.6 Fonctions ε et Φ au chapitre 6.1.3.

5 4 3 2 1 0 1 2 3 4 5 6 7 8 9 10 11 12 13 14 15
x

0.0

0.5

1.0

1.5

2.0

2.5

z

x |x 4|
5

x exp ( 1
x 4 )

x (x)

5 4 3 2 1 0 1 2 3 4 5 6 7 8 9 10 11 12 13 14 15
x

0.0

0.5

1.0

1.5

2.0

2.5

(x
)

6.1.4 Bruit de dimension 2 dans un problème de dimension 3

On considère ici la fonction

φ :

 Y = Y ≜ R3 → R
y = (y1, y2, y3) 7→ ε (y2 − y3

1, y1 − y3
3) + ∥y∥∞ ,

où ε(x1, x2) ≜ ( sin(10π(x2−x3
1))

5 + sin(6π(x2−e−x1 +1))
7 + sin(12π(x2

1+x2
2)

1
2 )

11 )2 pour tout x ∈ R2. L’unique
minimum global de φ est y∗ ≜ (0, 0, 0), avec φ(y∗) = 0. Ici, Y admet une partition sui-
vant Y(x) ≜ {(y1, y2, y3) ∈ Y : y2 − y3

1 = x1 et y1 − y3
3 = x2} = {(t, t3 + x1,

3
√

t − x2) : t ∈ R}
pour tout x ∈ X = X ≜ R2, et ainsi φ|Y(x) = ε(x) + max{|tx(y)|, |tx(y)3 + x1|, | 3

√
tx(y) − x2|},

où tx(y) désigne l’unique t ∈ R tel que sx(t) ≜ (t, t3 + x1,
3
√

t − x2) = y, pour tout y ∈ Y(x).
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La minimisation de φ|Y(x) reste difficile, mais ce problème admet la reformulation exacte

minimiser
M ≥ 0, T ∈ R

ε(x) + M

sous contraintes T ∈ [−M, M ] ,

T ∈
[

3
√

−M − x1,
3
√

M − x1
]

,

T ∈ [−M3 + x2, M3 + x2] ,

dont l’unique solution, notée (M(x), T (x)), est simple à obtenir. En effet, M(x) est le plus
petit M ≥ 0 tel que [−M, M ] ∩ [ 3

√
−M − x1,

3
√

M − x1] ∩ [−M3 + x2, M3 + x2] ̸= ∅, et
en M = M(x) cette intersection est réduite au singleton {T (x)}. On peut trouver M(x) par
dichotomie, 2 puis en déduire T (x), γ(x) = sx(T (x)) et φ(γ(x)) = ε(x) + M(x). La figure 6.7
représente φ, la figure 6.8 illustre la partition de Y et l’image de γ, et la figure 6.9 représente ε

et M dans les deux cadres de gauche. La fonction Φ de la reformulation est ici

Φ :

 X → R
x 7→ ε(x) + M(x),

représentée à la figure 6.9. Son unique minimiseur global est x∗ ≜ (0, 0), avec Φ(x∗) = 0.

La PO est applicable ici. Nous testons huit instances de cDSM pour minimiser Φ depuis
huit points de départ différents. Le tableau 6.4 donne le nombre d’itérations requises pour
atteindre différents seuils de précision sur la solution. On a ∥x̃∗ − x∗∥ ≤ 2E−8 dans les huit
cas. Ainsi, ỹ∗ ≜ γ(x̃∗) est tel que ∥ỹ∗ − y∗∥ ≤ 2E−8 et |φ(ỹ∗) − φ(y∗)| ≤ 2E−8. Cela confirme
empiriquement la véracité du théorème 5.4.

Tableau 6.4 Huit exécutions de cDSM au chapitre 6.1.4. Ici, x̂k ≜ ∥xk∥∞.

x0 1er x̂k ≤ 5E−02 1er x̂k ≤ 5E−05 1er x̂k ≤ 5E−08 x̂k final
[−2, 2] x̂032 = 3.52E−02 x̂110 = 4.03E−05 x̂194 = 4.79E−08 x̂220 = 1.10E−08

[ −1
100 , e2] x̂037 = 2.02E−02 x̂100 = 3.99E−05 x̂176 = 1.10E−08 x̂198 = 9.03E−10

[−π
2 , 7

4 ] x̂027 = 6.34E−03 x̂095 = 4.60E−05 x̂177 = 1.23E−08 x̂195 = 5.51E−09

[−π
4 , e

1
2 ] x̂040 = 3.66E−02 x̂126 = 1.46E−05 x̂235 = 3.45E−08 x̂253 = 4.54E−09

[1
4 , 1

4 ] x̂022 = 2.85E−02 x̂119 = 2.90E−05 x̂193 = 1.84E−08 x̂212 = 2.88E−09

[3π
2 , 1√

8 ] x̂039 = 3.29E−02 x̂124 = 1.96E−05 x̂186 = 4.86E−08 x̂226 = 5.22E−09

[e2, 2π] x̂036 = 3.43E−02 x̂109 = 3.00E−05 x̂171 = 4.40E−08 x̂211 = 8.19E−09

[e2, −1
11 ] x̂029 = 1.48E−02 x̂093 = 4.77E−05 x̂148 = 2.48E−08 x̂172 = 1.48E−09

2. La dichotomie part de M = 0 et M > M(x) et itère tant que M − M ≥ 10−10. Alors M(x) ≈ M+M
2 .
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Figure 6.7 Coupes de la fonction φ au chapitre 6.1.4.
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Figure 6.8 Partition de Y et image de γ au chapitre 6.1.4.
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Figure 6.9 Fonctions ε, M et Φ au chapitre 6.1.4.

2 1 0 1 2
x1

2

1

0

1

2

x 2

0.0

0.1

0.2

(x
)

2 1 0 1 2
x1

2

1

0

1

2

x 2

0.0

0.2

0.4

0.6

0.8

1.0

1.2

1.4

M
(x

)

2 1 0 1 2
x1

2

1

0

1

2

x 2

0.0

0.2

0.4

0.6

0.8

1.0

1.2

1.4

(x
)



83

6.2 Étude numérique du gain apporté à DSM par l’optimisation partitionnée

Ce chapitre démontre par l’exemple que lorsque le cadre de la PO est applicable, il améliore
la performance des algorithmes sans dérivées. Nous altérons les problèmes du chapitre 6.1
pour qu’ils aient environ 100 variables. Pour chacun, nous résolvons le problème initial avec
deux solveurs de DFO (NOMAD [19] et PRIMA [123]) et le problème reformulé par le
cadre de la PO avec une implémentation simple de DSM. On s’attend à ce que ni NOMAD et
PRIMA ne soit performant ici, car les documentations associées déconseillent une utilisation
pour optimiser plus de 50 variables. Dans ce qui suit, il serait inutile de comparer l’un à l’autre.

Les exemples étant analytiques, les calculs sont tous quasi-instantanés. Ceci n’est pas
représentatif de la réalité. Pour ne pas biaiser l’étude, nous procédons comme suit. Pour
chaque problème, nous considérons que le coût de calcul de φ(y) est une unité arbitraire,
pour tout y ∈ Y, et que le coût de calcul de Φ(x) est de τ > 1 unités, pour tout x ∈ X. Ici, τ

représente le coût relatif du calcul de γ rapporté à celui de φ, et le coût de calcul pour Φ(x)
modélise le sur-coût requis pour d’abord calculer γ(x) et ensuite évaluer φ(γ(x)).

Nous utilisons NOMAD avec ses paramètres par défaut, et PRIMA avec l’algorithme
BObyQA (Bound Optimzation by Quadratic Approximations) pour gérer les contraintes de
boîte. En présence d’autres contraintes, les deux solveurs suivent la stratégie de barrière
extrême [14]. Les solveurs sont arrêtés dès que le pas de sonde δk tombe sous la valeur 10−8.

Pour notre DSM, nous reprenons un choix proche de celui fait au chapitre 6.1. C’est-à-dire,
une cDSM à décroissance suffisante de fonction de forçage ρ ≜ (ν 7→ ( ν

8δ0 )3), avec δ0 ≜ 1
et r ≜ 1

10 , et avec Λ ≜ {1
2} et Υ ≜ {2}. L’étape de search est négligée, l’étape de poll

est générée comme dans [1] et l’étape de covering tire une direction au hasard à chaque
itération. L’algorithme est arrêté au premier k ∈ N tel que δk ≤ 10−10.

Nous choisissons six points de départ (y0
ℓ )ℓ∈J1,6K pour NOMAD et PRIMA, pris aléatoi-

rement dans Y, et à chacun nous associons le point de départ χ(y0
ℓ ) fourni à une instance

simple de DSM. Pour chaque algorithme, chaque problème et chaque point de départ, nous
traçons le graphe représentant la meilleure valeur objectif trouvée en fonction du budget de
calcul utilisé. Il ressort que si τ n’est pas excessif (c’est-à-dire, si le calcul de γ n’est pas
trop coûteux comparé à celui de φ), alors DSM résolvant le problème reformulé domine NO-
MAD et PRIMA résolvant le problème initial. La convergence asymptotique de DSM sur
le problème reformulé est observable (même en choisissant une instance peu évoluée), alors
que même sous un budget d’évaluation déraisonnable en pratique, NOMAD et PRIMA
(deux solveurs performants) échouent à initier leur convergence vers une solution satisfaisante.
L’apport de la PO sur la vitesse et la qualité de résolution est donc sensible numériquement.
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6.2.1 Bruit mono-variable en dimension 101

On considère ici la fonction

φ :


Y = Y ≜ R101 → R

y = (yi)100
i=0 7→ ε(y0) +

100∑
i=0

(yi − σi(y0))2 ,

où ε(x) ≜ |x| (1 + sin(2π
x

)2) 1
2 + |⌊x⌉| si x ∈ R∗ et ε(0) ≜ 0, et où

σ :


R → R101

x 7→
[

x ,
[
2
(
1 + i−1

5

) ⌊
x
i

⌉]25

i=1
,
[
25 cos

(
i−25

5 πx
)]50

i=26
,
[
x − 10

i

]75

i=51
,
[

i
10

]100

i=76

]

L’unique minimiseur global de φ est y∗ ≜ σ(0), avec φ(y∗) = 0. Pour tout x ∈ X ≜ R,
on pose Y(x) ≜ {x} × R100, car alors y0 = x est fixé et φ|Y(x) est une quadratique dé-
pendant de (yi)100

i=1. Son unique minimiseur global est γ(x) ≜ σ(x), avec φ(γ(x)) = ε(x).
Ainsi, Φ(x) ≜ ε(x) pour tout x ∈ R est inchangé par rapport au chapitre 6.1.1. La comparai-
son entre les stratégies est donnée à la figure 6.10. Les six points de départ de NOMAD et
PRIMA, (y0

ℓ ))ℓ∈J1,6K, sont tirés aléatoirement dans J−25, 25K101, et les points de départ de
cDSM sont alors (χ(y0

ℓ ))ℓ∈J1,6K. Même en considérant τ = 100, le gain de performance apporté
par la PO est sensible.

Figure 6.10 Gains apportés par l’optimisation partitionnée au chapitre 6.2.1.
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6.2.2 Bruit radial en dimension 101

On considère ici la fonction, donnée en coordonnées polaires,

φ :


Y = Y ≜ R+ × [0, 2π[100 → R

y = (r, θ) 7→


ε(r) +

√
r

100
100∑
i=1

sin
(

θi − 2π logi+1 (r)
2

)2

si r > 0,

ε(0) sinon,

où ε(x) est définie comme au chapitre 6.1.2. L’unique minimiseur global de φ est y∗ ≜

(r∗, θ∗), où r∗ ≜
√

2 et θ∗ ≜ (2π logi+1(
√

2))100
i=1, avec φ(y∗) = 0. Pour tout x ∈ X ≜ R,

on pose Y(x) ≜ {x} × [0, 2π[100 si x ∈ R+ et Y(x) ≜ ∅ si x ∈ R∗
−. Alors, pour tout x ∈

X ≜ R+, φ|Y(x) est une somme de sinusoïdes 2π-périodiques indépendantes tandis que r = x

est fixé. Son unique minimiseur global est γ(x) ≜ (x, ([2π logi+1(x)]2π)100
i=1), avec φ(γ(x)) =

ε(x). Ainsi, Φ(x) ≜ ε(x) pour tout x ∈ X est inchangée par rapport au chapitre 6.1.2.
La comparaison entre les stratégies est donnée à la figure 6.11. Les six points de départ
de NOMAD et PRIMA, (y0

ℓ ))ℓ∈J1,6K, sont tirés aléatoirement dans [0, 5] × [0, 2π[100, et les
points de départ de cDSM sont alors (χ(y0

ℓ ))ℓ∈J1,6K. Même en considérant τ = 100, le gain de
performance apporté par la PO est sensible.

Figure 6.11 Gains apportés par l’optimisation partitionnée au chapitre 6.2.2.
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6.2.3 Bruit affecté par une combinaison non-linéaire de 101 variables

On considère ici la fonction

φ :


Y ≜ R100 → R

y = (yi)100
i=1 7→ ε

( 19∑
ℓ=0

πℓ(y)
)

+ ∑
(ℓ,p)∈J0,19K2

ln
(

1 +
(

πℓ(y)
πp(y) − 1

)2
)

où ε(x) est définie comme au chapitre 6.1.3, où πℓ(y) ≜ ∏5(ℓ+1)
i=5ℓ+1 yi pour tout ℓ ∈ J0, 19K, et on

pose Y ≜ {y ∈ (R∗
+)100 : ∀i ∈ J1, 100K, yi+1 ≥ yi}. Ici, φ n’a pas de minimiseur global, mais

son infimum est 0. Approcher y∗ ≜ 1 mène à φ(y) → 0 par certaines directions, et à φ(y) →
+∞ par d’autres. Pour tout x ∈ X = X ≜ R, on pose Y(x) ≜ {y ∈ Y : Σ19

ℓ=0πℓ(y) = x}, car
alors φ|Y(x) est une fonction lisse puisque ε(Σ19

ℓ=0πℓ(y)) est constant. Son unique minimiseur
global vaut γ(x) ≜ 5

√
x
201. 3 Ainsi, Φ|X(x) ≜ ε(x) pour tout x ∈ X est inchangée par rapport

au chapitre 6.1.3. La comparaison entre les stratégies est donnée à la figure 6.12. Les six
points de départ de NOMAD et PRIMA, (y0

ℓ ))ℓ∈J1,6K, sont choisis pour soumettre plus ou
moins de difficultés aux algorithmes. 4 Même en considérant τ = 100, le gain de performance
apporté par la PO est sensible.

Figure 6.12 Gains apportés par l’optimisation partitionnée au chapitre 6.2.3.
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3. À x ∈ X fixé, φ|Y (x) ≥ 0 et vaut 0 lorsque les (πℓ)ℓ∈J0,19K sont tous égaux. Sous la contrainte γ(x) ∈ Y ,
ceci implique γ(x) = α1 pour un certain α ∈ R. De là, γ(x) ∈ Y (x) mène à 20α5 = x. D’où γ(x) = 5√ x

201.
4. Pour NOMAD et PRIMA, on prend y0

1 ≜ (i/100)100
i=1 et y0

2 ≜ 0.51 et y0
3 ≜ ( 2i

100 )100
i=1, et les trois points

restants y0
i , i ∈ J4, 6K, au hasard dans Π100

j=1[ j−1
100 , j

100 ]. Pour cDSM, on prend alors les points (χ(y0
ℓ ))ℓ∈J1,6K.
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6.2.4 Bruit de dimension 10 dans un problème de dimension 100

On considère ici la fonction

φ :


Y = Y ≜ R100 → R

y = (yi)100
i=1 7→ ε

(
g1(y10) −

9∑
i=1

yi, . . . , g10(y100) −
99∑

i=91
yi

)
+ ∥y∥1 ,

avec gj(z) ≜ (z + (1 + j
10)z − 1) pour tout z ∈ R et tout j ∈ J1, 10K, et

ε :


X ≜ R10 → R

x = (xj)10
j=1 7→

(
sin 5π(x2−x3

1)
5 + sin 6π(x4−e−x2−x3 +1)

7 + sin 7π
√

x2
5+x2

6+x2
7

11 + sin 8πx8x9x10
13

)2
.

L’unique minimiseur global de φ est y∗ ≜ 01, avec φ(y∗) = 0. Pour tout x ∈ X = X ≜ R10,
on pose Y(x) ≜ {y ∈ Y : gj(y10j)−Σ10(j−1)+9

i=10(j−1)+1yi = xj, ∀j ∈ J1, 10K}. Ainsi, pour tout x ∈ X,
l’unique minimiseur global de φ|Y(x) est la solution du problème

minimiser
y ∈ Y(x)

ε(x) +
∑

i∈J1,100K\10N
|yi| +

10∑
j=1

∣∣∣∣∣∣g−1
j

xj +
10(j−1)+9∑

i=10(j−1)+1
yi

∣∣∣∣∣∣ ,
qui a pour unique solution 5 le vecteur γ(x) ∈ R100 contenant des 0 en chaque composante i /∈
10N et g−1

j (xj) en chaque composante i = 10j, j ∈ J1, 10K. On a alors Φ défini comme

Φ :


X = X ≜ R10 → R

x = (xj)10
j=1 7→ ε(x) +

10∑
j=1

∣∣∣g−1
j (xj)

∣∣∣ .
Son unique minimiseur global est x∗ ≜ 01, avec Φ(x∗) = 0. Pour tout x ∈ R10, nous estimons
les valeurs (g−1

j (xj))10
j=1 ≈ z ∈ R10 comme une solution approximative de (gj(zj))10

j=1 = x.

La comparaison entre les stratégies est donnée à la figure 6.13. Les six points de départ de
NOMAD et PRIMA, (y0

ℓ ))ℓ∈J1,6K, sont tirés aléatoirement dans J−10, 10K100, et les points
de départ de cDSM sont alors (χ(y0

ℓ ))ℓ∈J1,6K. En considérant τ = 10, le gain de performance
apporté par la PO est sensible en fin d’optimisation. La valeur τ = 10 est assez faible, mais
aurait pu être augmentée avec une meilleure implémentation de cDSM. Un test avec NOMAD
résolvant le problème reformulé a donné des résultats plus satisfaisants (voir figure 6.14). On
retrouve des résultats similaires, mais cette fois avec un facteur τ = 30.

5. On a d
dz gj(z) = (1+(1+ j

10 )z ln(1+ j
10 )) > 1, et donc d

dz g−1
j (z) = 1

d
dz gj(g−1

j
(z)) ∈ ]0, 1[, pour tout (j, z) ∈

N∗ × R. Ainsi, pour tout (j, z) ∈ N∗ × R et tout v ∈ R, on a |g−1
j (z + v)| + |v| ≥ |g−1

j (z)|. Le résultat suit.
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Figure 6.13 Gains apportés par l’optimisation partitionnée au chapitre 6.2.4.
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Figure 6.14 Surplus de gain apporté par un solveur performant au chapitre 6.2.4.
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CHAPITRE 7 APPLICATION AU CONTRÔLE OPTIMAL

Si tu freines, t’es un lâche. Mais si tu freines pas, t’es un con.

Règle fondamentale des sports mécaniques.

Le contrôle optimal est un domaine à priori aux antipodes de l’optimisation sans dérivées.
Un problème de contrôle optimal est extrêmement structuré, de dimension infinie, et souvent
lissable lorsqu’il est non-lisse. Il présente donc toutes les caractéristiques des problèmes à ne
pas résoudre par la DFO, évoquées au chapitre 2.1.1. Toutefois, lorsqu’un problème de contrôle
optimal présente des discontinuités, les méthodes de la littérature tombent en échec. Cette
remarque a originellement motivé ce chapitre. Nos premiers mois de recherche dans cette
direction nous ont menés à esquisser l’idée de reformuler le problème suivant ses variables
impliquées dans des discontinuités [10] ; une idée qui a ensuite trouvé un cadre formel dans
l’optimisation partitionnée. Nous disposons donc d’un outil pour traiter convenablement des
problèmes de contrôle optimal via une approche exploitant les forces de la DFO.

Le chapitre 7.1 discute de la structure d’un problème de contrôle optimal, et localise les
discontinuités potentielles. Nous identifions alors un moyen d’appliquer le cadre de la PO à
certains de ces problèmes, pour les résoudre via la méthode associée. Nous proposons ensuite
trois problèmes de contrôle optimal résolus par cette approche. L’un d’eux devient soluble
analytiquement après reformulation via l’optimisation partitionnée, et les deux autres sont
bien résolus numériquement. Ceci est discuté au chapitre 7.3. Il ressort de ce chapitre que la
DFO a du potentiel en contrôle optimal via la PO, à minima sur la classe de problème que nous
traitons ici. Enfin, le chapitre 7.4 identifie des pistes d’améliorations de la mise en application
de la DFO dans le domaine du contrôle optimal.

7.1 Problème de contrôle optimal et discontinuités potentielles

Nous commençons par formaliser ce qu’est un problème de contrôle optimal et les discon-
tinuités potentielles qu’il peut contenir, au chapitre 7.1.1. Ensuite, nous passons en revue
la littérature pour observer que l’étude des discontinuités est incomplète, au chapitre 7.1.2.
Enfin, nous identifions au chapitre 7.1.3 une classe de problèmes que nous pouvons résoudre
par la PO. La discussion de cette démarche de résolution est repoussée au chapitre 7.2, et son
application fait l’objet du chapitre 7.3.
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7.1.1 Problème de contrôle optimal, coût de Mayer discontinu

Les problèmes de contrôle optimal (Optimal Control, OC) sont très étudiés, notamment
dans plusieurs livres récents [33, 104, 112, 117]. La forme que nous considérons ici est la
suivante. Sa spécificité porte sur le coût de Mayer, qui peut être discontinu dans notre étude.

Cadre 7.1. OC à coût de Mayer possiblement discontinu. Soit le problème

minimiser
x ∈ AC([0, T ],Rn)

u ∈ L∞([0, T ],Rm)

g((x(t))t∈ζ) +
∫ T

0
ℓ(t, x(t), u(t)) dt

sous contraintes x(0) = x0,

ẋ(t) = f(t, x(t), u(t)), p.p.t. t ∈ [0, T ],

c(t, x(t), u(t)) ≤ 0, p.p.t. t ∈ [0, T ],

cζ((x(t))t∈ζ) ≤ 0.

(POC)

Les variables sont la trajectoire x, dans l’espace AC([0, T ],Rn) des fonctions absolu-
ment continues de [0, T ] dans Rn, et le contrôle u, dans l’espace L∞([0, T ],Rm) des fonc-
tions essentiellement bornées de [0, T ] dans Rm, où (n, m, T ) ∈ N∗×N∗×R∗

+ sont fixés. La
trajectoire est contrainte à partir de l’état initial x0 ∈ Rn, et elle est dirigée par la dyna-
mique contrôlée ẋ(t) = f(t, x(t), u(t)) à presque tout instant t ∈ [0, T ] (où f : R×Rn×Rm

est la fonction de dynamique). On souhaite minimiser le coût de Bolza défini comme la
somme du coût de Mayer g((x(t))t∈ζ) et du coût de Lagrange

∫ t
0 ℓ(t, x(t), u(t)) dt, où

l’ensemble ∅ ≠ ζ ⊂ [0, T ] est fini et fixé, et g : (Rn)#ζ → R est la fonction de coût de
Mayer, et ℓ : [0, T ]×Rn ×Rm → R est la fonction de coût de Lagrange. Enfin, le contrôle
doit assurer le respect d’une contrainte de roulement c(t, x(t), u(t)) ≤ 0 à presque tout
instant t ∈ [0, T ] et d’une contrainte d’états cζ((x(t))t∈ζ) ≤ 0.

Dans ce qui suit, g et cζ sont possiblement discontinues. Aussi, nous supposons in-
formellement que f , ℓ et c ne soulèvent pas de difficultés. Nous ne donnons pas de sens
précis à cette hypothèse car la structure de f , ℓ et c n’importe pas dans ce chapitre. On
suppose enfin que {0, T} ⊆ ζ, pour alléger la présentation.

Les paramètres passés à g et cζ ne dépendent pas de l’intégralité du couple (x, u), mais
uniquement des valeurs prises par x aux instants indexés par l’ensemble fini ζ ⊂ [0, T ]. On
peut donc partitionner l’espace des variables suivant les valeurs prises par la trajectoire aux
instants indexés par ζ, et appliquer le cadre de l’optimisation partitionnée sur ce partitionne-
ment. L’idée est alors d’optimiser l’état atteint par la trajectoire aux instants indexés par ζ,
en cherchant une trajectoire de coût minimal passant par ces états lorsqu’ils sont fixés.
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7.1.2 État de l’art sur le contrôle optimal en présence de discontinuités

Les cas où f , g, ℓ et c sont Lipschitz-continues sont discutés dans les livres [33, 117].
Des conditions nécessaires d’optimalité sont également connues [49]. Le cadre historique du
contrôle optimal suppose que f , g, ℓ et cζ sont lisses et c est nulle, et (POC) est alors résolu par
une méthode indirecte calculatoire découlant du Principe du maximum de Pontryagin [89].
Donnons-en ici une formalisation dans un cas restreint, qui sert plus loin dans ce chapitre.
En présence de contraintes de roulement, la théorie est plus complexe [28, 64].

Définition 7.1 (Principe du maximum de Pontryagin (PmP)). Avec ζ ≜ {T}, cζ une
contrainte d’égalité (x(0), x(T )) = (x0, xT ), f et ℓ lisses et c nulle, une condition nécessaire
d’optimalité locale au problème (POC) pour un couple (x, u) est


x(0) = x0, x(T ) = xT , ẋ(t) = f(t, x(t), u(t)),
p(0) libre, p(T ) libre, ṗ(t) = p(t)fx(t, x(t), u(t)) + p0ℓx(t, x(t), u(t)),
p.p.t. t ∈ [0, T ], u(t) ∈ argmaxu p(t)f(t, x(t), u) + p0ℓ(t, x(t), u),

(PmP)

où fx ≜ ∂f
∂x

et ℓx ≜ ∂ℓ
∂x

, où p ∈ AC([0, T ],Rn) est représentée pour tout t ∈ [0, T ] comme
un vecteur ligne, et où p0 ∈ {−1, 0}. On interdit le cas où p est la fonction nulle.

Peu de références étendent le (PmP) aux problèmes discontinus. À notre connaissance, au
moment de la rédaction de cette thèse, les seules références existantes sont [57], gérant des
discontinuités sur f , et [25], traitant les cas où ℓ représente une indicatrice.

Une autre approche consiste en des méthodes directes, où on discrétise (POC) dans le
temps pour en faire un problème de dimension finie. De nombreuses stratégies numériques
existent [30, 94]. Cependant, le problème discrétisé est de grande dimension, et ici discon-
tinu. Une méthode de DFO est donc requise ; mais les deux approches proposées au chapitre 2
pour gérer la grande dimension échouent ici. L’approche cherchant à lisser convenablement le
problème est difficile à appliquer à cause des discontinuités. L’approche visant à détecter si
un petit nombre de variables indépendantes a une bien plus grande influence sur le problème
que les autres échoue également, car les variables d’état et de contrôle instantané sont toutes
liées par la contrainte de dynamique et l’influence individuelle de chacune est faible.

La stratégie d’optimiser les états aux instants t ∈ ζ est parfois nommée optimisation de
trajectoire [47, 88]. Cette approche exploite le fait qu’entre deux instants (t1, t2) ∈ [0, T ] don-
nés et pour deux états (x(t1), x(t2)) ∈ (Rn)2 donnés, le problème consistant à rejoindre x(t2)
depuis x(t1) entre les instants t1 et t2 à coût minimal est une instance de (POC). Cepen-
dant, [47, 88] requièrent des fonctions g et cζ lisses, et sont donc inapplicables ici.
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7.1.3 Classe simple de problèmes discontinus : problèmes à plateaux

Une façon simple de mettre en échec la littérature consiste à prendre le coût de Mayer

⌊ ∥∥∥x(T ) − xT
∥∥∥ ⌋ .

Ici, on a posé ζ ≜ {T} et g : Rn → R définie par g(X) ≜ ⌊∥X − xT ∥⌋ pour tout X ∈ Rn. Un
tel coût de Mayer peut représenter, par exemple, une cible comme on en rencontre dans des
sports de précision (tir, biathlon, archerie, curling, parachutisme, etc.). La figure 7.1 illustre
une telle cible dans le cas n = 2, ainsi que quelques propriétés résultantes. D’abord, deux
trajectoires finissant dans le même anneau de la cible ne sont départagées que par leur coût
de Lagrange. Ensuite, une trajectoire avec un fort coût de Lagrange atteignant un anneau
donné peut avoir un coût de Bolza plus faible qu’une autre trajectoire ayant un faible coût
de Lagrange mais finissant dans un anneau de plus grand coût. Enfin, atteindre exactement
le centre de la cible peut ne pas être optimal.

Figure 7.1 Cible circulaire et illustration de trajectoires approchant son centre.
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Ce problème est difficile à résoudre car le gradient du coût de Mayer est nul partout où il
est défini. On peut localement perturber une trajectoire pour affaiblir son coût de Lagrange,
mais on ne peut pas anticiper si cette perturbation fait passer l’état final dans un nouvel
anneau de la cible. L’optimisation souffre de cette imprévisibilité due à l’aspect constant par
morceaux du coût de Mayer. De plus, on ne peut pas négliger la troncature apportée par la
partie entière, car ceci pourrait altérer sensiblement les solutions. Pour lisser convenablement
le problème, on doit donc lisser la fonction partie entière. Nous formalisons ci-dessous le
lissage que nous proposons dans [10, remarque 3.1], et nous le représentons en figure 7.2. Ce
lissage a une dérivée proche de 0 en tout x ∈ R suffisamment loin de Z. Ainsi, la partie entière
lissée admet bien un gradient, mais celui-ci est très souvent inexploitable car quasi-nul.
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Partons de la fonction indicatrice IR+ , qui est approximée par IR+(x) ≈ exp(−e−x) pour
tout x ∈ R. En paramétrant l’approximation d’un facteur τ ∈ R∗

+ et en déplaçant la discon-
tinuité en n’importe quel s ∈ R, nous pouvons donc lisser I[s,+∞[(x) ≈ exp(−e−τ(x−s)) pour
tout x ∈ R. De là, on construit une approximation de ⌊·⌋ sur n’importe quel intervalle [a, b],
avec (a, b) ∈ Z2, a < b, et n’importe quel facteur τ ∈ R∗

+, comme

∀x ∈ [a, b], ⌊x⌋ = a +
b−1∑

s=a+1
I[s,+∞[(x) ≈ ⌊x⌋τ ;a,b ≜ a +

b−1∑
s=a+1

exp
(
−e−τ(x−s)

)
. (⌊·⌋τ ;a.b)

Cette approximation est infiniment dérivable, pour tout triplet (τ ; a, b) ∈ R∗
+ × Z × Z.

Figure 7.2 Fonction partie entière et ses lissages.

5 4 3 2 1 0 1 2 3 4 5
x

5
4
3
2
1
0
1
2
3
4
5

y

y = x
y = x 10; 2, 5
y = x 30; 1, 2
y = x 75; 3, 1

Dans les illustrations clôturant ce chapitre, nous portons une attention particulière à des
problèmes ayant une fonction de coût de Mayer g : (Rn)#ζ → R constante par morceaux
en chacune de ses #ζ variables. On parle alors de plateaux pour désigner les ensembles de
continuité de g. La figure 7.3 illustre des plateaux pouvant résulter de fonctions g : R2 → R.
Cette classe de problèmes présente toutes les difficultés évoquées pour le cas de la cible
discrète. Ainsi, elle met en échec les méthodes de la littérature en contrôle optimal.

Figure 7.3 Exemples de plateaux de différents coûts.
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7.2 Utilisation de l’optimisation partitionnée en contrôle optimal

Nous commençons par exprimer le problème (POC) sous la forme du problème (Pini
PO ) pour

le résoudre via l’optimisation partitionnée, au chapitre 7.2.1. Ensuite, au chapitre 7.2.2, nous
proposons une méthode numérique reposant sur ce principe pour résoudre (POC) en pratique.

7.2.1 Validité du cadre de l’optimisation partitionnée

Pour explicitement écrire (POC) comme une instance du problème (Pini
PO ), on définit en

premier lieu Y ≜ AC([0, T ],Rn) × L∞([0, T ],Rm) muni de la norme

∀(x, u) ∈ Y, ∥(x, u)∥Y ≜ sup
t∈[0,T ]

∥x(t)∥Rn +
∫ T

0
∥u(t)∥2

Rm dt.

Ensuite, pour partitionner Y, on définit X ≜ (Rn)#ζ et on pose

∀X ∈ X, Y(X) ≜ {(x, u) ∈ Y : (x(t))t∈ζ = X}.

Ceci revient à partitionner Y suivant l’état du système aux instants indexés par ζ. On a alors
directement la fonction χ, donnée pour tout (x, u) ∈ Y par χ(x, u) ≜ (x(t))t∈ζ .

On définit également φ(x, u) ≜ g((x(t))t∈ζ)+
∫ T

0 ℓ(t, x(t), u(t)) dt pour tout (x, u) ∈ Y, et Ω
comme l’ensemble des éléments (x, u) ∈ Y vérifiant toutes les contraintes du problème (POC).
De plus, pour tout X ∈ X, le sous-problème consistant en la restriction de (POC) à Y(X) est

minimiser
x ∈ AC([0, T ],Rn)

u ∈ L∞([0, T ],Rm)

g(X) +
∫ T

0
ℓ(t, x(t), u(t)) dt

sous contraintes (x(t))t∈ζ = X,

ẋ(t) = f(t, x(t), u(t)), p.p.t. t ∈ [0, T ],

c(t, x(t), u(t)) ≤ 0, p.p.t. t ∈ [0, T ],

cζ(X) ≤ 0.

(Psub
OC (X))

Puisque f , ℓ et c sont lisses et X est fixé, le sous-problème (Psub
OC (X)) est un problème de

contrôle optimal lisse à état initial et final fixés, rentrant totalement dans le cadre usuel de
la littérature. Par conséquent, il peut être résolu par l’une des nombreuses méthodes dédiées,
à déterminer au cas par cas selon la structure offerte par f , ℓ et c. Comme nous n’imposons
pas de conditions sur cette structure, notre partitionnement est compatible avec l’intégralité
de la littérature en contrôle optimal. De plus, ce problème est séparé puisque le calcul de
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la trajectoire et du contrôle optimal entre deux valeurs successives de ζ est indépendant du
calcul entre deux autres valeurs. Ainsi, on peut optimiser en parallèle le couple (trajectoire,
contrôle) sur chacun des sous-intervalles de [0, T ] délimités par deux valeurs successives de ζ

(rappelons qu’on a considéré 0 ∈ ζ et T ∈ ζ pour simplifier les notations). Rappelons toutefois
que nous devons supposer que (Psub

OC (X)) admet un unique couple γ(x, u) ∈ Y(X) globalement
optimal, pour tout X ∈ X ≜ {X ∈ X : Y(X) ∩ Ω ̸= ∅}.

Ainsi, le problème (POC) entre dans le cadre d’étude 5.1. Ceci permet l’application de la
PO discutée au chapitre 5. Pour résoudre (POC), on résout donc le problème reformulé

minimiser
X ∈ X

Φ(x), avec Φ :


X → R

x 7→

 φ(γ(X)) si x ∈ X,

+∞ sinon,
(Pref

OC )

et via les propositions 5.1 et 5.2, on sait garantir qu’une solution locale X∗ de ce problème
mène à γ(X∗) solution locale du problème (POC). Ces propositions requièrent la continuité
locale de χ, qui est toujours avérée ici, et la continuité locale de γ, qui doit être analysée au
cas par cas.

Des pistes de recherche existent pour rendre le cadre de la PO moins strict (voir le cha-
pitre 5.3). Toutefois, même lorsqu’on ne parvient pas à garantir l’unicité de la solution opti-
male du sous-problème pour tout X ∈ X, on peut tout de même appliquer le cadre de manière
heuristique (c’est-à-dire, sans garantir tous les pré-requis). Pour tout X ∈ X, on résout le
sous-problème (Psub

OC (X)) par une méthode du contrôle optimal, et on récupère la solution
renvoyée comme substitut à γ(X). Les exemples aux chapitres 7.3.2 et 7.3.3 montrent que
même dans cette application heuristique, la résolution de (Pref

OC ) par un algorithme de la DFO
donne tout de même des solutions satisfaisantes au problème (POC).

De plus, lorsqu’on doit résoudre (Pref
OC ) algorithmiquement, le cadre de la PO requiert en

plus les hypothèses 5.1 et 5.2. L’hypothèse 5.1 est vérifiée. Pour tout (x, u) ∈ Y et (y, v) ∈ Y,
on a ∥χ(y, v) − χ(x, u)∥X = ∥(y(t) − x(t))t∈ζ∥X ≤ ∥(y − x, v − u)∥Y = ∥(y, v) − (x, u)∥Y,
donc χ est Lipschitz-continue, ce qui garantit aussi que l’image par χ d’un ensemble borné
de Y est un ensemble borné de X. Par contre, l’hypothèse 5.2 liée à la fonction oracle est
difficile à garantir en toute généralité. Cependant, en pratique, on peut résoudre le pro-
blème (Pref

OC ) via un algorithme de DFO même lorsque l’hypothèse 5.2 n’est pas vérifiée. La so-
lution X̃∗ calculée n’a aucune garantie de donner γ(X̃∗) une solution locale au problème (POC),
mais cette méthode heuristique est performante sur les exemples des chapitres 7.3.2 et 7.3.3.
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7.2.2 Méthode numérique de résolution via l’optimisation partitionnée

Dans les exemples qui suivent, certains problèmes ne peuvent pas être résolus analytique-
ment après reformulation par la PO. Pour ces problèmes, nous appliquons alors un processus
de résolution numérique noté MPO, qui n’est qu’heuristique mais vise à la performance. La
description de ce processus et les choix techniques retenus est donnée en fin de ce chapitre,
car nous devons d’abord mentionner les autres méthodes de résolution auxquelles on le com-
pare pour juger de sa performance. Nous devons également mentionner quelques opérations
de préconditionnement du problème (POC) effectuées à priori. Le contenu de ce chapitre suit
notre référence [10, section 3.2].

Préconditionnement du problème par lissage et discrétisation temporelle

Dans nos tests numériques, nous privilégions des méthodes algorithmiques, qui reposent
sur une résolution directe fondée sur une discrétisation temporelle du problème (POC). De
fait, nous ne considérons pas (POC) mais la discrétisation temporelle suivante :

minimiser
(xk)N

k=1 ∈ (Rn)N ,

(uk)N−1
k=0 ∈ (Rm)N

g((xk)k∈ζd) +
N−1∑
k=0

ℓk(xk, xk+1, uk, uk+1)

sous contraintes xk+1 = fk(xk, uk), ∀k ∈ J0, N − 1K,

ck(xk, uk) ≤ 0, ∀k ∈ J0, NK,

cζd((xk)k∈ζd) ≤ 0,

où N ∈ N∗ est le nombre de subdivisions (qu’on prendra uniformes) de [0, T ], où on considère
par simplicité que tous les éléments de ζ sont inclus dans l’ensemble {tk ≜ kT

N
}N

k=0 des temps
discrétisés et où on note ζd ≜ {k ∈ J0, NK : tk ∈ ζ}. La valeur x0 ∈ Rn est fixée. Pour
tout k ∈ J0, N−1K, ℓk est une discrétisation de l’intégrale de la fonction de coût de Lagrange
sur [tk, tk+1] (en pratique, on prend une méthode du trapèze), fk est une discrétisation de la
dynamique sur [tk, tk+1] (on prend un schéma de Runge-Kutta d’ordre 4 avec 10 subdivisions
par unité de temps et les paramètres usuels, mais on pourrait préférer d’autres choix suivant
des analyses de l’impact de la modélisation [7, 40, 102, 103]) ; et pour tout k ∈ J0, NK, ck est
une discrétisation de la contrainte de roulement à l’instant tk.

De plus, pour des raisons liées aux solveurs employés, nous devons lisser la fonction g. Dans
les exemples qui suivent, g est une fonction constante par morceaux définie via la fonction
partie entière. Nous appliquons donc le lissage (⌊·⌋τ ;a.b) (avec τ ≜ 75 et (a, b) bien choisis en
fonction du problème), pour lisser g en g̃. On considère finalement le problème suivant.
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minimiser
(xk)N

k=1 ∈ (Rn)N ,

(uk)N−1
k=0 ∈ (Rm)N

g̃((xk)k∈ζd) +
N−1∑
k=0

ℓk(xk, xk+1, uk, uk+1)

sous contraintes xk+1 = fk(xk, uk), ∀k ∈ J0, N − 1K,

ck(xk, uk) ≤ 0, ∀k ∈ J0, NK,

cζd((xk)k∈ζd) ≤ 0.

(PdOC)

Tentative de résolution par IPOPT : méthode MSO

Puisque le problème (PdOC) est un problème d’optimisation lisse usuel, nous pouvons envi-
sager de le résoudre via un solveur dédié. Notre première méthode de référence consiste donc
à résoudre (PdOC) via le solveur d’optimisation lisse IPOPT [118]. Pour ce faire, nous implé-
mentons les instances de (PdOC) dans le langage de modélisation JuMP [79] et nous appelons
l’interface d’IPOPT associée. Nous notons cette stratégie MSO. Puisque g est constante par
morceaux et que g̃ est donc quasi-constante partout, nous nous attendons à ce que cette
méthode soit peu fiable en général. Vérifier cette affirmation prouve le fait que les problèmes
à plateaux ne sont généralement pas solubles par les stratégies usuelles de la littérature.

Tentative de résolution par NOMAD : méthode MDFO

Le problème (PdOC) mettant IPOPT en échec, nous pourrions être tenté d’utiliser à la place
une méthode sans dérivées. Nous montrons donc que cette stratégie est également inefficace.
Le problème (PdOC) contient beaucoup trop de variables et de contraintes fortes pour que des
solveurs comme NOMAD [19] ou PRIMA [123] puissent le résoudre. Cependant, nous re-
marquons que nous pouvons atténuer cette difficulté en réduisant la dimension du problème :
pour toute valeur fixée de (uk)N−1

k=0 ∈ (Rm)N , la trajectoire (xk)N
k=1 ∈ (Rn)N est entièrement

déterminée (via les contraintes de dynamique xk+1 = fk(xk, uk) pour tout k ∈ J0, N−1K).
Ainsi, nous implémentons dans JuMP le problème réduit

minimiser
(uk)N−1

k=0 ∈ (Rm)N

g̃((xk)k∈ζd) +
N−1∑
k=0

ℓk(xk, xk+1, uk, uk+1)

sous contraintes xk+1 = fk(xk, uk), ∀k ∈ J0, N − 1K,

ck(xk, uk) ≤ 0, ∀k ∈ J0, NK,

cζd((xk)k∈ζd) ≤ 0,

et nous le résolvons via l’interface JuMP de NOMAD [82]. Nous notons cette stratégie MDFO.
Cependant, ce problème reste de grande dimension, aussi MDFO reste inefficace.
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Résolution par optimisation partitionnée : méthode MPO

La troisième méthode que nous proposons consiste conceptuellement à résoudre la refor-
mulation (Pref

OC ) via NOMAD, bien que certains détails techniques doivent être altérés. Dans
un but de comparaison honnête avec les autres méthodes, le sous-problème doit être lissé et
discrétisé dans le temps. On considère donc

minimiser
(xk)N

k=1 ∈ (Rn)N ,

(uk)N−1
k=0 ∈ (Rm)N

g̃(X) +
N−1∑
k=0

ℓk(xk, xk+1, uk, uk+1)

sous contraintes (xk)k∈ζd = X,

xk+1 = fk(xk, uk), ∀k ∈ J0, N − 1K,

ck(xk, uk) ≤ 0, ∀k ∈ J0, NK,

cζd(X) ≤ 0.

(Psub
dOC(X))

Nous notons également la fonction d’infaisabilité liée au sous-problème (Psub
dOC(X)) par

h (X; x, u) ≜
∥∥∥(xk)k∈ζd − X

∥∥∥2
+

N−1∑
k=0

∥∥∥xk+1 − fk(xk, uk)
∥∥∥2

+
N∑

k=0
max{ck(xk, uk), 0}2

pour tout (x, u) ∈ (Rn)N × (Rm)N . Notons que la contrainte cζd(X) ≤ 0 n’est pas intégrée à
cette fonction puisqu’elle est transparente pour le sous-problème (Psub

dOC(X)).

En pratique, nous résolvons (Psub
dOC(X)) par IPOPT. Suivant la discussion proposée au cha-

pitre 5.3.3, IPOPT renvoie γ̃(X) qui est une approximation de solution locale de (Psub
dOC(X))

lorsqu’une telle solution existe, et un minimiseur de l’infaisaiblité h(X; ·) autrement. La re-
formulation du problème (PdOC) que nous considérons est alors

minimiser
X ∈ (Rn)#ζ

Φ̃(X) sous contrainte h̃(X) ≤ 0 et cζd(X) ≤ 0, (P̃ref
dOC)

où Φ̃(X) ≜ φ(γ̃(X)) et h̃ ≜ h(X, ξ; γ̃(X)) pour tout X ∈ (Rn)#ζ . Nous résolvons alors la
reformulation (P̃ref

dOC) par NOMAD exploitant la barrière progressive. La solution X̃∗ renvoyée
par NOMAD mène à γ̃(X̃∗) comme une approximation de solution du problème (PdOC).

Nous notons cette méthode MPO. Notons que MPO est heuristique, car nos choix d’implé-
mentation ne préservent pas le cadre d’étude 5.1 requis par l’analyse formelle de sa conver-
gence. Toutefois, elle devrait bien fonctionner en pratique.
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Trajectoire sans contrôle comme initialisation des méthodes

La trajectoire non contrôlée partant de x0 est définie via uk ≜ 0 et xk+1 ≜ fk(xk, uk) pour
tout k ∈ J0, N−1K. Cette trajectoire (x, u) est notée M0. On initialise MSO à (x, u) et MDFO

à u. Dans la méthode MPO, l’initialisation de NOMAD résolvant (P̃ref
dOC) est (xk)k∈ζd , et pour

tout X ∈ X, (Psub
dOC(X)) est résolu par IPOPT initialisé en (x, u).

7.3 Mise en application sur des problèmes à plateaux

Ce chapitre illustre comment l’optimisation partitionnée permet de résoudre des problèmes
de contrôle optimal à plateaux. Le chapitre 7.3.1 montre qu’un tel problème peut devenir
soluble analytiquement. Les chapitres 7.3.2 et 7.3.3 montrent que même si on ne vérifie pas
tous les pré-requis théoriques liés au cadre de l’optimisation partitionnée, son usage donne
tout de même de bonnes solutions aux problèmes considérés.

7.3.1 Solution analytique d’un problème de double intégrateur

Nous considérons ici une instance du problème (POC) qui présente un coût de Mayer à pla-
teaux, mais qui devient soluble analytiquement après application du cadre de l’optimisation
partitionnée. Le problème consiste à contrôler un double intégrateur dont on veut minimiser
la partie plafond ⌈·⌉ de la position à l’instant final sous la contrainte de vitesse finale fixée
à vT ∈ R, depuis l’état initial x0 ∈ R2, à accélération minimale :

minimiser
x ∈ AC([0, T ],R), v ∈ AC([0, T ],R)

u ∈ L∞([0, T ],R)

⌈x(T )⌉ + 1
T

∫ T

0
u(t)2 dt

sous contraintes (x, v)(0) = (x0, v0),
ẋ(t) = v(t), p.p.t. t ∈ [0, T ],
v̇(t) = u(t), p.p.t. t ∈ [0, T ],
v(T ) = vT ,

(POC,DI)

On applique la stratégie proposée au chapitre 7.2.1. Ici, on peut même prendre un par-
titionnement plus subtil pour diminuer encore la difficulté du problème reformulé résultant.
En effet, seul la position finale intervient dans la discontinuité du coût de Mayer ; tandis que
la vitesse finale n’affecte aucune discontinuité. Ainsi, on peut se contenter de partitionner
selon la position finale uniquement, et résoudre le sous-problème consistant en l’ajout d’une
contrainte de position finale au problème (POC,DI). Pour tout X ∈ R donné (représentant la
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position finale imposée), on s’intéresse donc au sous-problème

minimiser
x ∈ AC([0, T ],R), v ∈ AC([0, T ],R)

u ∈ L∞([0, T ],R)

⌈X⌉ + 1
2T

∫ T

0
u(t)2 dt

sous contraintes (x, v)(0) = (x0, v0),
ẋ(t) = v(t), p.p.t. t ∈ [0, T ],
v̇(t) = u(t), p.p.t. t ∈ [0, T ],
(x, v)(T ) = (X, vT ),

(Psub
OC,DI(X))

dont on peut se convaincre qu’il est globalement résoluble par application du (PmP).

L’application du (PmP) au sous-problème (Psub
dOC(X)) mène au système



x(0) = x0, ẋ = v, x(T ) = X,

v(0) = v0, v̇ = u, v(T ) = vT ,

ṗ1 = 0,

ṗ2 = p1,

∀t, u(t) ∈ argmaxu p1(t)v(t) + p2(t)u + p0
1

2T
u2,

d’où on déduit que pour presque tout t ∈ [0, T ],


x(t) = x0 +
∫ t

0 v(s) ds, x(T ) = X,

v(t) = v0 +
∫ t

0 u(s) ds, v(T ) = vT ,

p1(t) = a,

p2(t) = b + at,

u(t) ∈ argmaxu u (2Tp2(t) + p0u) .

Il n’y a pas de solution anormale (c’est-à-dire, avec p0 = 0) ici. 1 On a donc p0 = −1, d’où


x(t) = x0 +
∫ t

0 v(s) ds, x(T ) = X,

v(t) = v0 +
∫ t

0 u(s) ds, v(T ) = vT ,

p1(t) = a,

p2(t) = b + at,

u(t) = Tp2(t).

1. Si p0 = 0, alors soit p2 n’est pas la fonction nulle, mais alors le contrôle vaut ±∞ (selon le signe
de p2(t)) à presque tout instant, et ainsi u /∈ L∞([0, T ],R), soit p2 est la fonction nulle, mais alors on est
dans la solution triviale p(t) = 0 pour tout t ∈ [0, T ] (qui est rejetée par le (PmP)).
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La résolution s’achève en identifiant a et b vérifiant la contrainte d’état final, c’est-à-dire
le couple d’équations (x(T ), v(T )) = (X, vT ). Après quelques calculs, ceci se traduit par
T 4

6
T 3

2
T 3

2 T 2

 a

b

 =
X − x0 − v0T

vT − v0

 ou encore
a

b

 = −12
T 6

 T 2 −T 3

2
−T 3

2
T 4

6

 X − x0 − v0T

vT − v0

 ,

d’où on tire a

b

 =


12
T 4 (x0 + v0T − X) + 6

T 3

(
vT − v0

)
6

T 3 (X − x0 − v0T ) + 2
T 2

(
v0 − vT

)
 .

Ainsi, on en déduit la solution globale du sous-problème (Psub
OC,DI(X)) pour tout X ∈ R. En

notant s ≜ t
T

, on trouve après quelques simplifications

x(t) = x0 + s2 (3 − 2s)
(
X − x0

)
+ s (1 − s) Tv0 − (1 − s) s2T

(
vT + v0

)
,

v(t) = (1 − 2s) v0 + s (3s − 2)
(
v0 + vT

)
+ 6s2 (1 − s) X − x0

T
,

u(t) = 6 (1 − 2s) X − x0

T 2 + 2 (1 − 3s) v0 + vT

T
.

On note alors γ(X) ≜ (x, v, u), avec (x, v, u) donné comme ci-dessus. Sa valeur objectif est

φ (γ(X)) = ⌈X⌉ + 2
T 2

3
(
X − x0

T 2

)2

+ 3X − x0

T 2
v0 − vT

T
+
(

v0 − vT

T

)2
 .

On peut remarquer que γ est continue. Sachant que χ l’est également, les propositions 5.1
et 5.2 affirment que tout X minimisant φ◦γ donne γ(X) solution du problème (POC,DI). De plus,
ici la minimisation de φ ◦ γ est possible analytiquement, puisqu’il s’agit d’une quadratique
(d’une seule variable réelle) en X plus la partie plafond de X. 2

Notons que dans cette résolution analytique, nous n’avons pas besoin de vérifier que les
hypothèses 5.1 et 5.2 tiennent. En effet, ces hypothèses ne servent que dans l’analyse de
convergence de cDSM résolvant le problème reformulé. Ici, nous n’avons pas eu besoin de cDSM
mais seulement des propositions 5.1 et 5.2, qui ne requièrent que la garantie que le cadre de
l’optimisation partitionnée est applicable et la continuité locale de γ et χ.

2. Soit q : z ∈ R 7→ a(z−z0)2+b ∈ R avec z0 ∈ R et a > 0 et b ∈ R, et f ≜ ⌈·⌉+q(·). Tout point z /∈ Z∪{z0}
n’est pas un minimiseur local de f , et de plus on a f(z) > f(z0) lorsque z > z0 et f(z) → +∞ lorsque z → −∞.
Ainsi, l’ensemble Z ≜ {z ∈ Z ∪ {z0} : f(z) ≤ f(z0)} ⊂ ]−∞, z0] est fini. Pour trouver le minimiseur global
de f , il suffit donc de partir de z0 puis de parcourir tous les points de Z par valeurs décroissantes tant que
la valeur de f associée décroît. Le point d’inflexion est le minimiseur global.
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7.3.2 Solution numérique d’un problème de Zermelo à plateaux circulaires

Nous étudions ici un problème dit de Zermelo, modélisant le contrôle optimal d’un navire
sur une rivière, présenté comme le problème de cible discrète suivant :

minimiser
x ∈ AC([0, T ],R2)

(u, θ) ∈ L∞([0, T ],R2)

⌊∥∥∥x (T
2

)
− A

∥∥∥
a

⌋
+ ⌊∥x(T ) − B∥b⌋ + 1

T

∫ T

0
u(t) dt

sous contraintes x(0) = (0, 0),

ẋ(t) = s(x(t)) + u(t)1θ(t), p.p.t. t ∈ [0, T ],

0 ≤ x2(t) ≤ h, ∀t ∈ [0, T ],

0 ≤ u(t) ≤ 1, p.p.t. t ∈ [0, T ],

(POC,Zt)

où A ∈ R et B ∈ R sont deux points fixés de la rivière modélisée par R ≜ R × [0, h]
pour un certain h > 0 fixé, où ∥x∥α ≜ ((α1x1)2 + (α2x2)2) 1

2 pour tout x ∈ R2 et α ∈ R2
+,

où 1θ ≜ (cos θ, sin θ) pour tout θ ∈ R, et où s, défini comme s(x) ≜ (x2(x2 − h), 8
10 cos(π x2

h
))

pour tout x ∈ R et illustré dans la figure 7.4, est le courant de la rivière. Ce problème modélise
la recherche du contrôle minimal pour passer au plus proche des points A et B, où la distance
à ces points est mesurée dans un sens discret et aux instants T

2 et T respectivement.

Figure 7.4 Modélisation du courant de la rivière dans le problème de Zermelo.
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On pose h ≜ 6 et T ≜ 40. On définit les cibles via A ≜ (−175, 6) et a ≜ ( 1
20 , 1

2) ; et
via B ≜ (−325, 0) et b ≜ ( 1

20 , 5
6). Le coût de Mayer de ce problème est à plateaux et dépend

de la trajectoire aux instants T
2 et T . Pour résoudre efficacement le problème, on partitionne

donc l’espace des variables suivant les valeurs prises par x aux instants T
2 et T . La figure 7.5

représente les cibles discrètes associées à A et B, et montre que la trajectoire sans contrôle
approche grossièrement ces points aux instants désirés. On peut donc présupposer qu’une
solution optimale consiste à laisser le navire dériver vers les cibles grâce au courant, et à ne
prendre des contrôles (non nuls et) maximaux que sur un court intervalle de temps précédant
les instants T

2 et T . Cette conjecture trouve écho dans la théorie des contrôles turnpike [113].
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Figure 7.5 Cibles discrètes à atteindre sur la rivière.
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Ni le problème (POC,Zt) ni son sous-problème après partition ne sont solubles par le (PmP).
On doit donc appliquer le processus numérique proposé au chapitre 7.2.2. Ici, on peut anti-
ciper le comportement des différentes méthodes qu’on propose. Cet exemple est construit de
sorte que la dynamique et le coût de Lagrange incitent localement le navire à ne pas appro-
cher les cibles. Le courant tend à repousser le navire des côtes, donc affronter le courant est
pénalisé par le coût de Lagrange. De plus, la nullité du gradient associé au coût de Mayer ne
permet pas de détecter l’intérêt de confronter le courant, ni à l’instant final T ni à l’instant
moyen T

2 . Ainsi, seule une méthode faisant une recherche non-infinitésimale aux instants T
2

et T pour explicitement tenir compte du coût de Mayer peut détecter l’intérêt d’affronter le
courant pour amener le navire à un point donné à un instant donné. Les résultats de chacune
des méthodes sont illustrés en figure 7.6.

Figure 7.6 Résultats numériques sur le problème de cibles discrètes de Zermelo.
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La trajectoire sans contrôle, M0, est une initialisation décente pour une optimisation mais
n’est pas satisfaisante en tant que solution approximative. La méthode MSO part de M0,
qui est une trajectoire donnant des gradients du coût de Mayer nuls. Comme, de plus, le
coût de Lagrange incite à ne pas contrôler la trajectoire, la méthode MSO détecte que la
trajectoire sans contrôle est localement optimale et y demeure donc. La méthode MDFO part
de M0, et elle pourrait théoriquement altérer convenablement les contrôles instantanés pour
détecter un gain résultat d’un changement de plateaux. Ceci est toutefois improbable, aussi
la méthode MDFO stagne également à la trajectoire sans contrôle. Enfin, nous lançons deux
instances de la méthode MPO. La variante notée M{T/2,T }

PO suit le schéma numérique proposé
au chapitre 7.2.2. La variante M{T }

PO consiste en une altération de M{T/2,T }
PO dans laquelle l’état

de la trajectoire à l’instant T
2 n’est pas une variable de la reformulation mais est laissé comme

variable du sous-problème. Dans cette variante, c’est au sous-problème de gérer les plateaux
associés à la cible A. Seule la variante M{T/2,T }

PO est satisfaisante. La méthode M{T }
PO n’optimise

que l’état final de la trajectoire via un algorithme de DFO, et ainsi l’algorithme d’optimisation
lisse calculant une trajectoire atteignant cet état final ne tient pas compte de la cible marquée
par A. On observe ici l’intérêt d’optimiser tous les états impactant les discontinuités du coût
de Mayer par un algorithme DFO : cette approche est la seule à laquelle on puisse se fier.

7.3.3 Solution numérique d’un problème de Zermelo à plateaux verticaux

Ce chapitre considère un second problème de Zermelo, proche du problème (POC,Zt). Nous
étudions ici un problème modélisant une recherche de stationnement optimal après traversée
de la rivière, modélisé par

minimiser
x ∈ AC([0, T ],R2)

(u, θ) ∈ L∞([0, T ],R2)

−
⌊

x1(T )
w

⌋
+ 1

T

∫ T

0
u(t) dt

sous contraintes x(0) = (0, 0),

ẋ(t) = s(x(t)) + u(t)1θ(t), p.p.t. t ∈ [0, T ],

0 ≤ x2(t) ≤ h, ∀t ∈ [0, T ],

0 ≤ u(t) ≤ 1, p.p.t. t ∈ [0, T ],

x2(T ) = h.

(POC,Zp)

Les paramètres restent définis comme au problème (POC,Zt), avec en plus w ≜ 10. Ce problème
modélise un navire partant de la rive sud d’une rivière dont le courant pousse vers l’ouest, et
cherchant à amarrer à un bollard le plus à l’est possible dans un port situé sur la rive nord,
à consommation minimale. La figure 7.7 illustre les plateaux résultants du coût de Mayer.
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Figure 7.7 Qualité mesurée des bollards sur la rive nord de la rivière.
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Nous remarquons ici que seule l’abscisse finale x1(T ) intervient dans la discontinuité du
coût de Mayer, alors que l’ordonnée finale x2(T ) est fixée. Par conséquent, nous pouvons
partitionner l’espace des variables sur la valeur de l’abscisse de la trajectoire à l’instant
final uniquement. Comme dans le problème de Zermelo précédent, le (PmP) ne permet
pas de résoudre le problème, et le sous-problème résultant d’un état final fixé non plus.
Par conséquent, nous appliquons encore les processus de résolution numérique proposés au
chapitre 7.2.2. Les résultats de chacune des méthodes sont donnés dans la figure 7.8.

Figure 7.8 Résultats numériques sur le problème de plateaux de Zermelo.
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   Méthode | Val obj | Ctrs      
0 | 35.000 |           ( )
SO | 32.196 |           ( )

DFO | 34.351 |           ( )
PO | 04.883 |           ( )

0

SO

DFO

PO

La trajectoire sans contrôle, M0, ne respecte pas la contrainte d’ordonnée finale. Ainsi,
toutes les méthodes sont cette fois initialisées depuis une trajectoire inacceptable. La mé-
thode MSO parvient à garantir la faisabilité. On peut remarquer que durant ce processus,
elle parvient à franchir quelques plateaux, mais qu’elle semble converger dans un plateau de
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mauvaise qualité dès que la faisabilité est garantie. Ceci peut s’expliquer par le fait que le
coût de Mayer est constant dans chaque plateau, alors que le coût de Lagrange incite à ne pas
lutter contre le courant pour tenter de progresser le long de la rive nord. La méthode MDFO ne
parvient pas à rétablir la réalisabilité. Ceci s’explique par le fait que pour trouver une trajec-
toire réalisable, il faut que les contrôles travaillent de concert dans la bonne direction et avec
une norme importante ; or un algorithme DFO travaille sur chaque contrôle indépendemment
des autres. Enfin, la méthode MPO est efficace et retourne une solution pertinente.

7.4 Pistes d’améliorations des processus de résolution

Les processus analytique et numérique discutés au chapitre 7.2 semblent efficaces au vu des
tests du chapitre 7.3. Malgré tout, ces deux processus peuvent être modifiés sur de nombreux
aspects pour améliorer encore leur performance. Précisons que toutes les pistes proposées ici
brisent les garanties théoriques de convergence, puisque le cadre de l’optimisation partition-
née (le cadre d’étude 5.1) n’est plus respecté. Toutefois, ceci n’est pas problématique dans le
processus numérique altéré, car le processus numérique initial 7.2.2 est déjà heuristique. La
perte de garanties est plus pénible pour le processus analytique ; mais au moment de la ré-
daction de cette thèse, nous avons des idées pour dériver une nouvelle analyse de convergence
du processus théorique altéré (qui n’est pas discutée dans ce manuscrit car encore inachevée).

Le chapitre 7.4.1 discute de moyens d’accélérer la résolution du sous-problème (Psub
OC (X))

pour tout X ∈ X donné. Le chapitre 7.4.2 propose une relaxation de (Psub
OC (X)) pour affaiblir

la contrainte (x(t))t∈ξ = X imposant au système de passer exactement par les états proposés
par l’algorithme DFO résolvant la reformulation (Pref

OC ). En effet, cette contrainte peut être
source de nombreuses difficultés numériques que nous discutons.

7.4.1 Étude de sensibilité du sous-problème

Une adaptation de la méthode qui n’altère pas ses propriétés théoriques consiste à exploiter
la structure du sous-problème (Psub

OC (X)) pour obtenir rapidement sa solution globale γ(X)
pour tout X ∈ X. Admettons qu’on dispose d’un point X ∈ X en lequel on a réussi à
calculer γ(X), et qu’on cherche à résoudre (Psub

OC (X + ∆X)) pour ∆X suffisamment petit.

Si le sous-problème est résolu algorithmiquement, on peut initialiser l’algorithme résol-
vant (Psub

OC (X + ∆X)) au point γ(X) plutôt qu’à la trajectoire M0. Il est vraisemblable que ce
changement d’initialisation apporte des gains de vitesse la plupart du temps.

On peut également estimer la valeur de γ(X + ∆X). Ceci repose sur le théorème des
fonctions implicites, usuel ou généralisé au cas non-lisse [98], ainsi que sur une étude de
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sensibilité du sous-problème (Psub
OC (X)) vis-à-vis de sa contrainte (x(t))t∈ξ = X. Pour simplifier

la discussion, considérons que ξ ≜ {0, T} et ainsi que X consiste en un état initial et final
imposé. Ceci ne restreint pas la généralité de notre raisonnement, puisque pour tout X ∈ X, le
sous-problème (Psub

OC (X)) est séparable en problèmes tiers se concentrant sur chaque intervalle
de temps entre deux instants t ∈ ζ. Dans ce cas, on sait que γ(X) ≜ (x∗, u∗) est une extrémale
du (PmP), au sens où


x∗(0) = X0, x∗(T ) = XT , ẋ∗(t) = f(t, x∗(t), u∗(t)),
p∗(0) libre, p∗(T ) libre, ṗ∗(t) = p∗(t)fx(t, x∗(t), u∗(t)) + p∗

0ℓx(t, x∗(t), u∗(t)),
p.p.t. t ∈ [0, T ], u∗(t) ∈ argmaxu p∗(t)f(t, x∗(t), u) + p∗

0ℓ(t, x∗(t), u).

On peut alors exprimer γ(X+∆X) comme une extrémale du (PmP) associé à (Psub
OC (X + δX)),

c’est-à-dire qu’il vérifie
x(0) = X0 + ∆X0, x(T ) = XT + ∆XT , ẋ(t) = f(t, x(t), u(t)),
p(0) libre, p(T ) libre, ṗ(t) = p(t)fx(t, x(t), u(t)) + p0ℓx(t, x(t), u(t)),
p.p.t. t ∈ [0, T ], u(t) ∈ argmaxu p(t)f(t, x(t), u) + p0ℓ(t, x(t), u).

On pose alors x ≜ x∗ + δx, et u ≜ u∗ + δu, et p ≜ p∗ + δp. Si les fonctions f et ℓ sont assez
lisses, on peut alors les linéariser le long de (x∗, u∗, p∗) pour obtenir un système différentiel
en (δx, δu, δp). Ce système peut potentiellement apporter de l’information. Toutefois, cette
piste de recherche soulève de nombreuses questions et difficultés théoriques, aussi nous n’avons
pas plus d’éléments à apporter au moment de la rédaction de cette thèse. La littérature en
contrôle optimal manque de références discutant de la sensibilité du (PmP) vis-à-vis des
contraintes d’états initial et final. On peut également penser aux systèmes chaotiques [23]
pour percevoir les limitations de cette approche.

7.4.2 Relaxation de la contrainte spatiale sur les états fixés

Pour n’importe quel X ∈ X, le sous-problème (Psub
OC (X)) est très fortement impacté par sa

contrainte (x(t))t∈ζ = X. En effet, si cette contrainte est irréalisable, le comportement d’un
algorithme cherchant à résoudre le problème (Psub

dOC(X)) devient difficile à prévoir. Prenons
l’exemple d’un algorithme qui cherche à minimiser l’infaisabilité totale. Il est possible qu’il
converge vers une solution irréalisable (x, u) telle que toutes les contraintes sont vérifiées,
sauf ∥(x(t))t∈ζ − X∥ ≫ 0 ; mais à l’inverse, il est aussi possible que (x, u) vérifie (x(t))t∈ζ = X

mais néglige fortement les autres contraintes (notamment la plus importante : le respect de la
dynamique). Ce comportement erratique est dommageable. Pour l’atténuer, nous proposons
de passer la contrainte (x(t))t∈ζ = X comme une pénalisation dans l’objectif. En d’autres
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termes, nous proposons d’altérer le sous-problème (Psub
OC (X)) comme

minimiser
x ∈ AC([0, T ],Rn)

u ∈ L∞([0, T ],Rm)

g(X) +
∫ T

0
ℓ(t, x(t), u(t)) dt + M ∥x(t)t∈ζ − X∥2

sous contraintes ẋ(t) = f(t, x(t), u(t)), p.p.t. t ∈ [0, T ],

c(t, x(t), u(t)) ≤ 0, p.p.t. t ∈ [0, T ],

cζ(X) ≤ 0,

où M ∈ R+ est un facteur de pénalisation, qui doit être assez grand. Une autre approche
serait de conserver la contrainte (x(t))t∈ζ = X, mais de pouvoir agencer lexicographiquement
les contraintes de sorte à prioriser le respect de la dynamique.
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CHAPITRE 8 CONCLUSION

Une Hirondelle, en ses voyages, avait beaucoup appris.
Quiconque a beaucoup vu peut avoir beaucoup retenu.

« L’Hirondelle et les petits oiseaux », Jean de la Fontaine.

Pour clôturer ce manuscrit, mettons en valeur les principaux apports à la DFO proposés
par cette thèse. Le chapitre 8.1 survole le contenu du manuscrit pour synthétiser ces apports.
Le chapitre 8.2 identifie les freins à leur usage. Enfin, le chapitre 8.3 entrevoit des pistes pour
pousser la théorie et améliorer les méthodes numériques construites à partir de ces travaux.
Le tableau 8.1 proposé au chapitre 8.4 synthétise tout ce qui est dit ici.

Rappelons que la finalité de ce manuscrit est de proposer une stratégie de résolution du
problème d’optimisation (P) dans le cadre d’étude 1.1, et d’assurer que cette stratégie est
performante en pratique. En réponse à ceci, nos trois contributions principales sont l’algo-
rithme cDSM, le cadre de l’optimisation partitionnée PO, et l’exemple d’application à une
classe de problèmes de contrôle optimal permettant de surmonter des difficultés pratiques.

8.1 Synthèse des travaux

Notre première contribution principale est la détection et la correction d’une erreur dans la
référence « Analysis of direct searches for discontinuous functions ». Le détail de cette contri-
bution fait l’objet du chapitre 3. « Analysis of direct searches for discontinuous functions »
visait à démontrer que les propriétés de DSM bien identifiées dans le cas continu (la conver-
gence vers des points satisfaisant des conditions nécessaires d’optimalité) sont conservées
dans le cas discontinu. Après application de notre correctif, nous disposons donc de l’algo-
rithme rDSM, une altération minime de l’algorithme DSM usuel de la littérature, ayant dans
le cas discontinu des propriétés similaires à DSM dans le cas continu (théorème 4.2). Cette
contribution résorbe donc la distinction que la littérature en DFO fait entre le cas continu
et le cas discontinu. Ceci requiert toutefois quelques hypothèses supplémentaires, que nous
identifions clairement et discutons en détail.

Le second apport de cette thèse consiste à prouver que rDSM dispose en réalité de propriétés
plus fortes que ce que « Analysis of direct searches for discontinuous functions » entrevoyait
pour DSM. Nous montrons au chapitre 4 que sous les hypothèses du chapitre 3, rDSM est
certifié de générer une solution locale au problème (P). Ensuite, nous ré-adaptons rDSM pour
alléger au maximum les hypothèses requises par cette propriété. Au sortir du chapitre 4, nous
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disposons donc de l’algorithme cDSM qui offre des garanties de générer des solutions locales
au problème (P) (théorème 4.13). Cette garantie repose sur une unique hypothèse légère sur
la fonction objectif du problème, dont nous prouvons qu’elle est la plus générale possible. Il
est donc impossible d’envisager des propriétés de convergence plus fortes en toute généralité.

Enfin, le troisième travail effectué durant cette thèse se concentre sur la performance
pratique de cDSM. Nous discutons de choix de conception pertinents pour cDSM en fin de
chapitre 4. De plus, nous pouvons conjecturer que cDSM est au moins aussi performant que
DSM. Aussi, nous nous concentrons sur des problèmes présentant une caractéristique bien
identifiée par la littérature en DFO pour mettre les méthodes en échec : le nombre de variables
dépasse le seuil critique de 50 [17, chapitre 1.4]. Nous identifions une famille d’instances du
problème (P), de dimension potentiellement infinie, sur laquelle la structure de PO peut être
exploitée pour rendre cDSM viable malgré la grande dimension. L’étude théorique complète de
la PO fait l’objet du chapitre 5. La preuve empirique des gains importants qu’elle apporte sur
des problèmes de la DFO à 100 variables est donnée au chapitre 6. Ce chapitre montre donc
que cDSM permet de repousser certaines des limites de la DFO identifiées par la littérature, et il
illustre en quoi cette performance subsiste avec un nombre de variables quelconque. De plus,
la structure de PO est également présente dans des problèmes d’optimisation issus d’autres
littératures très différentes de la DFO. Nous montrons au chapitre 7 que certains problèmes
ouverts en contrôle optimal sont résolus efficacement par application de la PO. Ce chapitre
crée donc un lien entre la DFO et le contrôle optimal, alors que ces deux domaines pourraient
à priori être considérés comme antinomiques.

8.2 Limites théoriques et pratiques

Ce chapitre se concentre sur les limitations associées à l’algorithme cDSM, au cadre de la
PO, et aux difficultés résultants de l’application de la PO à une classe de problèmes donnée.
Pour chacun, nous identifions les défauts théoriques et les limitations pratiques d’utilisation.

L’algorithme cDSM requiert quelques hypothèses sur le problème (P) pour avoir des ga-
ranties de convergence vers une solution locale. L’aspect uniquement local de la solution
renvoyée est commun à toutes les méthodes de la DFO. En effet, sauf quelques cas extrême-
ment spécifiques, il est impossible de garantir qu’une solution donnée est globale. Toutefois,
les autres hypothèses sont légères, et potentiellement les plus légères possible. Ensuite, cDSM
conserve certains défauts théoriques de DSM, dont il s’inspire. Notamment, sa performance
sur un problème de grande dimension (plus de 50 variables) n’est pas garantie en pratique.
De plus, il est restreint à reposer soit sur une structure de DSM à treillis adaptatif, soit sur
une structure de DSM à décroissance suffisante. Chacune de ces deux structures a des défauts
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propres. Enfin, si un problème pratique est ce que la DFO nomme une boîte grise, l’informa-
tion accessible n’est ni prise en compte ni détectée par cDSM. Il est donc nécessaire d’adapter
cDSM au cas par cas, via la conception d’une étape de search ou de covering dédiée, pour
tenir compte de cette information.

Le cadre de l’optimisation partitionnée PO, décrit par le cadre 5.1, n’est pas universel. Il
existe des problèmes d’optimisation n’entrant pas dans le cadre de la PO. Ainsi, la PO permet à
la DFO de gérer de nouvelles tailles de problèmes, mais tous les problèmes d’une taille donnée
ne deviennent pas solubles. Ensuite, le cadre actuel de la PO dépend de la fonction oracle γ,
dont la construction est très stricte et dont le calcul peut être difficile. De plus, les garanties
de convergence de cDSM via la PO reposent sur l’hypothèse 5.2 portant sur γ, qui est riche
et possiblement difficile à vérifier en pratique. Nos pistes d’allègements de la définition de γ

et des pré-requis clamés par l’hypothèse 5.2 ne sont pas encore achevées ; donc au moment
de la rédaction de ce manuscrit, la fonction γ est un gros frein à l’utilisation pratique de la
PO. Enfin, en pratique, la PO n’est exploitable que si le coût de calcul de γ n’est pas trop
important comparé à celui de la fonction objectif du problème. De plus, il est difficile de
proposer un ratio limite entre ces deux quantités (au-delà duquel la PO perd en pertinence),
car une telle valeur semble dépendre du problème.

Lorsqu’on applique la PO à une classe de problèmes donnée, d’autres difficultés peuvent
apparaître. La principale réside dans la façon d’appliquer la PO. Il faut pour cela bien définir
la partition de l’espace des variables qu’on considère. Il est possiblement simple de trouver
un partitionnement admissible, mais nos exemples issus du contrôle optimal montrent que le
choix le plus évident n’est pas toujours le plus pertinent. Ainsi, il y a un potentiel manque à
gagner lorsqu’on choisit un partitionnement pas assez spécifique au problème considéré. Enfin,
en pratique, il est nécessaire d’utiliser des méthodes d’optimisation dédiées pour résoudre le
sous-problème défini par la PO. Le choix de la méthode est un questionnement propre à la
classe de problèmes considérée, et il ne peut donc pas être dicté par des règles générales. De
plus, il peut arriver que le solveur choisi pour résoudre le sous-problème a des spécifications
techniques. Dans un tel cas, on doit potentiellement altérer le sous-problème (comme, par
exemple, en le lissant) pour lui faire passer les spécifications du solveur. Ceci requiert des
efforts supplémentaires, et brise les garanties théoriques de convergence de la PO. Ainsi, en
pratique, l’utilisation de la PO est possiblement heuristique.

8.3 Extensions possibles

Nous clôturons ce manuscrit en énumérant des perspectives de travaux futurs.
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Algorithme cDSM

L’algorithme cDSM pourrait être simplifié à l’extrême en une variante ne conservant que
l’étape de covering à chaque itération, sans treillis adaptatif ni décroissance suffisante.
Ceci fournirait une référence pour quantifier l’apport réel de chacune des étapes de search,
covering et poll à différents avancements dans le processus d’optimisation. Une telle étude
numérique pourrait également illustrer à quel point le cadre général de l’étude de cDSM
(cadre 4.2) permet une bonne performance pratique. Par exemple, même si la théorie ne re-
quiert que le caractère ample des ensembles de continuité de la fonction objectif, il ne serait
pas surprenant que la propriété de cône intérieur mène à une meilleure performance numé-
rique. Il y a donc plusieurs considérations numériques liées à cDSM qu’il serait intéressant
de développer. De plus, une analyse numérique pourrait confirmer ou infirmer la qualité des
schémas d’oracles de covering que nous proposons au chapitre 4.

Puisque l’étape de covering est autosuffisante, nous pouvons également envisager de
l’intégrer à d’autres méthodes de la DFO. N’importe quelle méthode peut virtuellement obtenir
des garanties de générer des solutions locales au problème (P) après ajout d’une étape de
covering, sous les mêmes hypothèses très larges que dans le cadre d’étude 4.2. Nous pouvons
notamment penser à des algorithmes bayésiens par exemple, ainsi qu’à toutes les méthodes
listées dans la revue de littérature [73].

Il est également envisageable d’enrichir cDSM de nouvelles mécaniques. Par exemple, en
intégrant une étape de covering à l’étape de sonde autour du point irréalisable dans la stra-
tégie de barrière progressive [15]. Ceci pourrait donner de la flexibilité à l’algorithme sur des
problèmes présentant des contraintes quantifiables [74] continues. Il est possible que cette
stratégie puisse même traiter des contraintes semi-continues ; mais l’adaptation serait plus
complexe à mettre en oeuvre. Un autre exemple serait la mécanique de DiscoMads [8] visant
à éviter de renvoyer à l’utilisateur des points trop proches des discontinuités du problème.
Une telle stratégie sacrifie la demande de renvoyer une solution locale pour, en contrepartie,
garantir une certaine robustesse du point renvoyé par l’algorithme. DiscoMads a le défaut de
parfois approcher une discontinuité sans la détecter, mais cDSM évite cet écueil par construc-
tion. De fait, cDSM enrichi d’une mécanique de distanciation aux discontinuités pourrait être
très intéressant d’un point de vue pratique. En considérant l’incertitude entourant toute ap-
plication pratique, il est bien plus pertinent de considérer une pseudo-solution lointaine des
discontinuités qu’une solution proche de celles-ci.
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Cadre de l’optimisation partitionnée

Des extensions au cadre de la PO ont déjà été proposées au chapitre 5. Nous redonnons les
grandes lignes ici, mais nous référons au chapitre 5.3 pour plus de détails.

Une extension du cadre de la PO, pour l’alléger sans l’altérer en profondeur, consiste
en une définition alternative de la fonction γ. Actuellement, pour tout x ∈ X décidé par
l’algorithme résolvant la reformulation (Pref

PO ), γ(x) est défini comme l’unique solution du
sous-problème (Psub

PO (x)). Or, en pratique, on résout (Psub
PO (x)) via un algorithme d’optimisa-

tion, dont on interrompt l’exécution en temps fini. Ainsi, le point renvoyé par l’algorithme
n’est qu’une approximation d’une solution locale de (Psub

PO (x)). Nous souhaitons donc alléger
le cadre en définissant γ(x) pour tout x ∈ X comme une approximation d’une solution locale
de (Psub

PO (x)). Une telle définition est technique et complexifie l’analyse, mais elle rend le cadre
de la PO représentatif du comportement réel des méthodes que nous employons en pratique.

On pourrait aussi adapter le cadre de la PO en proposant un analogue au théorème 5.4
qui dépendrait d’un algorithme non enrichi par une étape de covering. En effet, une telle
méthode peut être plus rapide, au prix de propriétés de convergence plus faibles. Il faudrait
ajouter de nouvelles hypothèses au cadre de la PO pour garantir que les propriétés de la
méthode résolvant la reformulation (Pref

PO ) se transmettent au problème initial (Pini
PO ).

L’autre extension forte de la PO mènerait à une altération plus profonde du cadre. Il s’agit
du développement de méthodes hybrides optimisant en même temps x ∈ X et un point y ∈ Y
contraint à toujours être dans Y(x). Une telle méthode est dite hybride car x est optimisé
via un algorithme de DFO, et en même temps y est optimisé via un algorithme adapté à la
structure du sous-problème (Psub

PO (x)). Ceci met en synergie la DFO avec d’autres littératures,
en laissant chacune traiter une partie du problème pour laquelle elle est pensée. Nous croyons
fortement au potentiel de ces méthodes ; mais leur analyse et leur développement sont tout
juste commencés au moment de la rédaction de ce manuscrit.

Application de la PO à des classes de problèmes données

En appliquant la PO à un problème donné, on s’assure que le sous-problème (Psub
PO (x))

devient simple. Ainsi, on a potentiellement des informations sur des liens entre les solutions
de (Psub

PO (x)) et celles de (Psub
PO (x + δx)) pour x donné et δx petit. Par exemple, une analyse

de sensibilité de (Psub
PO (x)) vis-à-vis de x peut prédire l’évolution de la fonction γ au voisinage

de x. Il y a donc un gain de temps potentiel très important. Toutefois, cette analyse est
vraisemblablement à mener au cas par cas, selon la structure de l’instance de (Pini

PO ) et du
partitionnement retenu.
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8.4 Tableau récapitulatif des contributions et des extensions possibles

Tableau 8.1 Synthèse des travaux discutés et extensions possibles.

Stratégie. Usage sur le problème (P). Limites. Extensions.

Algos DFO
hors DSM.

Renvoie x∗ vérifiant des conditions
nécessaires d’optimalité, si f
continue. Max 50 variables.

Ajout d’une étape de covering.

DSM.
Renvoie x∗ vérifiant des conditions

nécessaires d’optimalité, si f
continue. Max 50 variables.

cDSM.

rDSM. Préférer cDSM, qui le renforce. cDSM.

cDSM.

Renvoie x∗ solution locale, si
ensembles de continuité de f amples
et x0 réalisable. Néglige la structure

de f . Max 50 variables.

Ajout de barrière progressive.
Distanciation aux discontinuités.
Quantifier l’apport pratique de la
search, la covering et la poll.

Oracles de covering bien conçus.

PO.

Problème simplifiable par restriction
de l’espace des variables. Difficulté
transposée au choix de la bonne
restriction à prendre. Permet de

trouver une solution même en grande
dimension. Construction

mathématique actuelle rigide.

Assouplissement de la construction.
Allègement des hypothèses requises
pour résoudre algorithmiquement.

Analyse de sensibilité du
sous-problème. Garanties théoriques

pour méthodes autres que cDSM.
Méthodes hybrides avancées.

PO par
classe de

problèmes.

Résout par DFO un problème
normalement inaccessible à celle-ci.
Permet une méthode hybride entre
DFO et littérature dédiée. Méthode

non restrictive, ni sur la partie DFO ni
sur l’autre partie. Difficultés

potentielles d’implémentation. Peut
donc devenir heuristique en pratique.

Utilisation d’information propre à la
classe de problèmes. Spécification
poussée à la classe de problèmes.

Règles de choix de partitionnement.
Peut amener d’autres idées, quitte à

s’éloigner du cadre.

Pour tirer le meilleur parti des connaissances acquises, pour en extraire toute
la richesse, il importe de ne pas s’y habituer trop vite, de se laisser le temps de
la surprise et de l’étonnement.

« L’Espace prend la forme de mon regard », Hubert Reeves.
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